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興奮性シナプス後電位のロングテール性による
Liquid State Machineの記憶容量の向上

○松元唯吹 信川創 （千葉工業大学）
Enhancement of memory capacity

by long-tailed distribution of excitatory postsynaptic potentials

∗I. Matsumoto and S. Nobukawa (Chiba Institute of Technology)

Abstract– It is known that the long-tailed distribution of excitatory postsynaptic potentials (EPSPs)
enables spontaneous activity in the micro-circuit of the cerebral cortex. Liquid state machine (LSM) is a
reservoir computing model, which allows to implement the network structures with high physiological validity
typified as long-tailed EPSP distribution. In this study, we constructed two models of LSM with and without
the long-tailed of EPSPs. Then, we evaluated them in a memory capacity task. The result showed that
the memory capacity with long-tailed of EPSP was higher in comparison with the case without long-tailed
of EPSP. This distribution might contribute to enhance the ability of LSM by virtue of its high memory
capacity.

Key Words: Excitatory postsynaptic potentials, long-tailed, Liquid State Machine

1 はじめに
大規模なニューロン集団で構成される脳の神経ネッ
トワークでは，学習や記憶，知覚といった高度な認知機
能を実現している 1)．このような認知機能は，大規模
な脳ネットワークに分散した脳領域の相互作用によっ
て生み出される 2)．また，異なる領域間での相互作用
は，時空間的にマルチスケールなゆらぎを発生する 2)．
さらに，特定の大きさのゆらぎは確率共鳴を発生させ，
信号の情報量を増加させることができる．特に大脳皮
質の神経回路でのゆらぎの生成のメカニズムについて，
実験的・計算論的なアプローチが進められている 3)．
神経回路レベルでのゆらぎは，神経細胞の自発的発
火活動によって生み出される．大脳皮質の神経細胞は，
不規則にそして持続的に発火しており，その発火率は
1Hzと脳の神経活動にしては非常に低周波数の活動が
みられる．このような神経活動は，自発的発火活動と呼
ばれ，外部からの刺激を必要としない発火活動である．
この自発的発火活動の生成メカニズムは，大脳皮質で
みられる興奮性シナプス後電位 (EPSP)の分布特徴か
ら示すことができる．EPSPとは，興奮性シナプスに
よって生じる電位のことであり，その多くは数ミリボ
ルトとごくわずかなものであるが，10mVという非常
に大きな電位を持つものもわずかに存在し，EPSP全
体の分布をみると長く裾を引いたロングテールな分布
となっている 4)．この EPSPの分布にみられる，多く
の弱いシナプス結合の中にわずかにみられる強いシナ
プス結合の存在が自発的発火活動の発生に大きく寄与
していると考えられている 3)．自発的な発火活動を生
じさせる EPSPのロングテール性は，脳の神経回路の
情報伝達において重要な役割を果たすとして注目され
ている．例えば，EPSPのロングテール性を取り入れた
連想記憶モデルは，記憶の想起をより促すことができ
るという研究がある 5)．さらに，EPSPのロングテー
ル性は，自発的な発火活動において決定論的なダイナ
ミクスを生じることも報告されている 6)．決定論的な
ダイナミクスが生じるということは，自発的な発火活

動を生じさせる EPSPのロングテール性を入出力のあ
るシステムに取り入れて評価を行えるということであ
る．このように自発的な発火活動を生じさせる EPSP
のロングテール性は，高度な認知機能を実現する脳の
活動に積極的に関与している．
リザバーコンピューティングは，リカレントニュー
ラルネットワークモデルから派生して生まれた高速機
械学習を可能にする計算の枠組みである．リザバー
コンピューティングの代表的なモデルに Echo State
Network(ESN)7) や Liquid State Machine(LSM)8) が
ある．これらは，入力層，リザバー層，出力層の 3層
構造をとり，ノードの重みの更新を出力層のみで行う
ため高速な学習が可能である．特に，LSMは，神経回
路の主要な計算特性を解明することを狙う計算論的神
経科学の流れから生まれた数理モデルである 8)．その
ため，リザバー層には，スパイキングニューロンで構
成される生物学的妥当性を踏まえたモデルや動的なシ
ナプス結合が用いられる 9)．すなわち，自発的な発火
活動を誘導する EPSPのロングテール性を機械学習に
取り入れて評価を行うことができる．
本研究では，脳機能を支える上で重要な役割を担う

EPSPのロングテール性が，LSMの性能向上に寄与す
るという仮説を立てた．そこで，この仮説を実証するた
めに，本研究では自発的な発火活動を生じさせるEPSP
の分布特徴を考慮したスパイキングニューラルネット
ワークを用いて LSMを構築した．そして，EPSPのロ
ングテール性を考慮した場合と考慮しなかった場合の
2つのモデルの違いを，記憶容量タスクによって比較
評価した．ここで，EPSPのロングテール性を考慮し
た場合というのは，EPSPの分布にみられるわずかな
強いシナプス結合も含んだモデルのことである．

2 手法
本研究では，各ニューロンがスパイキングニューロ
ンモデルの 1つである，漏れ積分発火モデルで構成さ
れる自発的な発火活動を生じるスパイキングニューラ

　第 20 回コンピューテーショナル・インテリジェンス研究会 PG0003/22/0000-0001 © 2022 SICE
（2022 年 6 月 3 日–4 日・淡路夢舞台国際会議場 (兵庫県淡路市)）
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ルネットワークを使用した 3)．外部からの入力を受け
取り，リザバーへスパイクを与える入力ニューロン 20
個 (Nin = 20)と，相互に情報伝達を行うリザバー内の
ニューロン (興奮性ニューロン 10000個，抑制性ニュー
ロン 2000個/NE = 10000，NI = 2000)のモデル式を
それぞれ (1)(2)式に示す．

dv

dt
= − 1

τin
(v − VL) + Iex (1)

dv

dt
= − 1

τm
(v − VL)− gE(v − VE)− gI(v − VI) (2)

if v ≥ Vthr mV, then v(t) → Vr (3)

(1)(2)式はどちらも (3)式に示すように，ニューロンの
電位がしきい値 (Vthr = −50[mV])を超えると発火し
たとみなして，電位をリセット (Vr = −60[mV])する．
ここで，τin と τm は膜時定数で τin = 20[ms]，τm =
20[ms]/10[ms](興奮性ニューロン/抑制性ニューロン)，
Iexは外部入力，VLはリセット電流 (VL = −70[mV])，
VEと VI はそれぞれ興奮性シナプス電流 (VE = 0[mV])
と抑制性シナプス電流 (VI = −80[mV])である．外部
入力 Iex は [0:0.01] で生成される一様乱数である．こ
の外部入力は 1[ms]ごとに連続的に (1)式に与えられ
る．(1)式で定義される外部入力を受け取るニューロン
から (2)式で定義されるリザバー内のニューロンへの
シナプス荷重は 0.5[mV]とし，その接続確率は 0.1で
ランダムに決定される．また，(2)式の gE(t)[ms−1]と
gI(t)[ms−1]によってニューロンはリザバー内で情報伝
達できるようになり，(4)式によって定義される．

dgX
dt

= −gX
τs

+
∑
j

GX,j
∑
Sj

δ(t− sj − dj), X = E, I

(4)

ここで，(4)式の τsは膜時定数 (τs = 2[ms])，GX,j は
シナプス荷重，sj は j 番目のニューロンからの入力を
受けたスパイク時間，dj は遅延時間である．また，δ(·)
はディラックのデルタ関数を示している．すなわち，シ
ナプス前ニューロンが時刻 (t = sj +dj)で発火すると，
シナプス後ニューロンにスパイクが伝わる．
EPSPは興奮性シナプスを介してスパイクを受けた
ニューロンの電位であり，この電位の分布が対数正規
分布に従う．本研究では (5)式に示す対数正規分布の
確率密度関数を用いた．

p(x) =
exp[−(log x− µ)2/2σ2]√

2πσx
(5)

本研究では，σ = 1.0，µ = 1+log(0.2)とした．Fig.1に
本研究で使用した対数正規分布の図を示す．Fig.1に示
すように，VEPSP ≤ 2 [mV]を弱シナプス結合，VEPSP >
2 [mV]を強シナプス結合とする．また，VEPSP > 20
[mV]は非現実的な数値のため，VEPSP > 20 [mV]の値
は採用せず新しい値を計算し直した．

10 -3 10 -2 10 -1 10 0 10 1

V
EPSP

 (mV)

0

0.5

1

1.5

p

  strong
 synapse

weak   
synapse 

Fig. 1: Long-tailed synaptic wight distribution of
EPSP (single logarithmic plot). This plot follows
log-normal distribution Eq.(5) (σ = 1.0, µ = 1.0 +
log(0.2)). In the figure, the weak synapse means that
VEPSP ≤ 2[mV], while the strong synapse mean that
VEPSP > 2 [mV]

EPSPの分布特徴をスパイキングニューラルネット
ワークで利用するためには，この EPSPをシナプス荷
重として再定義する必要がある．そこで，興奮性ニュー
ロン同士の結合における膜電位は (6)(7)式，シナプス
荷重は (8)式で再定義する．また，興奮性ニューロン
同士の接続確率は Fig.1の対数正規分布に従って決定
される．

dv

dt
= − 1

τm
(v − VL)− gE(v − VE) (6)

dgE(t)

dt
= −gE(t)

τs
+GEδ(t) (7)

GE = VEPSP/100 (8)

(1)− (8)の方程式を用いてリザバー層内のスパイキン
グニューラルネットワークは機能する．スパイキング
ニューラルネットワークを構成するニューロンのうち，
興奮性-興奮性のシナプス荷重は (5)− (8)の計算結果に
よって求まるが，それ以外のシナプス荷重は予め設定
する．興奮性-抑制性，抑制性-興奮性，抑制性-抑制性
のシナプス荷重はそれぞれ，18[mV]，2[mV]，2.5[mV]
である．また，スパイキングニューラルネットワークを
構成するニューロンの接続確率は 0.1(興奮性-抑制性)，
0.5(抑制性-抑制性)，0.5(抑制性-興奮性)でランダムに
決定される．そして，ニューロン間のシナプス遅延は，
興奮性-興奮性のとき 1-2[ms]，その他の接続は 0-2[ms]
の区間でランダムとする．
本研究では，100[s]の神経活動をシミュレーションし
た．神経活動を数値化するために，10000個の興奮性
ニューロンを 100個の興奮性ニューロン集団にラベル
付けした．すなわち，興奮性ニューロン集団 1つ 1つに
は，興奮性ニューロンが 100個ずつ含まれている．そし
て，興奮性ニューロン集団 100個の平均発火率 rX(X =
1, 2, 3, ..., 100)[Hz]を求めた．rX(t)は (9)式で求めら
れる．

rX(t) = 103
SX(t)

100∆t
，X = 1, 2, 3, ..., 100 (9)

SX は 0.1[ms]あたりのX番目の興奮性ニューロン集団
のスパイクの数を示す (spikes/0.1[ms])．さらに，発火
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率 rX(t)はガウシアンフィルタによって平滑化を行った．
この平滑化処理で使用したウィンドウの長さは 10[ms]
である．
LSMの入力信号の特徴の読み出しを行うリードアウ
トWoutは，リッジ回帰を使用して求めた．このリッジ
回帰によってWoutが更新され最適化され LSMは訓練
される．リッジ回帰は線形回帰モデルの 1つで，(10)
式で求められる．

Wout = ((XTX+ αI)−1XTD)T (10)

X は入力 u(t) が LSM に与えられたときの 100 個
の興奮性ニューロン集団の 100 秒間の発火率の行列，
α は正則化パラメータ，I は単位行列，D は教師信
号である．シミュレーションによって得られるデータ
には過渡期が含まれるため，実際に評価に用いたの
は [500:99500] の 99000[ms] である．すなわち，X =
(rX(1), ..., rX(99000))，D = (yd(1), ...,yd(99000))．
本研究では，α = 0.1 とした．そして，求めたWout

は，(11)式に示すようにリザバーの出力Xと掛け合わ
せることで LSMの出力 yを得ることができる．

y(t) = WoutX (11)

3 評価
(11)式で得られる出力 y を用いて，LSMの学習性
能を記憶容量タスクで評価する．記憶容量 (Memory
Capacity)は (12)式で求められる 10)．

MCτ =
cov2(uτ ,y)

σ2(uτ )σ2(y)
(12)

記憶容量タスクでは，一般に入力は一様乱数が用いら
れるため，本研究では，[0:0.01]の一様乱数を生成し入
力信号とした．教師信号は yd(t) = u(t− τ)で表され，
各 τ の値に対して (11)式によって出力 yが得られる．
ここで， (12)式で示される記憶容量タスクは，入力信
号 uτ と教師信号を用いて訓練された出力 yの相関を
みる．例えば，記憶容量が 1の場合，LSMは訓練され
ることによって発火率データ (内部状態)から理想の出
力に変換することができたということを意味する．ま
た，τ が大きくなったときにも記憶容量が 1に近いとい
うことは，それだけ過去の情報に対しても LSMは訓練
によって柔軟に対処でき理想の出力に変換できるとい
うことである．すなわち，過去の情報を保持できると
いうことである．本研究では，1[ms] ≤ τ ≤ 1000[ms]
で記憶容量を求め評価した．

4 結果
Fig.2に EPSPのロングテール性を考慮した LSMと
考慮しない LSMの記憶容量タスクの結果を示す．一様
乱数で生成される入力 Iexは，試行のたびに毎回生成し
直した．Fig.2に示すように，EPSPのロングテール性
を考慮したLSMは，考慮しないLSMに比べて τ < 100
[ms] まで高い記憶容量を維持した．つまり，過去の情
報が入力されたとき，EPSPのロングテール性を考慮
した LSMは与えられた情報を再現できるリザバー状
態をもつことが示された．
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Fig. 2: Dependence of memory capacity on delay τ
in the cases with and without strong synapse. The
ten-trial-averaged memory capacity and standard de-
viation for each tau [ms] of LSM with strong weight
and without strong weight (single logarithmic plot).
The“ with strong weight”means that taking both
strong synapse and weak synapse in Fig.1 into con-
sideration, while the“without strong weight”means
that only taking weak synapse in Fig.1 into consider-
ation. Input Iex given input neurons was regenerated
each trial. Here, spikes (5 [Hz]) according to Poisson
process gave all reservoir neurons on regular interval
in the case without strong synapses to arrange the
spiking rate of neuron population with and without
strong weight.

5 考察
本研究では，EPSPのロングテール性が大脳皮質の
神経回路において自発的な発火活動を誘導し効率的な
情報伝達に貢献しているという先行研究から，この性
質は機械学習の性能を向上させることができると仮説
を立てた．そこで，EPSPのロングテール性の機械学習
における影響を評価するために LSMを構築し，記憶容
量タスクを用いて性能を評価した．まず，LSMのリザ
バー層には自発的な発火活動を生じさせる EPSPのロ
ングテール性を考慮したスパイキングニューラルネッ
トワークを使用した．次に，LSMに対して一様乱数で
生成した入力信号を与え，そのときの興奮性ニューロ
ン集団 100個の発火率をシミュレーションによって出
力した．そして，この発火率を学習に用いて，LSMの
出力を求めた．その結果 Fig.2に示すように，LSMの
リザバー層に EPSPのロングテール性を取り入れるこ
とによって過去の情報を高い精度で再現できることが
示された．
ここで，EPSPのロングテール性を考慮した LSMと
考慮しない LSMの τ の増加に伴う記憶容量の違いにつ
いて考察する．τ < 100 [ms]においては，EPSPを考
慮した LSMは，考慮しない LSMに比べて記憶容量タ
スクで大きな値をとった．これは，EPSPの分布に見
られるロングテールな部分，すなわち，強シナプス結
合の存在が大きく今回の結果に関与していると考える．
EPSPのロングテール性というのは，大脳皮質の神経
回路において自発的な発火活動や確率共鳴といった情
報伝達において重要な役割を担う 3)．これらの神経活
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動が可能になるのは，EPSPの分布にみられるわずか
な強シナプスがニューロン間の大小さまざまな神経経
路に情報を伝達でき，再帰的なネットワークの生成が
できるからである．一方，弱シナプスのみでは，外部
からの入力が与えられたときにはスパイクを発生させ
ることができるが，内部で生じるシナプス入力に対し
ては活動電位を生じることができない．それゆえ，再
帰的なネットワークが生成できず，過去の情報を十分
に保持することができない．EPSPのロングテール性
を考慮した LSMが過去の情報を保持し再現できたこ
とから，自発的な発火活動を生じさせる EPSPのロン
グテール性が決定論的なダイナミクスを生じることも
確認できた 6)．したがって，この EPSPのロングテー
ル性を LSMに取り入れて，他の機械学習のタスクにお
いても評価が可能であることが示唆された．
今後は，本研究で得られた EPSPのロングテール性
を考慮した LSMの入出力の依存関係の結果から非線
形時系列予測においても精度向上が見込めるかについ
て研究を進めたい．また，本研究ではシミュレーショ
ンによってニューロン集団の発火率を出力し，学習を
行った．しかし，一般に LSMでは発火率ではなくスパ
イク列，すなわちスパイクパターンを学習に用いるこ
とが多い．そのため，本研究で使用した LSMの学習対
象をスパイクパターンにしたときに性能の違いが生じ
るかについても検証と評価を行いたい．

6 おわりに
本研究では，EPSPの分布にみられるロングテール
性が LSMの性能にどのように影響するかを記憶容量タ
スクを用いて評価した．本研究の結果から，EPSPの
ロングテール性を考慮した LSMは過去の情報をより
長い間保持できることが明らかになった．EPSPのロ
ングテール性は，脳機能を支えるだけでなく機械学習
に取り入れることで性能向上が見込めることが示唆さ
れた．
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複数の結合モジュールからなるスパイキングニューラルネット
ワークにおける long-tail活動分布の評価

○渡邉陸斗 信川創 （千葉工業大学）
Evaluation of long-tail activity distribution in spiking neural networks consisting

of multiple coupled modules

∗R. Watanabe and S. Nobukawa (Chiba Institute of Technology)

Abstract– In recent years, attention has focused on the long-tail nature of EPSPs, which are found in
various regions of the brain and are thought to cause many neural functional properties. In this study, we
examined whether this long-tail nature of EPSPs is also found in spiking neural networks with embedded
associative memory models. We constructed a spiking neural network with a lognormal distribution of EPSPs
and embedded an associative memory model. We also tested whether long-tailedness could be obtained from
the activation state of the embedded patterns. As a result, it was confirmed that long-tail nature could
be obtained from the occupancy time of the embedded patterns. The long-tail property obtained from the
occupancy time contributes to the emergence of long-tail property at the functional level of memory at the
microcircuit level.

Key Words: Spiking neural network , Associative memory model , Long-tail characteristics

1 はじめに
過去数十年に渡り，ニューロイメージングの研究は
脳内の構造的・解剖学的なネットワーク特性や機能的
ネットワークとの関連性,および神経活動のダイナミク
スについて明らかにされてきた．これらの研究はマイ
クロサーキットレベル，脳内領域レベル，全脳ネット
ワークレベルなど複数の時空間スケールで進められて
いる 1)2)3)4)5)6)7)8)9)．
大きな時空間スケールで広く観察される構造的かつ
機能的な神経特性の一つとして long-tailed分布がある
9)10)11)．特に long-tailed分布は興奮性シナプス後電位
(EPSP)12)13) で見られており，近年の調査結果による
と long-tailed特性はモジュール構造内の部分的に独立
した神経ダイナミクスからなる複数のネットワーク組
織によって生じていることが明らかにされている 8)．ま
た，速い時間スケール (10−3～10−1s)でのスパイク特
性や遅い時間スケール (101～103s)での長期的な時間
相関は時空間 long-tailed分布に従う 11)14)15)16)．long-
tailed特性は高次の認知プロセスにおいても観測する
ことができ，認知交代などの二つの解釈ができる曖昧
な図を提示されたとき片側の刺激解釈を伴う知覚の優
位期間は heavy-tailedガンマ分布に従うことが明らか
にされている 17)18)19)20)．
大脳皮質ネットワークのマイクロサーキットにおい
て，シナプス結合の EPSPの分布は対数正規分布であ
ることが明らかにされている．ほとんどのシナプス結
合の EPSP はサブミリボルト (mV) を示すのに対し，
ごく少数のシナプス結合は約 (1～10mV)を示す 12)13)．
Teramaeらの研究によると EPSPの対数正規分布は不
規則で発火率の低い (≤1.0 Hz)自発的なスパイク活動
を引き起こし，外部刺激がなくても持続することが分
かっている 21)22)23)．また，EPSPの対数正規分布を持
つネットワークでは弱いシナプス結合を介したスパイ
クと強いシナプス結合を介したスパイクに分かれてお
り，確率共鳴現象のメカニズムにおいてそれぞれノイ
ズとシグナルの役割を果たしている 23)．小さなシナプ

スを介して十分な量のスパイクを発生させることによ
り膜電位が静止状態にあるダウン状態 (≈ -70mV)から
アップ状態 (≈ -60mV)になる．アップ状態では強いシ
ナプスからのスパイク一つでもスパイクが出現する 23)．
したがって，弱いシナプスによって結合されたニュー
ロンペアの大部分は同期しないが，強いシナプスで結
合されたニューロンペアのごく一部ではスパイクが同
期しているということである．これらの性質は生理学
的知見と非常に一致しており，モデリングアプローチ
では自発的な活動がおこるメカニズムとして対数正規
EPSP分布に着目したものが最も高い生理学的有効性
を示している 24)25)26)．
そのうえ，対数正規 EPSP分布は多くの神経活動と
機能を生み出すことが明らかにされている 27)28)29)30)．
EPSPの対数正規分布は神経活動の long-tailed特性と
して，同期スパイクの大きさがべき乗則に従う神経雪
崩を誘発し，海馬の記憶定着を実現するためのスパイク
パターンを破壊する 28)29)．また，連想記憶機能を持つ
スパイキングニューラルネットワークにおいて，EPSP
の対数正規分布は記憶能力を向上させることが報告さ
れている 27)．
この long-tailedな神経活動のメカニズムを解明する
ために Nobukwaらは対数正規分布に従う EPSPを備
えた 2つの結合モジュールからなるスパイキングニュー
ラルネットワークを構築し，結合モジュールのスイッ
チング周期が long-tailed分布であったことを明らかに
した．さらに，強い EPSP接続の有無が long-tailed分
布の出現に重要であると報告している 31)．しかし，結
合モジュールが複数になった時に long-tailed特性が同
じ様に出現するのかや記憶能力が向上するのかなどの
研究はまだされていない．
したがって，今回の研究では EPSPの対数正規分布
を備えた 3つの結合モジュールのスパイキングニューラ
ルネットワークを構成するとともに連想記憶モデルを
埋め込んだ時の記憶能力の比較を行い，検討考察する．

　第 20 回コンピューテーショナル・インテリジェンス研究会 PG0003/22/0000-0005 © 2022 SICE
（2022 年 6 月 3 日–4 日・淡路夢舞台国際会議場 (兵庫県淡路市)）
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2 手法
2.1 スパイキングニューラルネットワーク
本研究では，Fig. 1のように興奮性・抑制性ニュー
ロン集団で構成された 3結合モジュールのスパイキン
グニューラルネットワークを構築した．モジュール内
の興奮性から興奮性へのシナプ荷重は EPSPの対数正
規分布に従っている．モジュール外への接続は興奮性
から興奮性，興奮性から抑制性となっており 3つのモ
ジュール全てに接続されている．
先行研究で 2結合モジュールのスパイキングニューラ
ルネットワークを構築しているNobukawaらはTerama
らの EPSPの対数正規分布を用いて自発的活動を生み
出すスパイキングニューラルネットワークを使用して
いる 31)23)．本研究でも同様のスパイキングニューラル
ネットワークを使用して構築する．ネットワークの各
ニューロンの膜電位 v(t)は漏れのある積分発火モデル
に基づいて与える．

dv

dt
= − 1

τm
(v−VL)−gE(v−VE)−gI(v−VI)+IeX (1)

if v ≥ Vthr [mV ], then v(t) → Vr (2)

ここでの τm，VE，VI，VLは膜崩壊定数であり，それ
ぞれ興奮性シナプス電流，抑制性シナプス電流，漏れ
電流を表わしている．また，IeX は外部入力であり 21・
δ(t − teX )[mV]によって与えられる．この式で入力時
間の teX はスパイク活動を生み出すきっかけのために
与えられる Λ[Hz]のポアソン過程によって決まる．ま
た，興奮性・抑制性のシナプスコンダクタンス gE(t)，
gI(t)[ms

−1]は (3)式で与えられる．

dgX
dt

= −gX
τs

∑
j

GXj
∑
sj

δ(t− sj − dj)，X = E，I

(3)
ここでの τsは興奮性と抑制性のシナプスコンダクタン
スの減衰定数である．Sj，dj，GEj，GIj はそれぞれ j
番目からの入力シナプスからのスパイク時間，シナプ
ス遅延，興奮性および抑制性シナプスの重みを表わし
ている．
ニューロンのパラメータの設定は以下のようにし
た．VL = −70[mV]，VE = 0[mV]，VI = −80[mV]，
Vthr = −50[mV]，Vr = −60[mV]，τm = 20[ms](興
奮性ニューロン)，τm = 10[ms](抑制性ニュー
ロン)，τs = 2[ms]23)．(3) 式では δt = 0.1[ms]
のオイラー法を用いている．また，本研究のシ
ミュレーションは Brian2 を用いて行っている
(https://brian2.readthedocs.io/en/stable/index.html)33)．
モジュール内接続についてのシナプス遅れは 0から

2[ms]の間で一様乱数によってに設定される．モジュー
ル内の興奮性から抑制性，抑制性から抑制性，抑制性か
ら興奮性のシナプス接続荷重はそれぞれ 0.03，0.0025，
0.003で設定した．また，モジュールの興奮性ニューロ
ンの数NE = 7500，抑制性ニューロンの数NI = 1500
である．モジュール内接続についての接続確率は興奮
性からの接続，抑制性からの接続それぞれ 0.1，0.5で
設定した．

モジュール外接続の時，興奮性から興奮性，興奮性
から抑制性へのシナプス荷重はそれぞれGE = 0.00005
，0.041 であり，接続確率は 0.01 で設定した．シナプ
ス遅れは一様乱数により，興奮性から興奮性は 1から
3[ms]，興奮性から抑制性は 0から 2[ms]の間で値が決
められる．
シナプスからの興奮性の入力により静止状態から膜
電位が急上昇する EPSPの振幅，VEPSP は (4)式の対
数正規分布の式によって生成される 23)．

p(x) =
exp[−(log x− µ)2/2σ2]√

2πσx
(4)

ここでは σ=1.0，分布の最頻値を µ − σ2 = log 0.2で
設定した．14[mV]を超える VEPSP の値を無くすため
に 14[mV]を超えた場合は分布から新しい値を取得す
る．EPSPの分布はモジュール内の興奮性から興奮性
へのシナプス結合にのみ用いた．また，VEPSP をシナ
プス荷重 GE に変換するために (5)式を用いた 23)13)．

GE = VEPSP /100 (5)

2.2 連想記憶モデル
本研究では長期的な記憶保持を可能にするために構
築したネットワークに連想記憶モデルを埋め込んだ．
Kanamaruらが提案したヘブ則と連想記憶のメカニズ
ムは複数のモジュールからなるネットワークにいくつ
かのパターンを記憶させることを可能にした 32)．本研
究でもKanamaruらが提案したヘブ則と連想記憶を採
用した．シナプス結合荷重の強さは (6)，(7)式で表わ
される．

ϵEij =

{
ϵEEKij Kij > 0
0 otherwize

(6)

ϵIij = ϵIE |Kij | (7)

Kij =
1

Ma(1− a)

P∑
µ=1

ηµi (η
µ
j − a) (8)

(8)式での ηµi は {0,1}で構成されており，i番目のモ
ジュールに格納されている µ番目のパターンの値を表
わしている．また，M はモジュールの数，P はパター
ン数，aは ηに格納されている 1の割合である．ϵEE，
ϵIE はそれぞれ，モジュール外に向けた興奮性，抑制性
へのシナプス結合強度である．今回の研究ではM=3，
P=2，a=0.667で設定した．本研究では (9)式のパター
ンを埋め込んでおり，行列内の列が各モジュールに対
応している．特に (9)式の 0は各モジュールの非活性
状態，1は活性状態を表わしている．本研究ではシミュ
レーション結果から各パターンの占有時間をヒストグ
ラムとして表わす．今回，埋め込んだパターンは (9)式
の [0, 1, 1]と [1, 1, 0]の 2パターンであるが，占有時間
の定義として発火レートが 0.08[Hz]以上であり，なお
かつ埋め込んだパターンのどちらか一方が見られてい
る間の時間とする．

P =

[
0 1 1
1 1 0

]
(9)
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Fig. 1: Spiking neural network of 3 coupled modules constructed.The combined loads enclosed by the red dotted
line follow the lognormal distribution of the EPSP

Fig. 2: Firing rate of the excitatory neuron population
in each module at Λ = 1.0[Hz]. Here, the embedded
patterns [1,1,0] and [0,1,1] are alternately recalled due
to the switching of activation between modules.

3 結果
Fig. 2はΛ = 1.0[Hz]のポアソン入力を与えた興奮性
ニューロン集団の発火の時系列である．今回埋め込ん
だパターンでは#モジュール 2に他のモジュールより
強いシナプス結合荷重を与えている．そのため，Fig. 2
を見ると#モジュール 2 は 0.8[Hz] 程度で常に活性化
している．Fig. 2では 0<t<1.2の時間で#モジュール
1と 2が活性化している．これは埋め込んだパターン
の [1,1,0] が想起されているということである．また，
1.2<t<1.5の時間で#モジュール 2と 3が活性化して
いることから埋め込んだパターンの [0,1,1]が想起され
ていることになる．
Fig. 3はシミュレーション時間を 3000[s]にしたとき

Fig. 3: Probability density of pattern occupancy time

の各パターンの確率密度のヒストグラムである．Fig. 3
を見ると占有時間が 0.1[ms]とき確率密度が最大 0.025
になっている．また，占有時間が長くなると想起する確
率が低くなるもののパターンの想起が発生しているこ
とが見て取れる．このヒストグラムは long-tailed分布
になっていることから複雑化したスパイキングニュー
ラルネットワークでも long-tailed性が得られているこ
とが分かる．
4 おわりに
本研究では EPSP の対数正規分布をもつ 3 結合モ
ジュールのスパイキングニューラルネットワークに連
想記憶モデルを埋め込んだ際の long-tailed性の検証及
び埋め込んだパターンが出現しているかを確かめた．結
果として埋め込んだ 2つのパターンがそれぞれ活性化
しており，パターンの占有時間から導き出した確率密
度のヒストグラムは long-tailed性であることが確認で
きた．これはマイクロサーキットレベルで記憶という機
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能的レベルの long-tailed性の創発に寄与していると考
える．しかし，スパイキングニューラルネットワークに
おいて本研究で見られた発火レートは自発的発火活動
は見られなかった．原因としてモジュール内とモジュー
ル外へ向けたシナプス結合荷重のパラメータの調整が
うまくいっていないからだと考える．特にモジュール
内の抑制性から興奮性への結合荷重が強すぎるのでは
ないかと考える．今後の展望としてはシナプス結合荷
重のパラメータを調整することで自発的発火活動を起
こす．また，モジュールをさらに増やすことで埋め込
めるパターン数の増大を目指していく予定である．
謝辞
本研究は，JSPS基盤研究 (C)科研費 22K12183(信
川創)の助成を受けたものである．
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脳波の瞬時位相分布に基づいたmicro-stateによる
運転時の脳機能解析

○大津　圭汰 信川　創 （千葉工業大学）
我妻　伸彦 （東邦大学)
　稲垣　圭一郎 (中部大学)

Analysis of brain function during driving by micro-state based on instantaneous
phase distribution of EEG

∗K. Otsu, S. Nobukawa(Chiba Institute of Technology),
N. Wagatsuma (Toho University) and K. Inagaki(Chubu University)

Abstract– There is a causal relationship between driver proficiency and the frequency of visual-function-
related traffic collisions. In recent years, several studies have been conducted on the relationship between
driving skill and brain activity. Examples include the relationship between driving skill and the response
properties of P300 event-related potentials related to visual attention and functional connectivity. Therefore,
we focused on how driver proficiency affects brain activity during driving. In this study, we analyzed the
brain during driving from an ”emergence” perspective, using microstates based on the instantaneous phase
distribution of EEG. The results showed that the expert group showed more state transitions from the frontal
to the occipital lobes in the delta band than the beginner group in a highway driving scene.

Key Words: driving, EEG, microstates

1 はじめに
交通事故は世界的に深刻な社会問題となっている 1).
ここ数年事故の防止を目的として, カメラやセンサーな
どを用いた自動ブレーキなどを中心に,先進運転支援シ
ステム（ADAS）の技術が飛躍的に発展・普及してき
た 2).その結果,交通事故の発生件数は徐々に減少して
きている 3).
　近年は脳波を用いたアプローチにも注目が集まって
おり,運転行動に着目した脳波計測を伴う研究は池西ら
などの運転操作に関係するもの 4, 5, 6),運転時の外乱や
疲労の影響を評価したもの 7, 8, 9),感情の状態を評価し
たものなどがある 10).なかでも盛んに行われている研
究は,脳活動から精神的疲労や眠気を推定し交通事故を
防止することを目指したものであり 11), そのような多
くの研究から,局所的脳領野内の delta 帯から beta 帯
までのパワースペクトルが,精神的疲労や眠気を反映し
ていることが明らかになっている 12, 13).また最近の研
究では,局所的脳領野内に加えて機能的結合の強さや,
トポロジー的特徴などの機能的全脳ネットワークの特
徴が,運転中の精神的疲労や眠気を強く反映することが
報告されている 14).
　さらに, 運転の熟練度と脳活動の関連性の解明
は,ADAS の今後の発展や交通安全上の問題を解決す
るのに重要である 15, 16). 熟練度に関連する報告とし
て,Underwoodらによると,不注意などの視覚機能に関
連する交通事故は,運転初心者と比較して,運転熟練者
の方が発生頻度が少ないという報告がある 17). 稲垣ら
は,Underwoodらを含めた複数の報告を基に,運転の熟
練度と視覚的注意に関連する脳機能に注目し,視覚的注
意と強い相関関係にある,P300事象関連電位の応答特性
の変化を検証した.その結果,P300の潜伏時間が運転熟
練者において早くなる事が確認された 18).運転の熟練
度に関する神経活動の特徴として,alpha帯のパワーと

正の相関,beta帯のパワーと負の相関があることを Lin
らが報告している 15).稲垣と丸野らの研究では運転経
験の多い被験者は, 運転経験の少ない被験者に比べて
この傾向が強化されることを示した 16, 19).また,信川
らの研究では運転経験の多い被験者は,ガンマ帯にて機
能的結合性の強化が確認されたという報告がある.特に
後頭部での機能的結合性の強化が確認されたことから,
運転経験によって視覚刺激の神経回路を強化する可能
性があると述べている 20). 運転中の神経活動の変化は
知覚,注意,運動機能などの脳機能の統合が含まれる.こ
の神経活動の変化は,脳活動の複雑な相互作用によって
引き起こされる可能性がある.
　このような複雑な脳活動の解析に関連する, 瞬時周
波数に着目したmicro-stateを用いた方法が,信川らに
よって提案された 22). この方法にて,信川らはアルツ
ハイマー病患者群と健常者群に対する解析を行い,患者
群にて健常者群とは異なる特有の脳の状態遷移を確認
できた,という実績をあげている 22). したがって,この
方法を用いることで,従来利用された位相同期指標に基
づく Phase Lag Index(PLI)20, 21) と比較しても,脳全
体の瞬間的な周波数ダイナミクスを,領野間で分解する
ことなく用いることで, 複数の構成要素の相互作用が新
たな機能を生み出す,「創発」の観点から脳全体の神経
相互作用を捉えられるという仮説を立てた. 本研究で
は,運転初心者,及び運転熟練者の 2群に分けた被験者
にて,脳全体の瞬時周波数に基づくmicro-stateを用い
て,高速道路運転シーンでの脳の状態遷移を評価するこ
とで,この仮説を検証する.

2 手法
2.1 被験者
本研究は中部大学工学部ロボット理工学科において

20～23 歳の健常者 15名を対象に行われた.対象者は,
健康かつ正常な視力を持つ人かメガネやコンタクトレ

　第 20 回コンピューテーショナル・インテリジェンス研究会 PG0003/22/0000-0009 © 2022 SICE
（2022 年 6 月 3 日–4 日・淡路夢舞台国際会議場 (兵庫県淡路市)）
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Fig. 1: Location of electrodes used for measurements
based on the international 10-20 method.

ンズで正常な視力に矯正されている人である. また被
験者は全員が運転免許証を持っていた. 被験者は運転
の頻度に基づいて 2 週間に 1 回以下を運転非熟練者群
（以下 beginners群と呼ぶ), 2 週間に 1 回以上を運転熟
練者群 (以下 experts群と呼ぶ)と定義した. その結果
beginners群は 8人,experts群は 7人であった.これら
のすべての実験方法はヘルシンキ宣言に基づいて行わ
れ中部大学の研究倫理委員会で承認されている.

2.2 脳波の測定方法
脳波の測定は,60cm間隔で設置されたモニター（1920
× 1080ピクセル）に向かって座り.ビデオカメラで撮影
した高速道路での運転シーンを 2～3分間視聴した.脳波
の計測には Emotive EPOC+ を使用した.電極の配置
はFig. 1の通り国際 10-20法に基づき配置した.脳波は
AF3,AF4,F3,F4,F7,F8,FC5,FC6,P8,P7,T7,T8,O1,O2
の 14電極にてサンプリング周波数 128Hz で計測した.

2.3 瞬間周波数分布に基づく脳の動的状態の推定法
本研究では Fig. 2の通り,脳波信号の瞬時周波数ダイ
ナミクスを利用して,脳活動の状態を定義した.まず,14
電極分の脳波データの時系列を周波数範囲 [1:5]Hz(デ
ルタ帯)でバンドパスフィルタにかけた.これは稲垣ら
による,交通シーンの知覚中の P300事象関連電位に対
する運転経験の影響を確認する際に用いられた周波数
帯域である 18).次に Hilbert変換により,脳波データの
瞬時周波数 IF (t)(－∞ ≤ IF (t) ≤ +∞) を推定した.
この瞬時周波数には,位相スリップと呼ばれる瞬時周波
数範囲である 1-5[Hz]から著しくずれた位相ノイズが
含まれている.そこで,瞬時周波数 IF にメディアンフィ
ルタ処理を適用した.次に,瞬時周波数 IFi(t)(i:電極位
置）に基づく状態推定処理において,IFi(t)は全電極間
の平均瞬時周波数から以下のように変換する:

dIFi(t) = IFi(t)− IF (t) (1)

ここで,IF (t)は全電極の平均化された IFi(t)を示して
いる.また,全電極間の dIFi(t)の標準偏差は,Zスコアに
より 1.0に正規化した.そして,beginners群と experts
群の dIFi(t)の時系列を,k-meansアルゴリズムを用い
て k個の状態にグループ分けした.各グループ (クラス
タ)は dIFi(t)の 14個の値に基づいて動的な状態に対応
する.本研究ではクラスタサイズ k = 3に設定した.本
手法では,このような動的な状態遷移は,脳領域ごとの
相互作用を分離することなく脳ネットワーク全体にお

各電極の脳波信号

バンドパスフィルタ処理

ヒルベルト変換

メディアンフィルタを用いた
位相スリップの除去
アンラップ位相の処理

各電極の連続した
瞬時周波数時系列

各電極の連続した瞬時周波数時系列

全電極間の平均化された瞬時周波数に基づいた

Zスコア位相への変換

k-means法によるクラスタリング

瞬時位相差の時系列に基づく
状態遷移の時系列化

(a) (b)

beginners(初心者群)   experts(熟練者群)

Fig. 2: (a) Estimation process for continuous instan-
taneous frequency time-series of electroencephalogra-
phy (EEG) signals. (b) Estimation process for state
based on instantaneous phase time-series of EEG sig-
nals.

ける,機能的結合性 (FC)の瞬間的な強さの変動によっ
て定義される動的機能的結合性 (dFC)を反映している
と仮定する 22).

2.4 統計解析
dIFi（t）に基づく状態遷移の動的特性を評価するため
に,我々は時刻 t［s］から t + ∆t[s]までの k個の状態
間の遷移確率を評価した.ここで∆tはサンプリング周
波数 128Hzより,∆t = 0.0078[s]に対応する.beginners
群と experts群の間のこの遷移確率の差を評価するた
めに,t-検定を用いた.本研究では p値が 0.05と 0.01未
満を統計的に有意とみなした.

3 結果
beginners群と experts群の被験者における,高速道路
における運転シーンを視聴した際の各状態（#1,#2,#3)
の持続時間における平均dIFi(t)をFig. 3に示す.両群共
に,前頭先行相,後頭先行相がそれぞれ#3,#1であるこ
とが確認された.さらに,これらの遷移確率を#1,#2,#3
の状態間で評価した.
　 Fig. 4は,beginners群と experts群の状態遷移確率
の平均値と,状態遷移確率の t値を示したものである.
その結果, 状態#3 から#1 の experts 群における確率
は,beginners群に比べて大きくなっており,さらに状態
#3から#3の状態遷移が experts群にて beginners群
より有意に小さくなっている.

4 考察と結論
本研究では,運転熟練度による運転時の脳全体の神経
相互作用を検証するために,beginners 群と experts 群
の脳全体の瞬間的な周波数分布に基づいて動的状態を
推定する手法を利用した.この手法を適用した結果,ex-
perts群では beginners群と比較して前頭部先行相の状
態を維持するのがより困難であることが確認できた.ま
た,experts群では beginners群と比較して,前頭部先行
相から後頭部先行相への状態遷移が多く行われている
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(experts). (b) t-value of the state transition probability between the beginners and experts groups. a positive
(negative) t-value means a higher (lower) probability of experts compared to beginners.

事が確認できた.
　我々はこのような状態遷移の変化に関して,能動的な
注意過程である,視覚性トップダウン型注意 23)と因果
関係があるのではと考えた.Lingらの研究によると,視
覚性トップダウン型注意に関するテストにて,シータか
らアルファ(4-24Hz)の範囲で,前頭部の P300事象関連
電位のパワーが有意に増加したという報告がある 24).
これより前頭部での脳活動は視覚性トップダウン型注
意と関連があると考えた.しかし,Lingらの報告にはデ
ルタ帯 (0.5-4Hz)が含まれていない.だが,デルタ,シー
タ,アルファ成分は,P300事象関連電位を誘発する要因
に敏感であるという報告があり 25),稲垣らによる研究

においても,運転熟練者においてデルタ帯 (1-5Hz)にて
P300 の潜伏時間が早くなるという結果が確認されて
いる 18).それゆえ前頭部での視覚性トップダウン型注
意とデルタ帯での活動には因果関係がある可能性があ
る.我々はこれらから experts群は beginners群と比較
して,視覚性トップダウン型注意に関わる脳機能ネット
ワークに変化が生じた可能性があると考えた.
　本研究で用いた瞬時周波数に着目したmicro-stateに
よる解析は,脳領域ごとの相互作用を分解することなく,
運転熟練度と運転時の脳全体の神経相互作用の関連性
を検証出来たと考える.今後の課題として,本手法を用
いて高速道路のみならず,より多用な走行シーンでの解
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析を行い,それらの結果も踏まえた上で,今回の結果に
関してもさらなる考察が必要であると考える.
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機能的ネットワークの媒介中心性による認知機能推定
○戸部真弓菜 信川創（千葉工業大学） 水上 喜美子（金沢大学）
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Estimation of cognitive functions by betweenness centrality

of functional connectivity

∗M. Tobe, S. Nobukawa (Chiba Institute of Technology),
K. Mizukami (Kanazawa University), M. Kawaguchi (University of Fukui),

Y. Tanaka (Akashi Mind Hospital), M.Higashima (Medical Corporation Aokikai Seiwa
Hospital) and T.Takahashi (University of Fukui)

Abstract– Implementing optimal interventions to maintain cognitive function based on estimating the
cognitive function of the elderly people is urgent issue for super aging society. In this study, we investi-
gated the relationship between betweenness centrality (BC) as an index for hub structure in the functional
connectivity and cognitive function in the elderly from a topological perspective, using the phase lag index
based on phase synchronization. The results revealed site-specific BC characteristics in the temporal lobe in
theta band between two groups with different cognitive functions. This finding might contribute to establish
bio-marker related to cognitive function of the elderly people.

Key Words: synchronous analysis, betweenness centrality, cognitive function

1 はじめに
近年では，人口に占める高齢者の割合が高まってい
る．加齢に伴う問題として，認知機能の低下がある．高
齢者の認知機能に関する研究では，高齢者の認知機能
は心理的幸福（well-being）に関連することが報告され
ている 1). 特に高齢化が進んだ現代社会においては，認
知機能を高く保つことが一人ひとりの well-beingの向
上につながるだけでなく，広く社会の活性化につなが
るため重要な問題であると言える．しかし，これまで
の認知機能検査では検査者・被験者の両方にとって負
担が大きいものであり，それによって適切な介入がし
づらいという問題がある．そのため，今よりも簡単に
認知機能を推定できるような，脳機能推定のためのバ
イオマーカの確立が求められており，それによって認
知機能に基づいた最適な介入を行うようにできること
が理想である．しかし，これまでの高齢者を対象とし
た脳波研究は，アルツハイマー病や認知症，うつ病と
いった疾患のある被験者を対象にしたものが多く，健
康な高齢者の脳のネットワークに着目した研究はそれ
らに比較すると少なかった．アルツハイマー病などの
病気のない高齢者においても，加齢は認知機能の低下
との関連があることが示されている 2)など，認知機能
の問題は，疾患にはかかわらず加齢によって引き起こ
される問題である．そのため健康な状態の高齢者の認
知機能にも着目し，認知機能と機能的ネットワークの
関連性や，特徴を明らかにすることが必要である．．
これまでに用いられてきた脳の解析の方法としては，
脳の機能的結合に着目し行われた研究が多い．機能的
結合とは，2つの時系列信号間の統計的依存性を調べ
るものであり，脳の異なる領野間の同期の程度を調べ
るために用いられる 3)．健康な高齢者に対する研究と
しては，機能的結合と創造性に関連性があることが示
されているものや 4)，高齢者と若年者とでデフォルト
ネットワークの違いを調べた研究などが行われている

5)．機能的結合の指標としては，コヒーレンスやPhase
lag index（PLI），相互情報量などがある．その中でも，
ボリュームコンダクションの影響を回避することがで
きるという利点を持つことから，２つの信号間の瞬時
位相の差の分布の非対称性に基づく指標である PLIが
多く用いられている 6)．
また最近では，機能的結合の解析に加えてネットワー
ク解析の手法を取り入れ，脳のネットワーク構造をトポ
ロジーとして定量化することで，統合的に捉える研究
が行われるようになっている 7)．グラフ理論に基づく
複雑ネットワーク理論の発展に伴って，fMRI，MEG，
EEGデータによって脳ネットワークを構築し，ネット
ワークを調べる研究が多く行われている．たとえば，さ
まざまな臨床的なデータに対し脳の特徴を明らかにす
るために，クラスタリング係数，スモールワールド性，
媒介中心性（betweenness centrality; BC)，次数中心性
などが一般的なネットワーク解析の指標として用いら
れている 8)．これらは，脳において電極をノード，異な
る電極間の機能的な接続をエッジと見なすことで，脳
をネットワークとして捉える手法である．ネットワー
ク解析を使用している例として，うつ病の患者の脳の
ネットワークを調べた研究では，ノード効率や局所効
率，BCの違いからアパシーとうつ病のネットワークの
違いを明らかにしたほか 9)，アルツハイマー病の患者
と健常者のネットワークの比較により，アルツハイマー
病では局所効率とモジュール性が大幅に低下している
ことを明らかにした 10)．このように，脳のネットワー
ク特性に着目することで，疾患特有の脳の接続の異常
を明らかにすることができる．こうした，いくつか種
類のあるネットワーク解析指標の中でもBCは，ネット
ワークの中のハブの特定することができる指標であり，
ネットワークの特徴を調べるための中心性の指標とし
て広く用いられている．たとえば，てんかんの患者の
脳波を調べた研究では，発作を引き起こすハブを検出

　第 20 回コンピューテーショナル・インテリジェンス研究会 PG0003/22/0000-0014 © 2022 SICE
（2022 年 6 月 3 日–4 日・淡路夢舞台国際会議場 (兵庫県淡路市)）
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することに使われているほか 11)，アルツハイマー病の
患者の脳のネットワークを調べた研究では症状の重症
度とハブの位置に関連性があることが示されている 12).
このように，BCは疾患特有の脳の接続の異常を検出す
るのに有効な指標である．ここで，BCはネットワーク
の異なる部分を接続する橋渡しをするノードであるほ
ど値が高くなるという特徴を持つ．そのため，脳をエッ
ジとノードを持つネットワークとして考え，ノードの
BC を求めることより，ネットワーク内の情報の流れ
に大きな影響を持つハブを特定し，脳のネットワーク
の特徴を明らかにできる．また，疾患のある患者以外
に対しての研究においても BC解析は取り入れられて
いる．健康な高齢者に対するいくつかの研究の例とし
て，高齢者はネットワーク内およびネットワーク間の
接続性が全体的に低下していること示されており，加
齢に伴う接続性の変化は認知機能の低下に関連してい
ることがわかっている 13)．特に，高齢者のネットワー
クの BCは若年者と比べていくつかの領域で有意に異
なっていることも報告されている 14)．
本研究では，高齢者の脳波から推定した脳の機能的
ネットワークと認知機能には関連があるという仮説か
ら，認知機能の程度で 2群に分けた健康な高齢者の脳波
について，機能的結合の指標である PLIにネットワー
クを定量的に評価する BCというアプローチを組み合
わせて用いることで，脳のネットワークを推定し，認
知機能と脳のネットワークの関連性を明らかにする．
2 手法
2.1 被験者
本研究の被験者は健康な高齢者 43名である．本研究
では，認知機能検査のスコアの高低をもとに高い認知
機能群と低い認知機能群の 2群に分けた．使用した認
知機能検査はファイブコグである．なお，本研究に用
いたファイブコグのスコアの値は各被験者ごとの年齢
と教育歴について補正された値である．2群に群分け
を行ったあとの被験者の基本構成を Table1に示す. 参
加者全員が研究を開始する前にインフォームド・コン
セントを得た．研究プロトコルは福井大学の倫理委員
会で承認された．また，本研究の全ての手順は，ヘル
シンキ宣言に基づいて実施された．
2.2 脳波計測
脳波は、国際 10-20法に基づく電極配置に従い、19
の電極部位（Fp1，Fp2，F3，F4，C3，C4，P3，P4，
O1，O2，F7， F8，T3，T4，T5，T6，Fz，Cz，Pz）
から計測した．これらの電極配置は，両耳たぶを基準
とした．これらの脳波の測定には，21チャンネルシス
テム（EEG-1514，日本光電，東京）を使用し，サンプ
リング周波数は 500Hzとした．被験者は電気的に遮蔽
され，防音，調光された部屋で，椅子に座って快適に
過ごした．計測中は目を閉じた覚醒状態で，3分以上
記録した．各被験者の脳波データは 1-60Hzのバンドパ
スフィルタを用いてフィルタリングした．
2.3 Phase Lag Index解析
2つの電極間の機能的結合の尺度として，Phase Lag

Index（PLI）を使用した 6)．PLIは，2つの時系列信
号間の瞬時位相差の分布の非対称性を利用した，位相
同期の指標である．まずヒルベルト変換によって 2つ

の時系列信号間の瞬時位相差 ∆ϕ(tk)(k = 1, 2, ...., N)
を求める (−π ≤ ∆ϕ ≤ π)．得られた時系列信号間の瞬
時位相差の時系列∆ϕ(tk)を用い，PLIは (1)式で定義
される．

PLI = |⟨sign (∆ϕ(tk))⟩| . (1)

ここで， “sign”は符号関数を表している．N は時系
列におけるデータポイントの数を表し，< · >は 1 ≤
k ≤ N で時間平均をとることを表している．PLIでは，
ボリュームコンダクションによる影響を取り除くため
に， ∆ϕ(tk) = 0, π,−πの場合に∆ϕ(tk) = 0に設定す
る 15)．PLIの値の範囲は 0から 1の間であり，PLI=0
は結合がない状態か，0( mod π)を中心とした位相差
で結合していることを示している．PLI=1は信号間に
完全な位相結合があることをを示している．したがっ
て，PLIの値が大きいほど 2つの信号間の位相同期が
強いことを示す．
本研究では，計測した脳波データを 4秒（2048デー
タポイント）を 1エポックとし，各被験者ごとに各エ
ポックでの PLIを求め，その後平均化した．それぞれ
の被験者について，脳波データの最高長は 276480デー
タポイント（135エポック），最小長は 45056データポ
イント（22エポック），平均長は 160848（78.5エポッ
ク）のデータを用いた．デルタ（1-4 Hz），シータ（5-7
Hz），アルファ（8-13 Hz），ベータ（14-25 Hz），およ
びガンマ（26-40 Hz）の 5つの周波数帯（バンド）に分
け，それぞれのバンドについて各電極ペア 19×19の加
重隣接行列として求めた．PLIの計算には，MATLAB
の HERMES toolboxを使用した 16)．
2.4 Betweenness Centrality解析
機能的ネットワークをトポロジー的に評価する手法と
して，ネットワークの中心性を調べる．本研究では，いく
つかある中心性の指標のうち，betweenness centrality
(BC)を使用する 17, 18)．BCは最もよく使われる中心
性の指標であり，ノードのネットワーク上での重要性
を表す．
ネットワーク上のあるノード iのBCの値 biは式 (2)
で定義される 18)．

bi =
1

(n− 1)(n− 2)

∑
h,j∈N,

h ̸=j,h ̸=i,j ̸=i

ρj(i)

ρji
(2)

ここで，N はネットワーク内の全てのノードの集合，n
はノードの数，i, j, hはノードを表す記号である．ρji
は hと jの間の最短経路の数であり，ρj(i)はその中で
も iを通過する hと j の間の最短経路の数を表してい
る．また，(n− 1)(n− 2)で割ることによって，BCの
値を [0,1]の範囲に正規化した．本研究では，各電極ペ
アに対し PLIを用いて求めた 19× 19の機能的結合の
行列を基に，電極をノードとみなして電極ごとの BC
の値を求めた．PLIの値は接続の強度として使用した．
BCの値の計算には MATLABの Brain Connectivity
Toolboxを使用した 17, 18)．
2.5 統計解析
本研究では，認知機能の程度の異なる 2つの群間で，

BCの値に有意な差があるかを判断するために反復測
定分散分析 (repeated measure analysis of variance;
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Table 1: Basic composition of the participants in two groups of high and low cognitive functioning based on
Five-Cognitive Functions (Five-Cog) scores. The p-value of the group difference between the high and low
cognitive function groups with p < 0.05 are represented by bold characters.

High-cognitive function group Low-cognitive function group p-value

Mean of age (Standard deviation (sd)) 69.71 (4.08) 74.23 (4.99) 0.003
Mean of total score of Five Cog (sd) 112.43 (8.96) 89.14 (9.09) 2.930
Male/Female 6/15 7/15 0.822

ANOVA)を行った．被験者間要因として，ファイブコ
グのスコアに基づいて群分けした，高い認知機能群と
低い認知機能群の 2群を使用し，被験者内要因として
Fp1から Pzまでの 19個の電極を使用した．ANOVA
の結果は，群内および群間の分散分析に基づく F値で
表した．統計的に有意な基準として，α両側レベル 0.05
を用い，自由度には Greenhous-Geisserの補正を適用
した．また，post-hoc t検定を行い，2群の電極ごとの
群間比較を行った．post-hoc t検定には，統計的に有
意な基準として，α両側レベル 0.05，0.01を用いた．
3 結果
認知機能の高さの程度でに 43人の被験者をを 2群に
分け，PLIによる機能的結合の強さの評価をもとに 5
つのバンド（デルタ，シータ，アルファ，ベータ，ガン
マ）ごとの各電極（ノード）についての BCの値を求
め，2群間での比較を行った．BC解析の反復分散分析
（ANOVA）の結果を Table. 2に示す．p値が 0.05以
下の項目を太字で示した．両群の比較の結果，2つの
群の被験者内効果において，シータバンドにおける 2
群間の BC値の有意な群間差が見られた．また，シー
タバンドにおける post-hoc t検定の結果を Fig. 1に示
す．この Fig. 1において，p値が 0.05以下を*，0.01
以下の箇所を**の印で表している．また，シータバン
ドにおける両群の BC 値の平均と分布を Fig. 2 に示
す．Fig.1の post-hoc t検定の結果と Fig.2の各ノード
ごとの BCの値の両群の BC値の比較より，Fp2，T4
のノードでは高い認知機能群のほうが BCの値が高く，
一方，C3，C4，P4のノードでは低い認知機能群のほ
うが BC値が高い傾向になったことが確認できた．つ
まり，どちらかの群が一貫して高い BC値を示すので
はなく，ノードごとに関係性が異なっていた．
4 考察
本研究では，健常な高齢者の認知機能と脳のネット
ワーク構造の関係を明らかにすることを目的に，健康
な高齢者 43人について認知機能の程度によって 2群に
分け，群間の機能的結合の強さをもとにしたネットワー
クにおける BCの値の差を調べた．その結果，シータ
バンドのT4ノードにおいて，2群の BCの値の間に有
意な差があることが確認できた．
まず，シータバンドにおいて認知機能の高い群と低
い群の間で有意な差が確認できた理由について考える．
一般に，シータバンドの脳波は認知や記憶のパフォー
マンスを反映していることがわかっている 19)．特に，
高齢者ではアルファパワーの低下とシータパワーの増
加が見られ，アルツハイマー病の患者では遅い周波数
（デルタ，シータ）の脳波の増加，早い周波数の脳波（ア
ルファ，ベータ）の減少が健康な高齢者と比べて更に
顕著になることが示されている 20). そのため，シータ
と認知機能は関係性があると言え，そのことによって

本研究でも認知機能の高さの違いによりシータバンド
のネットワークに有意な差がが発生した可能性が考え
られる．さらに，記憶喪失性軽度認知障害の患者と健
康な人の脳のネットワークについて BCを調べた研究
においても，側頭極におけるシータバンドで有意差が
見られた報告もあり 21)，シータバンドの BCと認知機
能の低下は関連している可能性が考えられる．
次に，T4の部位で BCの値に有意差があった理由に
ついて考える．高齢者では，認知機能の低下に伴って脳
のネットワークそのものに変化が生じていることが考
えられる．高齢者の脳のネットワークについての研究
において，若年者と比べ高齢者では安静時の脳の機能
的結合において，長距離の機能的結合の低下と，短距
離の機能的結合の増加が確認されており，この 2つの
バランスや長距離の機能的結合の低下が認知機能の低
下に関連することが報告されている 22)．そのことに加
え，前頭-頭頂のネットワークは，認知や制御の能力と
関わることがわかっている 23)．本実験において認知機
能の異なるる 2群の間で有意差が確認できたノードは
T4であり，このノードは側頭部に位置する．BCの値
が高いということは，そのノードがハブ構造を持ってい
ることを示しているため，周りとのつながりが比較的
高いノードであったことが考えられる．そのため，T4
の部位が前頭-頭頂のような認知や制御に関わるネット
ワークとの関係を持っている可能性が考えられる．こ
れらのことから，高齢者ではネットワークが変化し，そ
のことが認知機能に影響を及ぼしている可能性が考え
られる．
この研究にはいくつかの限界がある．まず，本研究
では被験者ごとの認知機能の高さの評価にファイブコ
グテストの 6項目（運動・並行・遅延再生・時計・言
語流暢性・類似合計）を足し合わせた合計点数を使用
しており，それぞれの項目別のスコアの高さの違いに
ついては反映されていない．そのため，本研究におい
ては，それぞれの認知の状態の違いに関わる評価を行
うことができていない．また，被験者ごとの BCの値
の分布や，認知に関わる詳しいメカニズムについても
不明であり，それらを明らかにすることは今後の課題
である．

5 結論
本研究では，脳の機能的結合をもとにしたネットワー
クにおいて，シータバンドにおいて高齢者の認知機能
の程度とネットワーク構造に部位得意的な有意な差が
あることがわかった．また，本研究では高齢者の認知
機能の低下を検出する上で，BCを用いたネットワーク
解析が役立つことも示された．今後、高齢者の認知機
能に関連するバイオマーカーの確立に貢献する可能性
が期待できる．

16



Table 2: High-cognitive function group vs. Low-cognitive function group based on the repeated measure AN-
COVA results figure-value (p-value) and partial η2-value in betweenness centrality (BC) analysis results, F and
p value with p < 0.05 are represented by bold characters.

Group Group × node

delta F = 0.602(p = 0.442, η2 = 0.014) F = 1.514(p = 0.140, η2 = 0.036)
theta F = 0.110(p = 0.742, η2 = 0.003) F = 2.561(p = 0.009, η2 = 0.059)
alpha F = 1.554(p = 0.220, η2 = 0.037) F = 0.979(p = 0.441, η2 = 0.023)
beta F = 2.975(p = 0.092, η2 = 0.068) F = 1.196(p = 0.299, η2 = 0.028)
gamma F = 1.813(p = 0.186, η2 = 0.042) F = 1.467(p = 0.191, η2 = 0.035)

Fig. 1: The result of post-hoc-t-tests for BC between high and low cognitive groups for each node. Positive
values correspond high (low) BC value for high (low) cognitive group.(*p <0.05, **p < 0.01)
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Solana, Nuria Bargalló, Emiliano Santarnecchi,
Alvaro Pascual-Leone and David Bartrés-Faz:
Age-related differences in default-mode network
connectivity in response to intermittent theta-
burst stimulation and its relationships with main-
tained cognition and brain integrity in healthy
aging, Neuroimage, 188, 794/806 (2019)

23) Theodore P Zanto and Adam Gazzaley: Fronto-
parietal network: flexible hub of cognitive con-
trol, Trends in cognitive sciences, 17-12, 602/603
(2013)

18



1 はじめに 
「実システムの実装・運用→帰納段階→仮説生成段

階→演繹段階→実システムの実装・運用」という多段

過程の循環による統合的かつ新たなシステムズアプロ

ーチとして「循環・螺旋型システムズアプローチ」が

提唱された 1)．この多段過程において，システム最適

化を位置付けると，まず，実システムから取得される

入出力データを用いて入出力関係を等式制約条件とし

てモデル化することや，入出力変数の許容性を判別す

る不等式制約条件の記述が「帰納段階」に相当し，そ

の次の段階として，実システムに関わる主体の目的や

実システムに期待する価値を目的関数として記述する

ことで最適化問題の定式化と，求めるべき解の定義が

なされるのが「仮説生成段階」に当たる．さらにその

次の段階として，上記で定式化された最適化問題に対

してその合理解の探索が行われ，得られた解の実シス

テムへの実装に向けたシミュレーションや実験が行わ

れるのが「演繹段階」である．これらのプロセスで用

いられる手法を具体的にあげると，帰納段階において

は，たとえば machine learning2)による入出力関係を表

す等式制約条件の生成や，support vector machine3)によ

る許容性判別の不等式制約条件の生成があり，さらに

仮説生成における目的関数の生成も，主体の目的や価

値を数値化したデータへの応答曲面法 4)の適用によっ

て可能である．そして，演繹段階では，ソルバーと称

する様々な最適化手法の適用により，仮説生成段階で

定式化された最適化問題の解が得られることになる．

以上のプロセスを経て，実システムの実装や運用が実

行され，新たな環境の変化や実システム自体の変質，

さらに実システムの多様な環境での運用から得られる

新たなデータに対応するために，一連のプロセスを再

び循環させることで，実システムの進化が持続的に実

現するという考え方が，循環・螺旋型システムズアプ

ローチである． 

本論文では，以上のような循環・螺旋型システムズ

アプローチにおける仮説生成段階で定式化される最適

化問題に，入出力関係の近似モデル構築のための帰納

段階でのモデリング機能を統合化することを第 2 章で

試みる．さらに，第 3 章では，実システムに不確実性

が存在する場合に，危機管理の観点から最悪の状況を

想定することで，min-max 基準を導入した目的関数の

最適化とロバスト性基準を満たす近似モデルの構築を

統合化した，不確実下でのモデリング駆動型最適化問

題を定式化する．また，このモデリング駆動型最適化

問題の解法方略として，不確実変数の値を想定するこ

とにより，scenario としての新たな近似モデルを仮説

生成段階で構築して制約緩和問題を定式化することを

繰り返しながら，これらを解く制約緩和法を循環・螺

旋型システムズアプローチとして提案する． 
 

2 モデリング駆動型最適化問題の定式化 
入力変数𝒖𝒖 ∈ 𝑅𝑅𝐿𝐿とそれに対応する出力𝒙𝒙 ∈ 𝑅𝑅𝑁𝑁が，

関数𝒉𝒉:𝑅𝑅𝐿𝐿 → 𝑅𝑅𝑁𝑁によって 

 𝒙𝒙 = 𝒉𝒉(𝒖𝒖)                 (1) 
と関係づけられる静的システムを考える．ただし，こ

の静的システムはいわゆるブラックボックスで，関数

𝒉𝒉は未知であるとする．この実システムに対し，𝑀𝑀個

の基底関数 

𝐵𝐵𝑚𝑚(𝒖𝒖;𝒗𝒗𝑚𝑚) = 𝑏𝑏(𝑑𝑑(𝒖𝒖;𝒗𝒗𝑚𝑚)),𝑚𝑚 = 1, … ,𝑀𝑀  (2) 
に結合係数 𝑤𝑤𝑛𝑛𝑚𝑚,𝑚𝑚 = 1, … ,𝑀𝑀,𝑛𝑛 = 1, … ,𝑁𝑁を乗じた線

形結合による近似モデル 

𝑥𝑥𝑛𝑛 = ∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 ,𝑛𝑛 = 1, … ,𝑁𝑁 (3) 

を構築する．ここで，(2)の基底関数 𝐵𝐵𝑚𝑚を構成する関

数 𝑑𝑑:𝑅𝑅𝐿𝐿 → 𝑅𝑅1は，𝐿𝐿次元の入力変数 𝒖𝒖 を 1次元の変数

𝑧𝑧 に圧縮する関数であり，パラメータ 𝒗𝒗𝑚𝑚をもつこの

関数と関数 𝑏𝑏:𝑅𝑅1 → 𝑅𝑅1の合成関数が基底関数 𝐵𝐵𝑚𝑚であ

り，このようなすべての基底関数 𝐵𝐵𝑚𝑚,𝑚𝑚 = 1, … ,𝑀𝑀に

不確実下でのモデリング駆動型最適化問題とその解法： 
循環・螺旋型システムズアプローチの視点から 

○相吉英太郎 田村健一 安田恵一郎（東京都立大学） 

Modelling-Driven Optimization Problems with Uncertainty Tolerance  
and Their Solution Strategies:  

From Standpoints of the Circulating and Spiral-up Systems Approaches 

         

 

 

         

Abstract－  Working in the framework of the circulating and spiral-up systems approach, we attempt to embed 
modelling procedures, used to construct approximate models of input–output relationships at the induction stage, 
into optimization problems formulated at the abduction stage. In particular, for cases in which uncertainty is 
present in real systems, we show that, by considering worst-case scenarios from a risk-management perspective, 
we can formulate optimization problems with embedded modelling procedures that might be termed robust mod-
elling. As a solution strategy for these problems, we consider a constraint-relaxation method—the scenario ap-
proach—and discuss how this strategy fits into the framework of the circulating and spiral-up systems approach. 
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対して文献 5)～7)などの普遍近似定理が成り立つもの

と仮定する．また以下では，(3)をまとめてベクトル-

行列表記により 

           𝒙𝒙 = 𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖;𝑉𝑉)) 
と記す．ここで，𝑊𝑊 はすべての基底関数の結合係数

をまとめた行列，𝑉𝑉 は基底関数内のすべてのパラメー

タをまとめた行列で，それぞれ 

𝑊𝑊 = �
𝒘𝒘1
T

⋮
𝒘𝒘𝑁𝑁
T
� = �

𝑤𝑤11 ⋯ 𝑤𝑤1𝑀𝑀
⋮ ⋱ ⋮

𝑤𝑤𝑁𝑁1 ⋯ 𝑤𝑤 𝑁𝑁𝑀𝑀

� ,𝑉𝑉 = [𝒗𝒗1 ⋯𝒗𝒗𝑀𝑀] 

であり，ベクトル関数𝒃𝒃(𝒅𝒅(𝒖𝒖;𝑉𝑉))は 

        𝒃𝒃(𝒅𝒅(𝒖𝒖;𝑉𝑉)) = �
𝑏𝑏(𝑑𝑑(𝒖𝒖;𝒗𝒗1))

⋮
𝑏𝑏(𝑑𝑑(𝒖𝒖;𝒗𝒗𝑀𝑀))

� 

を表している． 

以下では，第 𝑠𝑠 番目の入力データを 𝒖𝒖(𝑠𝑠)，これに対

応する所望出力を 𝒙𝒙(𝑠𝑠)とし，𝑆𝑆 個の入出力データの対

(𝒖𝒖(𝑠𝑠),𝒙𝒙(𝑠𝑠)), 𝑠𝑠 = 1, … , 𝑆𝑆 が教師データ集合として与えら

れているとする．このとき，普遍近似定理に基づく出

力誤差を考えるため，出力 𝒙𝒙 ∈ 𝑅𝑅𝑁𝑁のノルム ‖𝒙𝒙‖ は一

様ノルム 

        ‖𝒙𝒙‖ = max{|𝑥𝑥𝑛𝑛||𝑛𝑛 = 1, … ,𝑁𝑁} 
とし，𝑆𝑆 次元データ空間での出力誤差(入力データに

対する出力と所望出力の距離)に対しても，一様ノル

ムによる距離を用いた出力誤差 

��
�𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖(1);𝑉𝑉)) − 𝒙𝒙(1)�

⋮
�𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖(𝑆𝑆);𝑉𝑉)) − 𝒙𝒙(𝑆𝑆)�

��  

= max��𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖(𝑠𝑠);𝑉𝑉)) − 𝒙𝒙(𝑠𝑠)�| 𝑠𝑠 = 1, … , 𝑆𝑆� 
を考え，この誤差を許容値 𝜀𝜀 以下にするような，結合

係数行列 𝑊𝑊と基底関数内パラメータ行列 𝑉𝑉を求める

問題を考える．とくにこの誤差に関する許容条件を満

たしたもとで，いわゆる過学習の防止として関数(3)
の凹凸性を可能な限り抑えるために，結合係数行列

 𝑊𝑊 の成分の大きさを最小化する不等式制約条件付き

最小化問題 

min
(𝑉𝑉,𝑊𝑊)

1
2
‖𝑊𝑊‖2                         (4) 

subj. to max
𝑠𝑠∈{1,…,𝑆𝑆}

max
𝑛𝑛∈{1,…,𝑁𝑁}

�∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠);𝒗𝒗𝑚𝑚))−𝑥𝑥𝑛𝑛
(𝑠𝑠)�𝑀𝑀

𝑚𝑚=1    

≤ 𝜀𝜀                              (5) 
を「学習問題」と称することにする．ただし，(4)の
‖𝑊𝑊‖ のノルムは自乗ノルムとする．この学習問題

(4)(5)を解くことで，その解である最良の結合係数

𝑊𝑊�，および最良の基底関数内パラメータ 𝑉𝑉�  を求め，

(1)の近似モデル 

          𝒙𝒙 = 𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖;𝑉𝑉�)) 
を構築するのが帰納段階でのモデリングである．な

お，深層学習で用いられるいわゆる多層ニューラルネ

ットワークは，(3)の関数𝑑𝑑をさらに基底関数の線形重

ね合わせで近似して入れ子構造にすることを何重にも

繰り返すことで，基底関数をより複雑な合成関数に

し，その関数内パメータの個数も増加させて基底関数

の多様性を増幅させたものである．したがって，この

ような多層ニューラルネットワークの学習問題も本質

的には問題(4)(5)の構造と見做すことができる． 

以上の帰納段階における学習問題を解いて得られる

近似モデルを前提とし，近似モデルそのものに対する

評価も含めて主体の目的や価値を反映する目的関数

𝑓𝑓(𝒖𝒖,𝒙𝒙) を構成し，この関数を最小化することによっ

て主体が所望する出力とともに，それを実現する入力

を求める逆問題が最適化問題であり，仮説生成段階に

おいて 

   min
𝒖𝒖
𝑓𝑓(𝒖𝒖,𝒙𝒙)                         (6)               

      where 𝒙𝒙 = 𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖;𝑉𝑉�))          (7) 
と定式化される．この目的関数 𝑓𝑓(𝒖𝒖,𝒙𝒙) も，主体の目

的や価値を反映するデータから数式表現されるが，こ

こでは議論簡略化のために，目的関数の数式表現はす

でになされているとし，また入力 𝒖𝒖 および出力 𝒙𝒙 に
対する許容性を判別する不等式制約条件も必要としな

い無制約な場合を想定する．このとき，近似モデル

(7)を用いて目的関数(6)の出力 𝒙𝒙 を消去すると，実シ

ステムに対して主体が望ましいとする入力を決定する

最適化問題 

 min
𝒖𝒖
𝑓𝑓(𝒖𝒖,𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖;𝑉𝑉�)))              (8) 

が定式化される．そしてこの問題を解くことによっ

て，実システムへの実装が可能な入力を求めるのが演

繹段階である．問題(8)に含まれる近似モデル中の最

良結合係数行列 𝑊𝑊�  や最良の基底関数内パラメータ行

列 𝑉𝑉�  を求める帰納段階の学習問題も含めて 2段階形

式で記述すると， 

min
𝒖𝒖
𝑓𝑓(𝒖𝒖,𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖;𝑉𝑉�)))                (9) 

 where  (𝑉𝑉� ,𝑊𝑊� ) = argmin
(𝑉𝑉,𝑊𝑊)

1
2
‖𝑊𝑊‖2         (10) 

 subj. to max
𝑠𝑠∈{1,…,𝑆𝑆}

max
𝑛𝑛∈{1,…,𝑁𝑁}

�∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠);𝒗𝒗𝑚𝑚))−𝑥𝑥𝑛𝑛
(𝑠𝑠)�𝑀𝑀

𝑚𝑚=1   

     ≤ 𝜀𝜀                             (11) 
と表すことができる． 

本論文では，さらに(9)と(10)(11)を統合した問題 

min
(𝑉𝑉,𝑊𝑊,𝒖𝒖)

𝑐𝑐𝑓𝑓(𝒖𝒖,𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖;𝑉𝑉))) + 1
2
‖𝑊𝑊‖2       (12) 

subj. to max
𝑠𝑠∈{1,…,𝑆𝑆}

max
𝑛𝑛∈{1,…,𝑁𝑁}

�∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠);𝒗𝒗𝑚𝑚))−𝑥𝑥𝑛𝑛
(𝑠𝑠)�𝑀𝑀

𝑚𝑚=1  

           ≤ 𝜀𝜀                            (13) 
を定式化し，モデリングと最適化の異なる機能を統合

化した問題として，問題(12)(13)を「モデリング駆動

型最適化問題」と称することにする．ここで，最小化

20



関数(12)では入力 𝒖𝒖 が決定変数であるのに対し，制約

条件(13)では，𝑆𝑆 個の入出力データ対 (𝒖𝒖(𝑠𝑠),𝒙𝒙(𝑠𝑠)), 𝑠𝑠 =
1, … , 𝑆𝑆 に対する近似モデルの精度が(5)と同等に保証

されている．この問題は，帰納段階でのモデリングの

ための学習問題と演繹段階で解かれる最適化問題が，

仮説生成段階で統合化された 2目的問題であり，パラ

メータ 𝑐𝑐(> 0) は，モデリングと最適化のバランスを

取る重み係数である．この定式化と同様の考え方が，

文献 8)～10)などでも提案されているが，そこでは実

システムのモデルパラメータの同定と最適化の統合で

あるのに対し，本論文では，機械学習によるモデリン

グと最適化機能との統合である．また，文献 11)にお

いても，モデリングと最適化の統合化法が提案されて

いるが，設計変数のサンプル点に対するシステムの特

性を表す評価データを用いた応答曲面として目的関数

を近似し，そのサンプル点の生成をメタヒューリステ

ィクスの複数の探索点の更新に託す計算手順主導の手

法である． 

 

3 不確実下でのモデリング駆動型最適化 

3.1 不確実下でのモデリング駆動型最適化問題の定式
化 

データの取得が可能な入力変数 𝒖𝒖 ∈ 𝑅𝑅𝐿𝐿とは別に，

データの取得が不能な外生的な入力変数 𝒚𝒚 ∈ 𝑅𝑅𝐼𝐼を有

するシステムを考える．以下ではこの種の変数 𝒚𝒚 を
「不確実変数」と称することにし，不確実下でのモデ

リングと最適化の統合化を考える．前章と同様に出力

変数を 𝒙𝒙 ∈ 𝑅𝑅𝑁𝑁とする静的実システムを考えるが，そ

の未知の入出力関係は 

        𝒙𝒙 = 𝒉𝒉(𝒖𝒖,𝒚𝒚)                    (14) 
であるとし，𝒉𝒉:𝑅𝑅𝐿𝐿 × 𝑅𝑅𝐼𝐼 → 𝑅𝑅𝑁𝑁とする．この実システ

ムに対し，𝑀𝑀 個の基底関数 

𝑏𝑏(𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒗𝒗𝑚𝑚)), 𝑚𝑚 = 1, … ,𝑀𝑀        (15) 
に結合係数 𝑤𝑤𝑛𝑛𝑚𝑚, 𝑚𝑚 = 1, … ,𝑀𝑀, 𝑛𝑛 = 1, … ,𝑁𝑁 を乗じた

線形結合による近似モデル 

𝑥𝑥𝑛𝑛 = ∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 , 𝑛𝑛 = 1, … ,𝑁𝑁 (16) 

を導入する．ここで，基底関数(15)を構成する関数

𝑑𝑑:𝑅𝑅𝐿𝐿 × 𝑅𝑅𝐼𝐼 → 𝑅𝑅1 に不確実変数 𝒚𝒚 が入力変数 𝒖𝒖 ととも

に導入され，式(16)のベクトル-行列表記は，前章と

同様に 

          𝒙𝒙 = 𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉)) 
とする． 

 ここで，不確実変数 𝒚𝒚 の値が想定される範囲は集

合 𝑌𝑌 として与えられているが，その集合上で定義さ

れる分布関数などの確率的な情報も不明であるとし，

与えられた 𝑆𝑆 個の入出力データ対 (𝒖𝒖(𝑠𝑠),𝒙𝒙(𝑠𝑠)), 𝑠𝑠 =
1, … , 𝑆𝑆  に対し，その出力誤差を最大にするような状

況が不確実変数 𝒚𝒚 によってもたらされることを，危

機管理の観点から想定してその出力誤差が許容誤差 𝜀𝜀

以内であるような近似モデルを構築するものとする．

ここで，前章と同様に出力誤差に一様ノルムを導入す

ると，出力誤差の許容条件は，前章の不等式制約条件

(5)の左辺に相当する式に変数 𝒚𝒚 ∈ 𝑌𝑌 に関する最大化

演算 max
𝒚𝒚∈𝑌𝑌

 を施した不等式 

 max
𝒚𝒚∈𝑌𝑌

max
𝑠𝑠∈{1,…,𝑆𝑆}

max
𝑛𝑛∈{1,…,𝑁𝑁}

�∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1  

          −𝑥𝑥𝑛𝑛
(𝑠𝑠)� ≤ 𝜀𝜀        (17) 

で表される．さらに，この許容条件を満たしたもと

で，結合係数行列 𝑊𝑊 の成分の大きさを最小化する学

習問題を定式化すると， 

min
𝑊𝑊

1
2
‖𝑊𝑊‖2                            (18)     

subj. to max
𝒚𝒚∈𝑌𝑌

max
𝑠𝑠∈{1,…,𝑆𝑆}

max
𝑛𝑛∈{1,…,𝑁𝑁}

�∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1  

                −𝑥𝑥𝑛𝑛
(𝑠𝑠)� ≤ 𝜀𝜀      (19) 

となる． 

ところで，ここで誤差の許容条件(17)は，全称記号

∀を用いた 

  �∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 −𝑥𝑥𝑛𝑛

(𝑠𝑠)� ≤ 𝜀𝜀, 

𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆, ∀𝒚𝒚 ∈ 𝑌𝑌  (20) 
と等価である．最悪の状況を想定した不等式制約条件

付き最適化問題は，文献 12)で定式化されたが，これ

と等価であるあらゆる不確定変数に対する不等式制約

条件を有する最適化問題が，ロバスト最適化問題と称

して文献 13)において提唱された．そこで最悪な不確

実変数を想定した，ないしはこれと等価なあらゆる不

確実変数の値を想定した不等式制約条件をロバスト性

基準と称することにし，この基準を導入して出力誤差

の許容条件を課した学習問題(18)(19)を「ロバスト学

習問題」と称することにする．このようなロバスト学

習の概念は，support vector machine (SVM)に対して文

献 14),15)において提案されているが，カーネル関数

としてガウス関数を用いる SVM は，基底関数(15)と
してラジアル基底関数を用いる学習問題と本質的に等

価であり，本論文でのロバスト学習はこのロバスト

SVM の考え方を一般化したものと見做すことができ

る．また，このロバスト学習問題では，基底関数(15)
としてラジアル基底関数を用いる場合を想定し，基底

関数内パラメータ行列 𝑉𝑉 の値は別途与えられるもの

とし，学習問題(18)(19)の決定変数からは変数 𝑉𝑉 を除

外する．このロバスト学習問題を解いてその解 𝑊𝑊�  を
最良の結合係数とし，不確実下での近似モデル 

     𝒙𝒙 = 𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉))           (21) 
を構築するのが帰納段階である． 

 つぎに，対象システムにおいて所望の出力とそれを
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実現する入力を求めるための不確実性を考慮した最適

化問題を定式化する．具体的には，目的関数 𝑓𝑓(𝒖𝒖,𝒙𝒙)
は数式表現されているものとすると，入出力関係(14)
の近似モデル(21)を等式条件とする最適化問題は，前

章の問題(6)(7)と同様に 

     min
𝒖𝒖
𝑓𝑓(𝒖𝒖,𝒙𝒙)                    (22) 

          where 𝒙𝒙 = 𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉))     (23) 
と定式化することができる．ここでも議論簡略化のた

め，決定変数 𝒖𝒖 や出力変数 𝒙𝒙 に関する不等式制約条

件は省略するものとする．また，問題(22)(23)から出

力変数 𝒙𝒙 を消去すると， 

     min
𝒖𝒖
𝑓𝑓(𝒖𝒖,𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉)))        (24) 

と記述されるため，以降では問題(24)で考察する． 

ところで，問題(24)は不確実変数 𝒚𝒚 の値が未定であ

り，この問題を解くことは事実上不可能なため．不確

実変数 𝒚𝒚 の値を何らかの基準に基づいて想定するこ

とが必要である．この想定の下で最適化問題を解くこ

とにより，入力 𝒖𝒖 の最適な値を確定することができ

れば，これを実システムに実装することが可能とな

る．このような不確実な状況下では，安心・安全を担

保するための危機管理の方策の一つとして，最悪の状

況を想定することが合理的とされている．すなわち最

小化したい目的関数を最大にするような不確実変数 𝒚𝒚
の値の生起を事前に想定し，そのときの近似モデルの

出力を考慮した目的関数の値をできる限り改善するい

わゆる「min-max 基準」16) の採用が考えられる．循

環・螺旋型システムズアプローチにおける仮説生成段

階において，このような危機管理のための想定基準を

導入すると，不確実下での最適化問題として， 

min
𝒖𝒖

max
𝒚𝒚∈𝑌𝑌

𝑓𝑓(𝒖𝒖,𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉)))          (25) 

が定式化される．ここで，目的関数 𝑓𝑓(𝒖𝒖,𝒙𝒙) のように

不確実変数 𝒚𝒚 が考慮されていない場合でも，近似モ

デル(21)によって出力変数 𝒙𝒙 が不確実変数 𝒚𝒚 に依存す

るため，目的関数への min-max 基準の導入が意味を

もつことになる． 

 ところで， 

     max
𝒚𝒚∈𝑌𝑌

𝑓𝑓(𝒖𝒖,𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉))) ≤ 𝜎𝜎  

を満たす目的関数の上界を表す新たな変数 𝜎𝜎 を導入

すると，問題(25)は， 

  min
(𝜎𝜎,𝒖𝒖)

𝜎𝜎                             (26) 

  subj. to max
𝒚𝒚∈𝑌𝑌

𝑓𝑓(𝒖𝒖,𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉))) ≤ 𝜎𝜎   (27) 

と等価に書き換えられる．この問題を本論文での不確

実下での最適化問題とし，「min-max 最適化問題」と

称することにする． 

最後に，前章におけるモデリング駆動型最適化問題

(12)(13)と同様，不確実下におけるロバスト学習問題

(18)(19)と min-max 最適化問題(26)(27)を統合化した 2

目的問題を定式化すると， 

 min
(𝑊𝑊,𝜎𝜎,𝒖𝒖)

𝑐𝑐𝜎𝜎 + 1
2
‖𝑊𝑊‖2                  (28) 

subj. to max
𝒚𝒚∈𝑌𝑌

 𝑓𝑓(𝒖𝒖,𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉))) ≤ 𝜎𝜎      (29) 

 max
𝒚𝒚∈𝑌𝑌

max
𝑠𝑠∈{1,…,𝑆𝑆}

max
𝑛𝑛∈{1,…,𝑁𝑁}

�∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1  

            −𝑥𝑥𝑛𝑛
(𝑠𝑠)� ≤ 𝜀𝜀    (30) 

が得られる．ここで，不等式制約条件(29),(30)におい

て， 

 𝐹𝐹(𝑊𝑊,𝜎𝜎,𝒖𝒖) = max
𝒚𝒚∈𝑌𝑌

 𝑓𝑓(𝒖𝒖,𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉))) − 𝜎𝜎 

  𝐺𝐺(𝑊𝑊) 

 = max
𝒚𝒚∈𝑌𝑌

max
𝑠𝑠∈{1,…,𝑆𝑆}

max
𝑛𝑛∈{1,…,𝑁𝑁}

�∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1  

                       −𝑥𝑥𝑛𝑛
(𝑠𝑠)� − 𝜀𝜀 

とおくと，(29),(30)が同時に成り立つことと， 

     max {𝐹𝐹(𝑊𝑊,𝜎𝜎,𝒖𝒖),𝐺𝐺(𝑊𝑊)} ≤ 0 
が成り立つこととは等価であり，しかもこの外側の比

較の max演算と 𝐹𝐹(𝑊𝑊,𝜎𝜎,𝒖𝒖) や 𝐺𝐺(𝑊𝑊) の max
𝒚𝒚∈𝑌𝑌

演算を交

換することができ，不等式制約条件(29),(30)は最終的

に単一の不等式条件 

  max
𝒚𝒚∈𝑌𝑌

 max { 𝑓𝑓(𝒖𝒖,𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉))) − 𝜎𝜎, 

       �∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 − 𝑥𝑥𝑛𝑛

(𝑠𝑠)� − 𝜀𝜀, 

             𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆 } ≤ 0 
にまとめることができる．すなわち，仮説生成段階に

おいて目的関数に適用した min-max 基準と，帰納段

階での近似モデル構築のために導入したロバスト性基

準を，単一の不等式制約条件で統合したことになり，

問題(28)-(30)は最終的に 

  min
(𝑊𝑊,𝜎𝜎,𝒖𝒖)

𝑐𝑐 𝜎𝜎 + 1
2
‖𝑊𝑊‖2                     (31) 

   subj. to max
𝒚𝒚∈𝑌𝑌

 max { 𝑓𝑓(𝒖𝒖,𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉))) − 𝜎𝜎, 

             �∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 − 𝑥𝑥𝑛𝑛

(𝑠𝑠)� − 𝜀𝜀, 

              𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆} ≤  0 (32) 
と定式化しなおすことができる．この問題を「不確実

下でのモデリング駆動型最適化問題」と称することに

し，この問題の解法方略と，その循環・螺旋型システ

ムズアプローチでの位置づけを次節で考察する． 
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3.2 不確実下でのモデリング駆動型最適化問題に対す
る制約緩和法 

不確実下でのモデリング駆動型最適化問題(31)(32)
に対する解法として，制約緩和の考え方を適用する．

不等式制約条件(32)は，全称記号を用いた不等式  

  max { 𝑓𝑓(𝒖𝒖,𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉))) − 𝜎𝜎, 

    �∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 − 𝑥𝑥𝑛𝑛

(𝑠𝑠)� − 𝜀𝜀, 

  𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆} ≤ 0, ∀𝒚𝒚 ∈ 𝑌𝑌     (33) 
と等価である．このため，不確実変数 𝒚𝒚 の値として

想定される集合 𝑌𝑌 が非可算無限個の要素からなる場

合には，問題(31)(32)は非可算無限個の不等式制約条

件を有し，事実上解くことが困難であり，また想定さ

れる集合 𝑌𝑌 の要素が離散的に与えられてもその個数

が非常に多い場合も解くことは容易ではない．そこで

不確実変数 𝒚𝒚 の想定値の個数をより少数に限定し，

不等式制約条件(33)の数を減らした「制約緩和問題」

によって問題(31)(32)を代替するのが実際的である．

そこで不確実変数の想定サンプルを 𝒚𝒚(𝑝𝑝) ∈ 𝑌𝑌, 𝑝𝑝 =
1, … ,𝑃𝑃とすると，不確実下でのモデリング駆動型最適

化問題(31)(32)に対する制約緩和問題は， 

 min
(𝑊𝑊,𝜎𝜎,𝒖𝒖)

𝑐𝑐 𝜎𝜎 + 1
2
‖𝑊𝑊‖ 2            (34) 

 subj. to  max � 𝑓𝑓(𝒖𝒖,𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚(𝑝𝑝);𝑉𝑉))) − 𝜎𝜎, 

     �∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚(𝑝𝑝);𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 − 𝑥𝑥𝑛𝑛

(𝑠𝑠)� − 𝜀𝜀, 

          𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆} ≤ 0,    
                            𝑝𝑝 = 1, … ,𝑃𝑃   (35) 
となる． 

制約緩和問題(34)(35)の解が本来解くべきモデリン

グ駆動型最適化(31)(32)の最適解になるかどうかの検

証をおこない，この検証によって最適解ではないと判

定される場合には，新たな制約条件を制約緩和問題

(34)(35)に付加して解きなおすのが文献 17),18)の制約

緩和法である．このとき，不確実変数 𝒚𝒚 の新たな想

定値に対応した近似モデルが生成され，その出力誤差

の許容条件である不等式制約条件が付加される．制約

緩和問題(34)(35)の解を(𝑊𝑊� ,𝜎𝜎�,𝒖𝒖�)とするとき，この解

が問題(31)(32)の解であるかどうかの検証は，その不

等式制約条件(32)が(𝑊𝑊� ,𝜎𝜎�,𝒖𝒖�)によって満たされるかど

うか，すなわち，不確実変数 𝒚𝒚 ∈ 𝑌𝑌に関して最悪状況

を想定する 𝒚𝒚 ∈ 𝑌𝑌に関する最大化問題 

 max
𝒚𝒚∈𝑌𝑌

 max {𝑓𝑓(𝒖𝒖�,𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖�,𝒚𝒚;𝑉𝑉))) − 𝜎𝜎�, 

         �∑ 𝑤𝑤�𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 − 𝑥𝑥𝑛𝑛

(𝑠𝑠)� − 𝜀𝜀, 

         𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆 }        (36) 
の最大解 𝒚𝒚� ∈ 𝑌𝑌 が与える最大値を 

 𝜙𝜙(𝑊𝑊� ,𝜎𝜎�,𝒖𝒖�) = max {𝑓𝑓(𝒖𝒖�,𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖�,𝒚𝒚�;𝑉𝑉))) − 𝜎𝜎�, 

      �∑ 𝑤𝑤�𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚�;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 − 𝑥𝑥𝑛𝑛

(𝑠𝑠)� − 𝜀𝜀, 

        𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆} 
とするとき， 

     𝜙𝜙(𝑊𝑊� ,𝜎𝜎�,𝒖𝒖�) ≤ 0 
が成り立つかどうかを検証すればよい．もしこの不等

式が成り立つならば，(𝑊𝑊� ,𝜎𝜎�,𝒖𝒖�)が不等式制約条件(32)
を満たすことになり，(𝑊𝑊� ,𝜎𝜎�,𝒖𝒖�)が不確実下でのモデ

リング駆動型最適化問題(31)(32)の解となる．一方， 

     𝜙𝜙(𝑊𝑊� ,𝜎𝜎�,𝒖𝒖�) > 0 
となる場合は，不等式制約条件(33)の中で，最大化問

題(36)の最大解 𝒚𝒚� ∈ 𝑌𝑌に対応した不等式制約条件  

  max { 𝑓𝑓(𝒖𝒖,𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚�;𝑉𝑉))) − 𝜎𝜎, 

       �∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚�;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 − 𝑥𝑥𝑛𝑛

(𝑠𝑠)� − 𝜀𝜀, 

       𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆 } ≤ 0        (37) 
が (𝑊𝑊� ,𝜎𝜎�,𝒖𝒖�) によって最も侵害される．この場合，𝒚𝒚� 
を不確実変数 𝒚𝒚 の新たな𝑃𝑃 + 1番目の想定サンプル

𝒚𝒚(𝑃𝑃+1) とし，これに対応した新たな近似モデルに対す

る許容条件(37)を不等式制約条件(35)に付け加えて新

たな制約緩和問題とし，これを解きなおすことを繰り

返す．最大化問題(36)は，制約緩和問題(34)(35)の解を

求めたもとでの新たな最悪状況を想定する問題とい

え，仮説生成段階での制約緩和問題の定式化と演繹段

階でのその求解のあと，さらに仮説生成段階に戻っ

て，制約緩和問題の解に対する最悪状況の想定と新た

な緩和問題の構成が繰り返されることになる． 

 なお，max演算によって単一化した制約条件(35)は
分離することができて，制約緩和問題(34)(35)は， 

min
(𝑊𝑊,𝜎𝜎,𝒖𝒖)

𝑐𝑐𝜎𝜎 + 1
2
‖𝑊𝑊‖2                     (38) 

    subj. to 𝑓𝑓(𝒖𝒖,𝑊𝑊𝒃𝒃(𝒅𝒅(𝒖𝒖,𝒚𝒚(𝑝𝑝);𝑉𝑉))) ≤ 𝜎𝜎,   
                             𝑝𝑝 = 1, … ,𝑃𝑃  (39) 

          �∑ 𝑤𝑤𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚(𝑝𝑝);𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 − 𝑥𝑥𝑛𝑛

(𝑠𝑠)� ≤ 𝜀𝜀, 

        𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆,𝑝𝑝 = 1, … ,𝑃𝑃  (40) 
と等価になる．ここで式(40)は，入力データ 𝒖𝒖(𝑠𝑠), 𝑠𝑠 =
1, … , 𝑆𝑆と不確実変数の想定サンプル 𝒚𝒚(𝑝𝑝), 𝑝𝑝 = 1, … ,𝑃𝑃
のすべての組合せに対し，近似モデル出力誤差を 𝜀𝜀 以
下に抑えるという許容条件であり，これらの近似モデ

ルは，文献 19)の scenario approach における scenario
と見做すことができる．また，式(39)は，不確実変数

の想定値に応じたすべての scenario が与える目的関数

値を一様に最小化するように近似モデルの結合係数と

それへの入力変数の値を与える条件である．不確実下

でのモデリング駆動型最適化におけるこのような

scenario に関する問題(38)-(40)を「不確実下でのモデ

リング駆動型制約緩和問題」と称することにする． 

 制約緩和問題(38)-(40)を考慮すると，最大化問題

(36)の最大値 𝜙𝜙(𝑊𝑊� ,𝜎𝜎�,𝒖𝒖�) やそれを与える最大解 𝒚𝒚� ∈ 𝑌𝑌
は，1 + 𝑁𝑁 × 𝑆𝑆個の最大化問題 
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    max
𝒚𝒚∈𝑌𝑌

 𝑓𝑓(𝒖𝒖�,𝑊𝑊�𝒃𝒃(𝒅𝒅(𝒖𝒖�,𝒚𝒚;𝑉𝑉))) − 𝜎𝜎�            (41) 

    max 
𝒚𝒚∈𝑌𝑌

�∑ 𝑤𝑤�𝑛𝑛𝑚𝑚𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒗𝒗𝑚𝑚))𝑀𝑀
𝑚𝑚=1 − 𝑥𝑥𝑛𝑛

(𝑠𝑠)� − 𝜀𝜀, 

                    𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆 (42) 
の最大値のさらなる最大値，およびそれを与える最大

解として得ることができる．すなわち問題(42)による

最悪の scenario の想定は，入出力データ (𝒖𝒖(𝑠𝑠),𝒙𝒙(𝑠𝑠)),
𝑠𝑠 = 1, … , 𝑆𝑆 ごとに，かつ出力データ 𝒙𝒙(𝑠𝑠) のすべての成

分 𝑥𝑥𝑛𝑛
(𝑠𝑠),𝑛𝑛 = 1, … ,𝑁𝑁ごとになされることになる． 

以上により，不確実下でのモデリング駆動型最適化

問題(31)(32)に対する制約緩和法の手順を，問題の定

式化の作業も含めてまとめると，以下のようになる． 

 Step 1: 近似モデル(16)を構成する基底関数(15)を 

選定し，近似モデル構築のための入出力データ

対 (𝒖𝒖(𝑠𝑠),𝒙𝒙(𝑠𝑠)), 𝑠𝑠 = 1, … , 𝑆𝑆 を獲得し，許容誤差の

値 𝜀𝜀(> 0) を設定する． 

 Step 2：初期の不確実変数の想定サンプル 𝒚𝒚(1) ∈ 𝑌𝑌
を選び，𝑃𝑃(1) = 1とし，𝑘𝑘 = 1とおく． 

Step 3：𝑃𝑃 = 𝑃𝑃(𝑘𝑘)とした制約緩和問題(38)(40)を構

成する． 

Step 4：Step 3 の制約緩和問題(38)-(40)を解き，そ

の解を(𝑊𝑊� (𝑘𝑘),𝜎𝜎�(𝑘𝑘),𝒖𝒖�(𝑘𝑘))とする． 

 Step 5: 𝑊𝑊� = 𝑊𝑊� (𝑘𝑘),𝜎𝜎� = 𝜎𝜎�(𝑘𝑘),𝒖𝒖� = 𝒖𝒖�(𝑘𝑘)とし 

 1 + 𝑁𝑁 × 𝑆𝑆個の最大化問題(41),(42)を解く．問題 

(41)の最大解を𝒚𝒚�(0)(𝑘𝑘)，問題(42)の最大解を

 𝒚𝒚�(𝑛𝑛,𝑠𝑠)(𝑘𝑘),𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆， 

これらに対応した最大値をそれぞれ

𝜑𝜑(0)(𝑘𝑘),𝜑𝜑(𝑛𝑛,𝑠𝑠)(𝑘𝑘),𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆 
とし，これらのさらなる最大値を問題(36)の最 

大値 𝜑𝜑((𝑊𝑊� (𝑘𝑘),𝜎𝜎�(𝑘𝑘),𝒖𝒖�(𝑘𝑘)))とし，この最大値を 

与える 𝒚𝒚�(0)(𝑘𝑘), 𝒚𝒚�(𝑛𝑛,𝑠𝑠)(𝑘𝑘),𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆 
の一つを最大化問題(36)の最大解 𝒚𝒚�(𝑘𝑘)とする． 

Step 6: 𝜑𝜑((𝑊𝑊� (𝑘𝑘),𝜎𝜎�(𝑘𝑘),𝒖𝒖�(𝑘𝑘))) ≤ 0ならば， 

(𝑊𝑊� (𝑘𝑘),𝜎𝜎�(𝑘𝑘),𝒖𝒖�(𝑘𝑘))を不確実下でのモデリング駆 

動型最適化問題(31)(32)の解として計算手順を 

終了し，𝜑𝜑((𝑊𝑊� (𝑘𝑘),𝜎𝜎�(𝑘𝑘),𝒖𝒖�(𝑘𝑘))) > 0であれば, 

 𝑃𝑃(𝑘𝑘 + 1) = 𝑃𝑃(𝑘𝑘) + 1, 𝒚𝒚(𝑃𝑃(𝑘𝑘+1)) = 𝒚𝒚�(𝑘𝑘), 𝑘𝑘 ← 𝑘𝑘 + 1 
として Step 3 へ戻る． 

上記の手順を循環・螺旋型システムズアプローチの

過程と関係づけると，Step 1 が帰納段階，Step 2,3 が

仮説生成段階，Step 4 が演繹段階に対応し，この過程

の結果が仮説生成段階に戻されて，scenario として最

悪の状況に対応する不確実変数の新たな想定値 𝒚𝒚�(𝑘𝑘) 
が Step 5 において生成される．そして，仮説生成段

階の Step 6 における判定によって手順を終えること

ができれば，演繹段階で求められた最適入力 𝒖𝒖� (𝑘𝑘) が
実システムへ実装されることになる．一方，Step 6 の

判定において手順が継続される場合には，新たな最悪

の scenario を与える不確実変数のサンプル 𝒚𝒚(𝑃𝑃(𝑘𝑘+1))(=

𝒚𝒚�(𝑘𝑘)) の想定により，仮説生成段階の Step 3 において

新たな緩和問題が生成される． 

 

3.3 制約緩和法の計算手法 

 本節では制約緩和法の具体的な計算手法に言及す

る．制約緩和法の手順では，最悪の scenario を想定し

た新しい不確実変数のサンプルが入力データとして追

加される．このため，新しい近似モデルでの精度を維

持するためには，不確実変数のサンプルの増加ととも

に，基底関数を増設することが必要であり，さらにそ

のためには，入力データと基底関数内パラメータとの

対応付けが容易で，その増設が自動的に可能なラジア

ル基底関数を用いることが得策である．この場合の近

似モデルは，変数 (𝒖𝒖,𝒚𝒚) の空間上の 𝑆𝑆 × 𝑃𝑃(𝑘𝑘) 個のラ

ジアル基底関数 

  𝐵𝐵(𝑠𝑠,𝑝𝑝)(𝒖𝒖,𝒚𝒚;𝒗𝒗𝒖𝒖
(𝑠𝑠),𝒗𝒗𝒚𝒚

(𝑝𝑝)) = 𝑏𝑏(𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒗𝒗𝒖𝒖
(𝑠𝑠),𝒗𝒗𝒚𝒚

(𝑝𝑝))), 

        𝑠𝑠 = 1, … , 𝑆𝑆, 𝑝𝑝 = 1, … ,𝑃𝑃(𝑘𝑘)   (43) 
を用いて 

      𝑥𝑥𝑛𝑛 = ∑ ∑ 𝑤𝑤𝑛𝑛𝑠𝑠𝑝𝑝𝐵𝐵(𝑠𝑠,𝑝𝑝)(𝒖𝒖,𝒚𝒚;𝒗𝒗𝒖𝒖
(𝑠𝑠),𝒗𝒗𝒚𝒚

(𝑝𝑝))𝑃𝑃(𝑘𝑘)
𝑝𝑝=1

𝑆𝑆
𝑠𝑠=1 , 

        𝑛𝑛 = 1, … ,𝑁𝑁    (44) 
と表すことができる．ラジアル基底関数(43)を構成す

る関数𝑑𝑑, 𝑏𝑏は，それぞれ(𝒖𝒖,𝒚𝒚)空間上での(𝒗𝒗𝒖𝒖
(𝑠𝑠),𝒗𝒗𝒚𝒚

(𝑝𝑝))か

らのユークリッド距離関数とガウス関数 

          𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒗𝒗𝒖𝒖
(𝑠𝑠),𝒗𝒗𝒚𝒚

(𝑝𝑝)) = ��
𝒖𝒖
𝒚𝒚� − �

𝒗𝒗𝒖𝒖
(𝑠𝑠)

𝒗𝒗𝒚𝒚
(𝑝𝑝)�� 

          𝑏𝑏(𝑑𝑑) = exp(−𝑑𝑑2/𝑟𝑟2) 
であり，ラジアル基底関数では，基底関数内パラメー

タ 𝒗𝒗𝒖𝒖
(𝑠𝑠),𝒗𝒗𝒚𝒚

(𝑝𝑝)
に対し，入力変数の第 𝑠𝑠 番目のデータ 𝒖𝒖(𝑠𝑠)

と不確定変数の第 𝑝𝑝 番目の想定サンプル 𝒚𝒚(𝑝𝑝) を用い

ることで， 

     𝒗𝒗𝒖𝒖
(𝑠𝑠) = 𝒖𝒖(𝑠𝑠), 𝒗𝒗𝒚𝒚

(𝑝𝑝) = 𝒚𝒚(𝑝𝑝) 

と容易に設定される．このため，入力変数のデータの

個数 𝑆𝑆 は一定であるのに対し，制約緩和法の更新と

ともに個数が増加する不確実変数の想定サンプル 𝒚𝒚(𝑝𝑝)

をそのまま基底関数内パメータ𝒗𝒗𝒚𝒚
(𝑝𝑝)とすることで，新

しい基底関数を増設することができる．なお，不確実

変数 𝒚𝒚 の想定サンプルの個数 𝑃𝑃(𝑘𝑘) の増加とともに，

基底関数(43)の個数も増えるため，それに伴って結合

係数の 3次元配列変数 𝑊𝑊 = {𝑤𝑤𝑛𝑛𝑠𝑠𝑝𝑝} の規模も大きくな

り，近似モデル(44)の構造自体も変動する．したがっ

て，Step 3 で構成される 𝑃𝑃 = 𝑃𝑃(𝑘𝑘)とした制約緩和問

題(38)-(40)を，ラジアル基底関数を用いた場合で正確

に記述すると，反復回数 𝑘𝑘 を引数とした配列変数や

基底関数内パラメータ 𝑊𝑊(𝑘𝑘),𝑉𝑉𝒚𝒚(𝑘𝑘) を用いて， 

24



min
(𝑊𝑊(𝑘𝑘),𝜎𝜎,𝒖𝒖)

𝑐𝑐𝜎𝜎 + 1
2
‖𝑊𝑊(𝑘𝑘)‖2                   (45) 

 subj. to  𝑓𝑓(𝒖𝒖,𝑊𝑊(𝑘𝑘)𝑩𝑩(𝒅𝒅(𝒖𝒖,𝒚𝒚(𝑝𝑝);𝑉𝑉𝒖𝒖,𝑉𝑉𝒚𝒚(𝑘𝑘)))) ≤ 𝜎𝜎, 
                   𝑝𝑝 = 1, … ,𝑃𝑃(𝑘𝑘)        (46) 

�∑ ∑ 𝑤𝑤𝑛𝑛𝑠𝑠′𝑝𝑝′(𝑘𝑘) 𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚(𝑝𝑝);𝒖𝒖(𝑠𝑠′),𝒚𝒚(𝑝𝑝′)))𝑃𝑃(𝑘𝑘)
𝑝𝑝′=1

𝑆𝑆
𝑠𝑠′=1   

  −𝑥𝑥𝑛𝑛
(𝑠𝑠)� ≤ 𝜀𝜀, 𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆,   

                        𝑝𝑝 = 1, … ,𝑃𝑃(𝑘𝑘)  (47) 
となる．なお，(45),(46)の 𝑊𝑊(𝑘𝑘) は 𝑤𝑤𝑛𝑛𝑠𝑠′𝑝𝑝′(𝑘𝑘),𝑛𝑛 =
1, … ,𝑁𝑁, 𝑠𝑠′ = 1, … , 𝑆𝑆, 𝑝𝑝′ = 1, … ,𝑃𝑃(𝑘𝑘) を成分とする

𝑁𝑁 × 𝑆𝑆 × 𝑃𝑃(𝑘𝑘) の配列変数，𝑉𝑉𝒖𝒖,𝑉𝑉𝒚𝒚(𝑘𝑘) はそれぞれ 

 𝑉𝑉𝒖𝒖 = [𝒖𝒖(1) ⋯𝒖𝒖(𝑆𝑆)],   𝑉𝑉𝒚𝒚(𝑘𝑘) = [𝒚𝒚(1) ⋯𝒚𝒚(𝑃𝑃(𝑘𝑘))] 
であり，また 

 𝑩𝑩(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉𝒖𝒖,𝑉𝑉𝒚𝒚(𝑘𝑘))) = 

 �
𝑏𝑏(𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒖𝒖(1),𝒚𝒚(1)) ⋯ 𝑏𝑏(𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒖𝒖(1),𝒚𝒚�𝑃𝑃(𝑘𝑘)�)

⋮ ⋮
𝑏𝑏(𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒖𝒖(𝑆𝑆),𝒚𝒚(1)) ⋯ 𝑏𝑏(𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒖𝒖(𝑆𝑆),𝒚𝒚�𝑃𝑃(𝑘𝑘)�)

� 

 𝑊𝑊(𝑘𝑘) 𝑩𝑩(𝒅𝒅(𝒖𝒖,𝒚𝒚;𝑉𝑉𝒖𝒖,𝑉𝑉𝒚𝒚(𝑘𝑘))) 

  = �
∑ ∑ 𝑤𝑤1𝑠𝑠′𝑝𝑝′(𝑘𝑘)𝑏𝑏(𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒖𝒖(𝑠𝑠′),𝒚𝒚(𝑝𝑝′)))𝑃𝑃(𝑘𝑘)

𝑝𝑝′=1
𝑆𝑆
𝑠𝑠′=1

⋮
∑ ∑ 𝑤𝑤𝑁𝑁𝑠𝑠′𝑝𝑝′(𝑘𝑘)𝑏𝑏(𝑑𝑑(𝒖𝒖,𝒚𝒚;𝒖𝒖(𝑠𝑠′),𝒚𝒚(𝑝𝑝′)))𝑃𝑃(𝑘𝑘)

𝑝𝑝′=1
𝑆𝑆
𝑠𝑠′=1

� 

である． 

ところで，制約緩和問題(45)-(47)は，制約条件付き

最適化問題であり，しかもそれに含まれるラジアル基

底関数の凹凸性ために，その大域的な最小点を探索す

ることは必ずしも容易ではない．そこで，この問題に

ペナルティ法を適用して無制約最適化問題 

 min
(𝑊𝑊(𝑘𝑘),𝜎𝜎,𝒖𝒖)

𝑐𝑐𝜎𝜎 + 1
2
‖𝑊𝑊(𝑘𝑘)‖2 

 +𝛾𝛾 ∑ [(max𝑃𝑃(𝑘𝑘)
𝑝𝑝=1 �𝑓𝑓(𝒖𝒖,𝑊𝑊(𝑘𝑘) 𝑩𝑩(𝒅𝒅(𝒖𝒖,𝒚𝒚(𝑝𝑝);𝑉𝑉𝒖𝒖,𝑉𝑉𝒚𝒚(𝑘𝑘)))) 

                −𝜎𝜎, 0})2 

  +∑ ∑ �max ��∑ ∑ 𝑤𝑤𝑛𝑛𝑠𝑠′𝑝𝑝′(𝑘𝑘) 𝑃𝑃(𝑘𝑘)
𝑝𝑝′=1

𝑆𝑆
𝑠𝑠′=1

𝑁𝑁
𝑛𝑛=1

𝑆𝑆
𝑠𝑠=1  

   × 𝑏𝑏 �𝑑𝑑�𝒖𝒖(𝑠𝑠),𝒚𝒚(𝑝𝑝);𝒖𝒖�𝑠𝑠′�,𝒚𝒚�𝑝𝑝′���−𝑥𝑥𝑛𝑛
(𝑠𝑠)� − 𝜀𝜀 , 0��

2
� 

                                         (48) 

に変換して解くことにする．とくに制約緩和法の更新

とともに不確実変数の想定サンプルの個数 𝑃𝑃(𝑘𝑘) が増

加し，結合係数の配列変数 𝑊𝑊(𝑘𝑘) の規模も増大するた

め，問題(48)の解法には，大域的な収束性において威

力のあるメタヒューリスティクスの使用が望まれる．  

また，この制約緩和問題の解を ((𝑊𝑊� (𝑘𝑘),𝜎𝜎�(𝑘𝑘),𝑢𝑢�(𝑘𝑘)))
とすると，ラジアル基底関数を用いる場合の Step 5
で解く不確実変数 𝒚𝒚 に関する最大化問題(41),(42)は，

それぞれ 

  max
𝒚𝒚∈𝑌𝑌

 𝑓𝑓(𝒖𝒖�(𝑘𝑘),𝑊𝑊� (𝑘𝑘)𝑩𝑩(𝒅𝒅(𝒖𝒖�(𝑘𝑘),𝒚𝒚;𝑉𝑉𝒖𝒖,𝑉𝑉𝒚𝒚(𝑘𝑘)))) − 𝜎𝜎�(𝑘𝑘) 

  max
𝒚𝒚∈𝑌𝑌

�∑ ∑ 𝑤𝑤�𝑛𝑛𝑠𝑠′𝑝𝑝′(𝑘𝑘)𝑏𝑏(𝑑𝑑(𝒖𝒖(𝑠𝑠),𝒚𝒚;𝒖𝒖(𝑠𝑠′),𝒚𝒚(𝑝𝑝′)))𝑃𝑃(𝑘𝑘)
𝑝𝑝′=1

𝑆𝑆
𝑠𝑠′=1  

      −𝑥𝑥𝑛𝑛
(𝑠𝑠)� − 𝜀𝜀, 𝑛𝑛 = 1, … ,𝑁𝑁, 𝑠𝑠 = 1, … , 𝑆𝑆  

となるが，これらの最大化関数の凹凸性や微分不可能

性により，これらにもメタヒューリスティクスの適用

が望まれる． 

また，無制約問題の(48)における関数の凹凸性は，

主として近似関数の凹凸性によるもので，さらにこの

関数の凹凸の形状は，ラジアル基底関数を構成するガ

ウス関数内パラメータ 𝑟𝑟 の大きさに影響される．この

値については，基底関数内パラメータ(𝒗𝒗𝒖𝒖
(𝑠𝑠),𝒗𝒗𝒚𝒚

(𝑝𝑝))(=

(𝒖𝒖(𝑠𝑠),𝒚𝒚(𝑝𝑝)))の個数 𝐷𝐷，入力データやサンプルの総個

数 𝑇𝑇，任意の 2個の入力データ(サンプル)間の最大距

離 𝑑𝑑𝑚𝑚𝑚𝑚𝑚𝑚に対して 

𝑟𝑟 = 𝑑𝑑𝑚𝑚𝑚𝑚𝑚𝑚 �√𝐷𝐷 √𝑇𝑇𝐷𝐷 �⁄   

とするのが経験的によいとされ 11)，制約緩和問題

(45)-(47)で用いられるラジアル基底関数では，𝐷𝐷 =
𝐿𝐿 + 𝐼𝐼,𝑇𝑇 = 𝑆𝑆 × 𝑃𝑃(𝑘𝑘) となる．また，𝑑𝑑𝑚𝑚𝑚𝑚𝑚𝑚については，

入力変数の範囲や不確定変数の範囲がたとえば上下限

制約 

𝑈𝑈 = {𝒖𝒖|𝑢𝑢𝑙𝑙𝑙𝑙𝑙𝑙𝑙𝑙 ≤ 𝑢𝑢𝑙𝑙 ≤ 𝑢𝑢𝑙𝑙
𝑢𝑢𝑝𝑝𝑝𝑝𝑢𝑢𝑢𝑢 , 𝑙𝑙 = 1, … , 𝐿𝐿} 

𝑌𝑌 = {𝒚𝒚|𝑦𝑦𝑖𝑖𝑙𝑙𝑙𝑙𝑙𝑙 ≤ 𝑦𝑦𝑖𝑖 ≤ 𝑢𝑢𝑖𝑖
𝑢𝑢𝑝𝑝𝑝𝑝𝑢𝑢𝑢𝑢 , 𝑖𝑖 = 1, … , 𝐼𝐼} 

によって限定される場合には，便宜上 

 𝑑𝑑𝑚𝑚𝑚𝑚𝑚𝑚 

   = �∑ (𝑢𝑢𝑙𝑙
𝑢𝑢𝑝𝑝𝑝𝑝𝑢𝑢𝑢𝑢－𝑢𝑢𝑙𝑙𝑙𝑙𝑙𝑙𝑙𝑙)2𝐿𝐿

𝑙𝑙=1 + ∑ (𝑦𝑦𝑖𝑖
𝑢𝑢𝑝𝑝𝑝𝑝𝑢𝑢𝑢𝑢－𝑦𝑦𝑖𝑖𝑙𝑙𝑙𝑙𝑙𝑙)2𝐼𝐼

𝑖𝑖=1  

とおくことができる． 

4 おわりに 
 循環・螺旋型システムズアプローチにおいて，帰納

段階のモデリング機能として機械学習を想定し，仮説

生成段階でその機能を統合化したモデリング駆動型最

適化問題と称する最適化問題の定式化を 2 章において

おこなった．入出力データを用いた機械学習の機能は，

単に順方向の前向き推論のモデル化であるのに対し，

このモデルを前提とした逆向き推論といえる仮説生成

段階の最適化問題の定式化こそがシステムの設計・計

画に不可欠である．この統合化によって導入される最

適化問題の目的関数には，機械学習で構築されるモデ

ル自体の信頼性などの評価も導入可能である．また，

モデル構築のための学習問題では，教師データに関す

る誤差に対して普遍近似定理の考え方に基づく一様ノ

ルムを導入し，教師データごとの許容誤差に関する不

等式制約条件として最適化問題に組み込むことにした．

これによって，機械学習で常に用いられるいわゆる自

乗誤差最小化規範では本質的に実現しえない，多数の

教師データ間，および出力成分間の誤差に関する

Pareto 最適性も担保させることが可能となる．すなわ

ち教師データないしは出力成分ごとに，許容誤差パラ

メータ𝜀𝜀を調整することによって，これらの間のトレ

ードオフの調整が可能となる．このような定式化は，
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深層学習が対象としている多層ニューラルネットワー

クの学習にも導入することが可能であり，学習問題を

最適化問題に統合化すること自体，機械学習にとって

も新たな価値と有用性をもたらすものと考えられる． 
また，許容誤差の不等式制約条件化によって，対象

システムに不確実性が存在する場合でも，いわゆるロ

バスト性基準を満たす近似モデルの構築が可能となる．

そこで，第 3 章においては，不確実下で目的関数に導

入される min-max 基準とも統合する形で，不確実下で

のモデリング駆動型最適化問題の定式化もおこない，

この問題の解法として制約緩和法を提示した．この制

約緩和法では，まさに仮説生成段階の機能として，不

確実変数の値が想定され，これによって scenario とし

ての新たな近似モデルが構築しなおされる．この近似

モデルの再構築の際の基底関数の増設には，ラジアル

基底関数が有用であることにも言及した．これは，不

確実変数の想定値として採用される機械学習の新たな

入力データにリンクする形で新たなラジアル基底関数

の増設が可能であるためである．入力データにリンク

させた基底関数の設定は，構築される近似モデルの説

明や解釈可能性の付与にもつながる点で，旧来から使

われているシグモイド基底関数を始めとする他の基底

関数より有望といえる．なお，この制約緩和法におけ

る基底関数の増設は，機械学習における Boosting20)に

も通じる考え方であり，このような観点からも機械学

習分野への本解法の概念的な拡張も可能であると考え

られる． 
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1 はじめに 

補聴器といった医療機器のパラメータの調整 1)やフ
ァッションデザインの作成 2) 3)といった問題は，評価者
である各個人の好みや感性によって良し悪しが判断さ
れるものを対象とした最適化問題である．このような，
「目的関数が主観的価値観を表し明示的ではない」最
適化問題においても評価者が 1 人で問題を解くことの
できる最適化手法として対話型進化計算があり，多岐
にわたる分野での応用が期待されている 4)．一方，こ
の対話型進化計算では，評価の繰り返しによる評価者
本人の疲労が最適化の結果に影響を与えるため，評価
回数や評価方法が制限されるという問題点がある．こ
の疲労問題を解消するため，コンピュータから提示さ
れた候補を評価する際のユーザインターフェイスの改
良，評価の繰り返し回数自体を減らすためのより高性
能な進化計算の発案，高速化手法の導入など様々な取
り組みが行われている．実数値最適化向けの進化計算
手法である差分進化（Differential Evolution: DE）5)を活
用した対話型差分進化（Interactive Differential Evolution: 

IDE）もその対策の一つであり，DE が持つ対比較とい
う単純な評価方法と高い探索性能により，他手法に比
べて疲労低減が可能である 6)． 

また最適化問題において，評価される対象となる物
体やデザインの特徴は，解を構成する各変数の値によ
って決定づけられる．そしてそれらの解は，離散変数，
連続変数，もしくはその両方で構成される．一方で，
最適化手法の中には離散変数向けの手法，連続変数向
けの手法などその適用に制約があるものが多い．その
ため，実際の応用を想定すれば，解に離散変数と連続
変数のどちらを含む最適化問題に対しても統一的かつ
柔軟な適応性を示す高性能な最適化手法の開発が最適
化技術分野における重要な課題の 1 つであると考えら
れる 7)．これまでは，本来連続値最適化向けである手
法を，離散変数を含む最適化問題にも適用するための
研究が多く行われてきた 8) 9)．しかし，離散変数が名義
尺度，すなわち「要素を識別するために割り振られた
識別番号」であり，適切な順序関係を持たない場合が
あることに注意しなければならない．連続変数の値は

距離や順序を定義できるため，連続値最適化向けの最
適化手法もこの距離や順序に基づいて探索や収束の判
定を行うことが多い．そのためこのような手法を，離
散変数を含む最適化問題向けに適用する際には，離散
変数値を意味のある数値として扱えるかどうかが探索
性能や探索の安定性に関わる．本論文で取り上げる
Re-labeling Differential Evolution（RLDE）10)は，連続最
適化向けの DE を離散最適化向けに改良した手法の一
つであり，名義尺度の離散変数値が適切な順序になる
よう，計算途中で変数値を目的関数値の順に応じて割
り振り直し，これにより効率的な探索を実現している． 

しかしながら，RLDE には改善すべき問題点もある．
第一の問題点は，再割り振り操作によって局所最適解
に陥りやすくなることがあるということである．この
問題の発生には 2 つの原因があり，1 つ目は，探索開
始時に個体（解候補）の分布に偏りがあるときや，探
索開始後の早い段階で解空間を満遍なく探索できてい
ないときに再割り振り操作を行うこと，2 つ目は，問
題の難易度に対して再割り振り操作を開始する世代が
早すぎることである．初期個体分布やその後の探索に
偏りがある場合，目的関数に関する広範囲かつ十分な
情報が入手できず，この不十分な情報に基づく再割り
振りは不適切な割り振りになる．これは目的関数が複
雑で難易度が高い場合により顕著になる．このことに
よって大域最適解が求まらない可能性が高まる． 

第二の問題点は，局所最適解へ収束してしまった場
合にそこから脱出するための仕組みを DE や RLDE が
持っていないことである．DE では個体間差分ベクト
ルを用いて子個体を生成する探索によって，初期に大
域的探索を行うため局所最適解に陥りにくい．しかし
ながら，RLDE では前述の局所最適解に陥る問題が起
こったとき，再割り振り操作はその局所最適解への収
束を促進するように行われるので，解候補の多様性が
急速に失われ，DE に比べ局所最適解から脱出するこ
とが極めて困難となる． 

そこで本論文では，RLDE が抱える上記の問題点を
解消し，さらなる効率的探索を行うために改良を行っ
た上で，実際の対話型最適化問題で多く見られる散変
数と連続変数の混合最適化問題に適用することで，提

離散最適化向け進化計算手法 Re-labeling Differential Evolutionの改良
と離散・連続変数混合最適化問題への適用 
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案手法の有用性を検証する． 

2 Re-labeling Differential Evolution 

2.1 Differential Evolution 

DE は，実数値最適化向けの進化計算手法であり，ア
ルゴリズムが比較的単純であるにも関わらず優れた探
索性能を持つことから，近年注目を集めている．DE に
おける探索の特徴は子個体の生成時に差分ベクトルを
用いる点にある．各変数の値の２個体間の差を子個体
の生成に活用することで，個体が広く分散している探
索序盤では大域的な探索を，個体が収束してくる探索
終盤では局所的な探索を行うことができ，効率的であ
る．さらに，DE は 1 つの親個体に対し 1 つの子個体
を生成し優れた方を選択することで二者択一の評価方
法を実現しているため，遺伝的アルゴリズム（Genetic 

Algorithm: GA）のような全個体を評価し各々に評価点
を与える評価方法によるものと比べと，対話型進化計
算に適した手法であるといえる． 

以下に DE の演算手順を記す．各個体は𝒙 =
(𝑥1, … , 𝑥𝑗 , … , 𝑥𝐷)のように，𝐷次元ベクトルになってい
る． 

1. 個体群を初期化する． 

2. target vector 𝒙を決定する．これは𝑁個の全個体
から順番に選ばれる． 

3. 𝒙以外の個体から 3 個体𝒙𝑏，𝒙𝑟1，𝒙𝑟2をランダ
ムに選択する． 

4. 次式よりmutant vector 𝒎を生成する．𝐹(𝐹 > 0)
はスケール係数と呼ばれる． 

𝒎 = 𝒙𝑏 + 𝐹(𝒙𝑟1 − 𝒙𝑟2)          (1) 

5. 𝒙と𝒎を交叉し，trial vector 𝒖を生成する．二項
交叉では，交叉率𝐶𝑟(0 ≤ 𝐶𝑟 ≤ 1)，(0,1)の実数
乱数𝑟𝑎𝑛𝑑𝑗，および[1, 𝐷]の整数乱数𝑗𝑟に基づき，
変数ごとに𝒙と𝒎のどちらの値を𝒖に引き継ぐ
かを決定する． 

𝑢𝑗 = {
𝑚𝑗   if (𝑟𝑎𝑛𝑑𝑗 ≤ 𝐶𝑟 or 𝑗 = 𝑗𝑟)

𝑥𝑗   otherwise
          (2) 

6. 𝒙と𝒖を比較し，適応度（目的関数値）が優れた
ほうを新たな𝒙として上書きする． 

7. ほかの𝑁 − 1個の個体についても順次𝒙として
扱い，3 から 6 の操作を施す（1 世代）． 

8. 2 から 7 の操作を満足解が得られるまで，また
は最大探索世代数𝐺𝑚𝑎𝑥になるまで繰り返す． 

 

しかし，前述のように今回取り扱う離散変数と連続
変数の混合最適化問題においては，目的関数の変数の
うちの離散変数が名義尺度，すなわち「物を識別する
ために割り振られた識別番号」である場合があり，そ
の識別番号の割り振り方には順序関係が考慮されてい
るものとそうでないものが考えられる．また特に対話
型最適化問題においては，識別番号の割り振り方に順
序関係が考慮されている場合でも個々人の主観的価値
観次第ではそれが適切な順序関係ではないことがある．
このように，本来実数値最適化向け手法である DE を
用いて，問題に応じた順序関係を持つような識別番号
の割り振り方がなされないままの離散変数を含む最適
化問題を解くと，DE における効率的な探索性能の要

である個体間差分ベクトルが大域的探索と局所探索の
指標として機能せず，適切な局所探索を行えないため，
探索性能の低下や探索の不安定さを招くことがある． 

2.2 Re-labeling Differential Evolution 

RLDE では，探索を行いながら優れた適応度が期待
できる識別番号が数値的に近くなるように割り振り直
す操作を行うことで，目的関数の見かけの形状を単調
に変え，個体間差分ベクトルを大域的探索と局所探索
の指標として正しく機能させるとともに，局所探索を
適切に行うことができる．この操作は，識別番号ごと
に優れた適応度が期待できる度合いを表す優良度を求
める第 1 段階と，その優良度をもとに識別番号を新し
く割り振り直す第 2 段階に分けられる． 

第 1 段階では，識別番号ごとに優良度を求める．し
かし，IDE における評価者は，各変数値に応じた特徴
を持つ物体やデザインとして表現される個体に対して
対比較を行うだけで，各個体に評価点を与えているわ
けではない．これを踏まえると，各個体の適応度自体
を再割り振りの指標として用いることはできない．そ
こで，優れた適応度を持つ個体の特徴に対応する識別
番号を推定する方法が新たに提案されている．DE で
は，探索が進むにつれて大域最適解やそれに準ずる局
所最適解付近に個体群全体が収束していくとともに適
応度の劣る個体は集団から淘汰され，残った個体には
共通の識別番号が現れるようになる．そのため，これ
らの識別番号が優れた適応度の要因となる特徴に対応
していると考えることができる．すなわち，個体群の
中に頻出する識別番号ほど優れているとして，高い優
良度を与える． 

第 2 段階では，識別番号を優良度が高い順に小さく
（または大きく）なるように割り振り直す．ここでは
第 1 段階で求めた優良度の降順に識別番号をソートす
る．ただし，優良度が等しい識別番号に関しては直前
の世代での識別番号の大小関係を保持するように新し
い識別番号を割り振る．これらの操作は各離散変数に
ついて独立して行われる．例として，1 から 6 の自然
数を識別番号としてとる離散変数について再割り振り
操作を行う様子を Fig. 1 に示す．(a)は個体が空間内に
広く分布した初期状態であり，探索によって(b)のよう
に個体群がある程度収束した後，(c)のように再割り振
り操作が行われる． 

また，進化計算アルゴリズムに解くべき問題を与え，
同アルゴリズムが返した解を使用する人やソフトウェ
アなどの主体は，RLDE によって再割り振りされた新
たな識別番号を正しく認識することができないため，
これらの識別番号再割り振り操作は進化計算アルゴリ
ズムの内部で完結している必要がある．そこで，RLDE

では本来の識別番号と再割り振り操作による新たな識
別番号の相互関係を多次元配列𝑅に保持しておく．配
列𝑅の更新は毎世代行う． 
なお，RLDE では離散変数を連続変数と同様に扱う

ため，実際には探索時の各個体に含まれる離散変数の
値は離散値ではなく実数値である．対比較評価を行う
ときに限り実数値を離散値に丸めた値を遺伝子とする
個体が提示され，再割り振り時は実数値の整数部分を
新たな識別番号に置き換える計算が行われる． 
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3 提案手法 

RLDE の開発により，種々の離散・連続変数混合最
適化問題を対話的に解く効率的な解法が得られた．し
かしこの RLDE には，十分な探索が行われないままの
再割り振り操作によって局所最適解に陥りやすくなる
ことがあるという問題や，局所最適解から脱出するの
が困難になるという問題がある．本論文ではこれらの
問題の解決及び RLDE のさらなる高性能化のため，3

つの手法を提案する．手法 1 では局所収束の防止，手
法 2 では局所最適解からの脱出，そして手法 3 では事
前情報を利用した新たな交叉方法による収束の高速化
をそれぞれ図る． 

3.1 初期個体の均等配置と個体群エントロピーによる
再割り振り開始条件の設定（手法 1） 

従来の RLDE では，探索開始時に個体分布に偏りが
あるときや，探索開始後の早い段階で解空間を満遍な

く探索できていないときに再割り振り操作を行ったり，
問題の難易度に対して再割り振り操作を開始する世代
が早すぎたりすることで局所最適解に陥る危険性があ
った．また，あらゆる難易度の最適化問題への適用が
想定されるにも関わらず，問題の難易度に応じて識別
番号の再割り振り開始世代を決める統一的な指標が存
在しないために，問題によっては再割り振りが進化計
算特有のランダム要素に大きく影響を受けて誤ったも
のになったり，再割り振りによる効果がほとんど得ら
れなかったりする可能性がある．ここでは，個体群の
収束具合を，エントロピーによって数値的に表現し再
割り振り操作の開始基準に利用するとともに，初期個
体をできるだけ均等になるように配置することで進化
計算特有のランダム要素を低減し，エントロピーの初
期値を統一する手法を提案する． 

まず，個体群の収束具合をエントロピーによって数
値的に表現し，再割り振り操作の開始基準に利用する
手法について説明する．従来の RLDE における再割り
振り操作では，優れた適応度が期待できる度合いを表
す優良度を，識別番号ごとに個体群の中での頻出度に
よって決めていることから，探索が進み個体群がある
程度収束したタイミングで再割り振り操作を開始する
ことで，新たな識別番号が探索を適切に反映したもの
になる．そこで本論文では，各離散変数がとり得る全
ての値に対して，その値の個体群内での出現確率を求
め，それをもとに各離散変数がとる値のエントロピー
を求める．このとき，エントロピーは初期の個体群で
最大に，そして個体群が収束するほど小さくなる傾向
があり，その個体群の収束速度は問題の難易度に依存
する．したがって，このエントロピーを正規化したう
えで，あるしきい値を指定することで，あらゆる難易
度の問題に共通の再割り振り開始条件を設定すること
ができる． 

以下では，各離散変数に関する個体群のエントロピ
ーを用いた再割り振り開始世代を決めるための演算手
順を記す．本論文では特徴が異なる(A)，(B)の 2 条件
を考案した．その優劣や特徴は実験を通して比較検討
する． 

1. 𝑘(𝑘 = 1,… , 𝐷𝑑)番目の離散変数において，識別番
号𝑙(𝑙 = 1,… , 𝐴𝑘)の個体群内出現回数𝑎𝑘,𝑙を数え，
それを個体数𝑁で割って個体群内出現率𝑝𝑘,𝑙を求
める． 

𝑝𝑘,𝑙 =
𝑎𝑘,𝑙

𝑁
          (3) 

2. 𝑝𝑘,𝑙から，𝑘番目の離散変数に関する個体群の正規
化エントロピー𝐻𝑘(0 ≤ 𝐻𝑘 ≤ 1)を求める．ただし，
(4)式において𝐻𝑘_𝑚𝑎𝑥は𝑘番目の離散変数に関す
る個体群のエントロピーの最大値であり， 

𝑝𝑘,𝑙 = 0のとき，log 𝑝𝑘,𝑙 = 0とする． 

𝐻𝑘 = −∑ (𝑝𝑘,𝑙 log 𝑝𝑘,𝑙)
𝐴𝑘

𝑙=1
𝐻𝑘_𝑚𝑎𝑥⁄           (4) 

3. 以下の 2 条件(A)(B)のどちらかを再割り振り開始
条件とする． 

(A) まず，全離散変数について𝐻𝑘を求め，正規化
エントロピーの全離散変数平均�̅�を求める． 

𝐻 = ∑ 𝐻𝑘
𝐷𝑑
𝑘=1 𝐷𝑑⁄           (5)  

そして，𝐻が事前に指定したしきい値𝐻𝑟𝑒𝑓よ

 

 

 

Fig. 1: The process that RLDE sorts indices of alleles. 
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りも初めて小さくなったとき，次の世代から
全離散変数で一斉に毎世代配列𝑅の更新を行
う． 

(B) 𝐻𝑘が事前に指定したしきい値𝐻𝑟𝑒𝑓よりも初
めて小さくなったとき，𝑘番目の離散変数で
は次の世代から毎世代配列𝑅の更新を行う． 

 

次に，初期個体を均等に配置する手法について考え
る．初期個体を均等に配置することは，初期探索を満
遍なく行うことにつながり，これにより局所最適解に
陥る危険性を低減できる．また，同じ問題を複数回解
く際に， 1 つの離散変数がとり得る値の総数と探索
に用いる個体数が同じであれば，毎回エントロピーの
初期値が同じ値になるという利点ももたらす． 

初期個体を均等配置する方法はいくつか考えられ
る．まず，3.3 節で述べる変数間の交互作用を考慮する
と，Fig. 2(a)のように各変数の定義域を等分し，格子点
すべてに個体を生成するのが厳密な均等配置の方法で
ある．しかし，変数の数やそれらの変数の定義域によ
って必要な個体数が変動するためこの方法は現実的で
はない．さらに，RLDE では各離散変数で独立に再割
り振り操作が行われることから，再割り振り操作の基
準となるエントロピーに関しても各離散変数で独立に
求める．したがって本論文では，Fig. 2(b)のように個体
数を固定したうえで，ある単独の変数に注目したとき
に各個体でその変数がとる値の間隔が等しくなるよう
に初期個体を配置する．具体的には，各変数で独立に
その定義域を（個体数-1）個の同じ長さの区間に分割
し，分割点と最大値最小値の値を個体にランダムに割
り当てる操作をすべての構成変数に関して繰り返す．
なお，この操作は実数変数に関する大域的探索に対し
ても有効であると考えられるため，各実数変数につい

ても行う． 

3.2 単純突然変異の導入（手法 2） 

従来のRLDEにおいて早期に局所最適解に陥る危険
性が高いことはこれまでにも述べてきた．この問題は
手法 1 によってランダム要素を減らし，適切な世代か
ら再割り振り操作を開始することである程度軽減され
ると考えられるが，再割り振り操作は個体が集まりつ
つある局所最適解への収束をさらに促すように行われ
るので，一度局所最適解に陥ってしまうと一般的なDE

よりもそこからの脱出が困難である．そこで，局所最
適解からの脱出を図り，最終的によりよい満足解を得
るため，GA で行われる操作である単純突然変異を
RLDE にも取り入れる．GA では選択，交叉を経て新た
に生成された子個体に対して突然変異を行う．DE に
おける子個体はトライアルベクトルであるため，この
トライアルベクトルに対して GA と同様の突然変異を
施す．なお，ここでの「単純突然変異」とは GA にて
行われる，個体の変数を一定確率でランダムな値に書
き換える操作を意味し，DE での変異ベクトルの生成
に関わる突然変異とは無関係である．突然変異を行う
のはトライアルベクトル𝒖を生成し，ターゲットベク
トルとの対比較を行う直前であり，突然変異率𝑀𝑝(0 ≤
𝑀𝑝 ≤ 1)に基づいて𝒖に含まれる各変数𝑢𝑗(𝑗 = 1,… , 𝐷)
に対して(6)式に示す操作をする．𝑟𝑎𝑛𝑑𝑗は(0,1)の乱数
であり，各個体の 𝑗番目の変数 𝑥𝑗 の値の範囲が
[𝑥𝑗_𝑚𝑖𝑛 , 𝑥𝑗_𝑚𝑎𝑥]であるとき，𝑟𝑎𝑛𝑑𝑥は[𝑥𝑗_𝑚𝑖𝑛 , 𝑥𝑗_𝑚𝑎𝑥]の乱
数である．突然変異率が大きいほど乱数𝑟𝑎𝑛𝑑𝑥の影響
が大きくなり，よりランダムな探索になる． 

 𝑢𝑗 = {
𝑟𝑎𝑛𝑑𝑥      if 𝑟𝑎𝑛𝑑𝑗 ≤ 𝑀𝑝

𝑢𝑗      otherwise
          (6) 

例えば解が𝒖 = (𝑢1, 𝑢2, 𝑢3, 𝑢4, 𝑢5, 𝑢6)と表され，𝑗 = 3
で突然変異が起こるときは Fig. 3 のようになる． 

3.3 事前情報を利用した交叉方法の見直し（手法 3） 

最適化問題の中には，変数の間に交互作用を持つも
のがある．交互作用とは，ある変数の値によってほか
の変数の値の良し悪しが左右されることを指す．シャ
ツのデザインを最適化する問題を例にとると，シャツ
の模様の良し悪しが色によって変化する場合，模様と
色の間に交互作用があると言える．ここでは，変数間
交互作用を持つ変数の組み合わせの一部が事前情報と
して得られている場合に，それを利用して交叉の方法
を改良し，収束の高速化を図る．ターゲットベクトル
と変異ベクトルの交叉には二項交叉がよく使われるが，
二項交叉は変数間の交互作用を考慮していない．この
場合，互いに関連しながら目的関数の値に影響を与え
る複数の変数どうしの数値の関係が交叉によって崩さ
れてしまうことがあり，効率的な探索にならないこと
がある．そのため先行研究では，DE の演算の中で変数
間の交互作用を推定し個体の効率的な進化に活用する
ものもある 11)．本論文では交互作用の推定を行わず，

 

Fig. 3: An example of mutation. 

3 2.1 0.52 4.0 1 5.43

3 2.1 6.30 4.0 1 5.43

 

 

Fig. 2: Two ways to place individuals at equal intervals. 
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変数間交互作用の一部が事前に分かっているものとし
て多次元配列𝑥𝐼で表現しておく．そして，交互作用を
持つことが分かっている複数の変数値を，ターゲット
ベクトルと変異ベクトルの変数値のうちどちらか一方
から一斉に引き継ぐことで，互いに関連しながら目的
関数値に影響を与える変数値の組み合わせが交叉によ
って崩されることを防ぐ「変数間交互作用を考慮した
二項交叉」（以降 Binomial Crossover Considering Inter-

actions among decision variables: BCCI と略記）を実現す
る．𝑥𝐼の長さ𝐿及びその要素はそれぞれ，既知の交互作
用の総数と解ベクトルの要素番号の組になっている．
ただし要素の長さが 1 のときは，その解ベクトルの要
素番号を持つ変数に関してほかの変数との交互作用が
分かっていないことを表す．例えば解が 𝒙 =
(𝑥1, 𝑥2, 𝑥3, 𝑥4, 𝑥5, 𝑥6) と 表 さ れ る と き 𝑥𝐼 =
[[1,2], [3,4,6], 5]ならば，𝑥1と𝑥2，𝑥3と𝑥4と𝑥6の間には
交互作用があるとわかっており，𝑥5はほかの変数との
交互作用が不明である．このとき交叉は Fig. 4 に示す

ように行われる． 

4 実験条件 

4.1 テスト問題 

本論文では，3 つのテスト問題 P1～P3 を用いてコン
ピュータシミュレーションによる実験を行う． 

各問題の詳細は以下に示す通りである． 

P1～P3 共通の条件： 

 変数の数𝐷 = 6 

 各変数のとる値 

解が𝒙 = (𝑥1, 𝑥2, 𝑥3, 𝑥4, 𝑥5, 𝑥6)と表されるとき， 

・ 𝑥1, 𝑥3, 𝑥5は離散変数， 

𝑥1, 𝑥3, 𝑥5 ∈ {0,1,2,3,4,5,6,7,8,9} 
・ 𝑥2, 𝑥4, 𝑥6は連続変数，𝑥2, 𝑥4, 𝑥6 ∈ [0,5] 

 既知の変数間交互作用 

𝑥𝐼 = [[1,2], [3,4], [5,6]] 
すなわち，𝑥1と𝑥2，𝑥3と𝑥4，𝑥5と𝑥6の間に交互作
用があることが事前に分かっているものとする．
ただし実際には全変数間で交互作用を持つ． 

 問題の詳細 

各問題は，目的関数𝑓𝑝(𝑥1, 𝑥2, 𝑥3, 𝑥4, 𝑥5, 𝑥6) (𝑝 =
1,2,3)を最小にする解を求める問題である．𝑓𝑝は
対話型最適化問題の評価者の主観的価値観を疑
似的に表現した関数であり，いずれも多峰性混合
ガウス関数𝐺(𝑥1, 𝑥2, 𝑥3, 𝑥4, 𝑥5, 𝑥6)（ただし𝐺は全問
題で共通），𝑔𝑝1(𝑥1, 𝑥2)，𝑔𝑝2(𝑥3, 𝑥4)，𝑔𝑝3(𝑥5, 𝑥6)
の和により構成される．これにより，すべての変
数間で交互作用があるが，さらに特定の変数間で
特に強い交互作用があり，目的関数値に影響を与

えるような関数を実現している．また，手法 1 の
検証のため，各問題では𝑔𝑝1，𝑔𝑝2，𝑔𝑝3の難易度や，
目的関数値への影響の強さを変化させている．具
体的には，峰の数は P1，P2 では 2 つ，P3 では 6

つであり，最も高い峰の高さの比は P1 では
𝐺: 𝑔11: 𝑔12: 𝑔13 = 3: 1: 1: 1 ， P2 ， P3 で は
𝐺: 𝑔𝑝1: 𝑔𝑝2: 𝑔𝑝3 = 6: 1: 1: 1となっている．その結
果，目的関数の難易度は𝑓1 < 𝑓2 < 𝑓3の順に高くな
る． 

 

以下では，各問題の目的関数について記す．まず多
峰性ガウス関数𝐺は次式で与えられる． 

𝐺 = −∑𝑎𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

6

𝑗=1

6

𝑖=1

 

 𝐺の峰の高さ： 

(𝑎1, 𝑎2, 𝑎3, 𝑎4, 𝑎5, 𝑎6) 

= (30.0,25.0,20.0,15.0,10.0, 5.0) 

 平均： 

𝑚 =

[
 
 
 
 
 
7.0 1.0 5.0 2.0 3.0 4.0
2.0 5.0 3.0 3.0 5.0 4.0
9.0 3.0 2.0 1.0 9.0 1.0
1.0 4.0 8.0 2.0 5.0 2.0
3.0 4.0 4.0 2.0 8.0 1.0
5.0 5.0 2.0 4.5 9.0 5.0]

 
 
 
 
 

 

𝑚は𝑚𝑖𝑗を(𝑖, 𝑗)成分とする行列である． 

 分散： 

𝑠 =

[
 
 
 
 
 
1.0 1.0 1.0 1.0 1.0 1.0
1.0 1.0 1.0 1.0 1.0 1.0
1.0 1.0 1.0 1.0 1.0 1.0
1.0 1.0 1.0 1.0 1.0 1.0
1.0 1.0 1.0 1.0 1.0 1.0
1.0 1.0 1.0 1.0 1.0 1.0]

 
 
 
 
 

 

𝑠は𝑠𝑖𝑗を(𝑖, 𝑗)成分とする行列である． 

P1： 

𝑓1 =
1

2
(𝐺 + 𝑔11 + 𝑔12 + 𝑔13) 

𝑔11 = −∑𝑏𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

2

𝑗=1

2

𝑖=1

 

𝑔12 = −∑𝑏𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

4

𝑗=3

2

𝑖=1

 

𝑔13 = −∑𝑏𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

6

𝑗=5

2

𝑖=1

 

𝑔11，𝑔12，𝑔13の峰の高さ: (𝑏1, 𝑏2) = (10.0,5.0) 

𝑓1 の最小値: −30.545… 

 

P2： 

𝑓2 =
1

2
(𝐺 + 𝑔21 + 𝑔22 + 𝑔23) 

 

Fig. 4: An example of BCCI. 
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𝑔21 = −∑𝑐𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

2

𝑗=1

2

𝑖=1

 

𝑔22 = −∑𝑐𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

4

𝑗=3

2

𝑖=1

 

𝑔23 = −∑𝑐𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

6

𝑗=5

2

𝑖=1

 

𝑔21，𝑔22，𝑔23の峰の高さ: (𝑐1, 𝑐2) = (5.0,2.5) 

𝑓2の最小値: −30.363 … 

 

P3： 

𝑓3 =
2

3
(𝐺 + 𝑔31 + 𝑔32 + 𝑔33) 

𝑔31 = −∑𝑑𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

2

𝑗=1

6

𝑖=1

 

𝑔32 = −∑𝑑𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

4

𝑗=3

6

𝑖=1

 

𝑔33 = −∑𝑑𝑖exp ∑{
−(𝑥𝑗 − 𝑚𝑖𝑗)

2

2𝑠𝑖𝑗
2 }

6

𝑗=5

6

𝑖=1

 

𝑔31，𝑔32，𝑔33の峰の高さ: 

(𝑑1, 𝑑2, 𝑑3, 𝑑4, 𝑑5, 𝑑6) = (5.0,4.0,3.0,2.0,1.0,0.5) 

𝑓3の最小値: −31.075 … 

4.2 比較方法 

本論文では，4.1 節の各テスト問題に対して，DE，
従来の RLDE，本論文の提案手法を導入した RLDE を
適用し，各提案手法の特徴を考察する．実験を通して
共通の条件は以下の通りである． 

実験条件： 
 個体数𝑁 = 10 

手法 1 を用いない場合，各個体は空間内にランダ
ムに生成される． 

 最大探索世代数𝐺𝑚𝑎𝑥 = 100 
 スケール係数𝐹 = 1.2 
 交叉率𝐶𝑟 = 0.4 

手法3を用いない場合の交叉方法は通常の二項交
叉． 

 手法 2 を用いる場合の突然変異率𝑀𝑝 = 0.05 
 RLDE に関して 

・ 初期状態では各離散変数の識別番号の割り
振りはランダムに決める． 

・ 手法 1 を用いる場合，正規化エントロピーの

しきい値は条件(A)(B)共通で𝐻𝑟𝑒𝑓 = 0.7とす

る．手法 1 を用いない場合，再割り振り操作

は 2 世代目より行う． 

 試行回数100 

5.1，5.2，5.3，5.4 節ではそれぞれ，手法 1，手法 2，手
法 3，またそのすべてを導入した RLDE に関して DE

や従来の RLDE との比較を行う．また，手法 3 は最適
化問題の事前情報を活用するものであり DE に対して
も有効であることが期待できるため，DE にも導入し
て検証する．比較項目は以下の 2 つである． 
比較項目： 
1. 各世代での最良値について，その平均値を 100 回

の試行結果から求め，最良値平均の 100 世代目ま
での推移について比較を行う． 

2. 条件(A)(B)間の比較のため，各世代での再割り振
り開始回数を記録し，再割り振り開始世代の平均
と分散を比較する．これは 5.1 節でのみ行う． 

5 実験結果と考察 

5.1 手法 1 

Fig. 5 は P2 について，DE，従来の RLDE，手法 1 の
条件(A)(B)を取り入れた RLDE を用いて解き，100 世
代目までの最良値平均の推移を表したグラフである．
まず，従来の RLDE を用いて解いた場合，DE よりも
序盤の収束速度を上昇させることができた一方で，DE

に比べ中盤以降の最良値平均の精度（𝑓𝑝の最小値にど
れだけ近いかを指す）は悪化している．次に手法 1 を
取り入れた RLDE について見ると，約 10 世代目以降
再割り振りの影響が表れ始め，RLDE と同等以上に急
速な収束が起きたのち，最終的に DE に近い最良値平
均が得られた．これらは P1，P3 についても同様であ
った．また特に P1 については，DE と同程度の収束値
を得るまでの世代数を DE よりも 20～30 世代ほど短
縮できた．このことから，初期個体の均等配置とエン
トロピーによる再割り振り開始条件によって適切な識
別番号再割り振り操作が行われた結果，RLDE 本来の
特徴である収束の速さと，局所収束の起こりにくさを
両立できたと考えられる．また，条件(A)と(B)について
は差がほとんど見られなかった．さらなる考察のため，
以下では条件(A)(B)について，再割り振り開始世代の
平均と分散を比較する． 

まず Table 1 より，再割り振り開始世代の平均につ
いて考察する．目的関数の難易度は𝑓1 < 𝑓2 < 𝑓3の順に
高くなっているため，個体群の収束はこの順に遅くな
る．実際に，全ての開始条件と着目変数の組み合わせ
において再割り振り開始世代の平均はP1<P2<P3の順
に大きくなっており，個体群の収束が遅いほど再割り
振り開始も遅くするというエントロピー条件が正しく

 

Fig. 5: The average convergences by using proposed 

method No.1 in P2. 
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機能していると考えられる．また，条件(B)を用いた場
合，変数によって再割り振り開始が 1～4 世代程度異
なるが，その平均は条件(A)を用いた再割り振り開始世
代平均値とおおよそ一致する．次に Table 2 に示した，
100 回の試行における再割り振り開始世代の分散につ
いて考察する．まず Table 1 と Table 2 を比較すると，
再割り振り開始世代の平均が大きいほど分散も大きい
傾向があることが分かる．つまり，上述の Table 1 の結
果が示すように，難易度が高いほど再割り振り開始世
代は遅くなることから，難易度が高いほど再割り振り
開始世代はばらつきやすいと言える．さらに Table 2 よ
り，条件(B)を用いたときの分散の平均は，条件(A)を用
いたときの分散よりも大きいことも分かる． 

以上のことから，各条件(A)(B)の性質について考察
する．条件(B)では，ある変数で偶然収束が早かったり
遅かったりした場合に，再割り振り開始世代が直接影
響を受けてばらつきやすい一方，条件(A)では，エント
ロピーの平均値を用いることで偶然性の影響を受けづ
らくなり，再割り振り開始世代のばらつきが抑制され
ていると考えられる．しかし，条件(B)を用いた場合は，
複数の離散変数間で収束のしやすさに差がある場合に
も個体群の収束に基づいた正確な再割り振りが行われ
やすく，その開始世代は条件(A)を用いた場合と平均的
にはほぼ等しい．さらに 2 つの条件で最良値平均の推
移にほぼ差がないことから，問題の難易度や個体群の
収束速度に合わせた再割り振りの開始条件としてより
適しているのは(B)だと考えられる． 

5.2 手法 2 

 Fig. 6 は P2 について，DE，従来の RLDE，手法 2 を
取り入れた RLDE を用いて解き，100 世代目までの最
良値平均の推移を表したグラフである．手法 2 を取り
入れた RLDE を用いて解いた場合，DE と同程度かそ
れ以上の最終世代での最良値平均の精度が得られた．

また，これらは P1，P3 についても同様であった．従来
のRLDEでは局所収束の影響で中盤以降最良値平均が
ほぼ横ばいになるが，突然変異を導入することで局所
最適解からの脱出が図られ，さらに探索が進んだもの
と考えられる．また探索序盤に突然変異が起きても最
良値平均の精度や収束速度の低下などはみられなかっ
た．このことから，突然変異によるランダム要素がも
たらす悪影響は序盤の比較的大域的な探索においてあ
まり大きくないことも分かる． 

5.3 手法 3 

 Fig. 7 はそれぞれ P2 について，DE，従来の RLDE，
手法 3 を取り入れた DE，手法 3 を取り入れた RLDE

を用いて解き，100 世代目までの最良値平均の推移を
表したグラフである．手法 3 を取り入れた RLDE を用
いて解いた場合，従来の RLDE を用いて解くよりもそ
れぞれ探索序盤の収束速度が上昇した．また，これら
は P1，P3 についても同様であった．したがって，変数
間依存関係を考慮した二項交叉を行い，目的関数の値
に大きく影響する変数値の組み合わせを崩さないよう
にすることで，前世代までの探索情報を利用したより
効率的な探索が行えたと考えられる．また DE につい
ても，手法 3 の導入により同様の効果が得られた．一
方で最終世代での最良値平均の精度については，DEと
RLDE のそれぞれで従来手法からの改善が見られなか
ったため，変数間交互作用を考慮した二項交叉による
効果は収束の高速化に限られるものと考えられる． 

5.4 まとめ 

Fig. 8 は P2 について，DE，従来の RLDE，手法 1～
3 をすべて取り入れた RLDE を用いて解き，100 世代

 
Fig. 6: The average convergences by using proposed 

method No.2 in P2. 
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Fig. 7: The average convergences by using proposed 

method No.3 in P2. 
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Table 1: The average generations of first re-labeling in 

each problem. 

 

Table 2: The variance of generations of first re-labeling 

in each problem. 
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目までの最良値平均の推移を表したグラフである．手
法 1～3 をすべて取り入れた場合においても Fig. 8 か
ら分かるように，探索序盤では従来の RLDE 以上に急
速な収束が見られ，中盤以降も最良値が横ばいになる
ことがなく，探索を通じて DE 以上の最良値の精度が
得られていることから，離散・連続変数混合最適化問
題において，本論文の各提案手法による効果があると
確認できた． 

6 結論と今後の課題 

本論文では，対話型問題によくみられる離散変数と
連続変数の混合最適化問題に着目し，それに対応でき
る最適化手法としてRLDEを改良して適用し，その有
用性を確かめた．従来のRLDEには局所収束が起こり
やすいこと，局所最適解から脱出しにくいことという
2つの問題が存在するため，この問題を解消しながら
RLDEのさらなる高性能化を図るために3つの手法を
提案し，そのうえで離散変数と連続変数の混合最適化
問題についてシミュレーション実験を行った．実験で
は，最良値平均の推移をDEや従来のRLDEと比較する
ことで，従来のRLDE以上の収束速度とDE以上の近似
解精度が得られることが確かめられた．収束の高速化
と解の高精度化は，対話型最適化問題においてユーザ
疲労を低減しつつより満足度の高い解を提供できると
いう効果があり，実際の問題への応用にも期待するこ
とができる． 

今後の課題としては，正規化エントロピーのしきい
値や突然変異率といったパラメータを変化させた場合
の性能比較や，変数間交互作用を配列で表現せずに計
算途中で推定を行う手法の導入が挙げられる．両者と
もさらなる検証を行うことで事前にユーザが決定する
パラメータや配列を削減でき，様々な問題に対して
RLDEを効果的に適用できるようになると考えられる． 
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1   序論 

1.1   研究背景 

最近では、服のデザインや音楽のメロディー生成、

画像の処理などを、専門家だけでなく素人でも行う機

会が増えている。しかし、自分自身が思い描くアイデ

アを具体的に表すというのは困難である。そうした活

動をより簡略化するために、デザインのような目的関

数が数式化できない最適化問題を人間の感性をもとに

最適化する目的で対話型進化計算 (Interactive 

Evolutionary Computation : IEC)[1,2]が用いられる。 

進化計算(Evolutionary Computation : EC)[3]とは生物の

進化過程から着想を得た最適化手法である。進化計算

では解候補を個体と呼び、個体を整数、実数、記号の

配列や木構造などで定義される染色体で表現する。初

めにランダムに生成された初期集団中の個体を評価し

生存選択を行う。そして生存する個体群の染色体情報

を用いて新たな染色体を生成する交叉、染色体の情報

を一部変更する突然変異の 2つにより、子個体を生成

する。子個体群と生存選択した個体群を次世代の集団

とする。子個体群のみを次世代の集団とする手法もあ

る。この集団の評価と、子個体の生成を繰り返すこと

で最適解を取得する。 

人間が評価を行う進化計算を対話型進化計算という。

対話型進化計算ではユーザ自身が主観的価値観をもと

に評価をするので、ユーザの好み、価値観を説明でき

なくても評価を繰り返すことで解を取得できるという

メリットがある。遺伝的アルゴリズム (Genetic 

Algorithm; GA) 、 粒 子 群 最 適 化 (Particle Swarm 

Optimization; PSO)[4]、差分進化(Differential Evolution; 

DE)[5]といった進化計算アルゴリズムが対話型進化計

算に使用される。 

DEは一対比較評価を行うため、ユーザ負担が最も小 

さい手法であり、GA、PSOと同等以上の探索性能を誇 

る[6]。TGA[7]というトーナメント方式 GA で一対比較

を行い勝ち進んだ対戦数に応じて評価値を設定する手

法も考案されたが、DE のほうが有力であることを示

した研究[4]がある。以上のことから DE が対話型進化

計算で頻繁に用いられている。 

 

1.2   対話型進化計算の問題点 

対話型進化計算の大きな問題としてユーザの疲労蓄 

積による評価回数の制限があげられる。一般的にユー

ザが評価できる個体数は 10から 20個程度、10から 20

世代までといわれている。限られた個体数、世代数の

うちにユーザが納得できる解を得られない場合も多々

ある。そこで解の収束を速くするために、目的関数の

多峰性領域を単峰性領域になるまで分割し収束点を推

定すること[8]や、進化レベルという解候補が進化した

回数[9]を導入し新たな個体を生成する際の情報として

用いることで進化の高速化を行うといった様々な研究

が行われている。 

 

1.3   研究目的 

対話型進化計算の問題点を解決するために、一対比

較の情報しか使用していない DEに GAのような個体

の多段階評価情報を加えることで、ユーザ負担は多少

増すものの、探索性能の向上につながり少ない世代で

ユーザが納得できる解を得ることを本研究の目的とす

る。 

 

2   差分進化(DE) 

2.1   差分進化(DE)のアルゴリズム 

差分進化(DE)[5]とは Storn and Prince によって提唱さ

多段階評価を取り入れた対話型差分進化の高速化 

○野田  和弥（九州大学）, 船木  亮平（九州大学） , 村田  純一（九州大学） 

Accelerated interactive differential evolution with multi-stage evaluations 

*K. Noda, R. Funaki, and Z. Murata (University of Kyushu)  

Abstract－   The purpose of this research is to accelerate the convergence of the solution in 
order to solve the issue that the user cannot obtain a satisfactory solution because of the limit 
on the number of evaluations in interactive evolutionary computation algorithms. The following two 
improvements were made by incorporating the multi-stage evaluations into the interactive 
differential evolution, which evaluates the solutions by the pairwise comparison with a light 
user burden: (1) Generate new individuals around the individuals with good evaluations; (2) 
If the pairwise comparison loser is better than the winner of another pairwise comparison, the 
loser remains in the next generation. The performance improvement was confirmed by com-
paring the proposed method with the existing method. 
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れた最適化手法の 1 つである。DE の特徴は個体群の

中から 3 つを選択し、1 つをベースベクトル、残る 2

つのべクトルの差を差分ベクトルすることで、ベース

ベクトルの性質を引き継いだ新たな個体の生成に使う。

探索序盤は個体がまばらに分布しているため、大きな

差分ベクトルが与えられ、探索範囲が広い（大局的探

索）。しかし、世代が進むにつれ個体同士が集まるよう

になり、小さな差分ベクトルが与えられ、次世代の個

体も近辺に生成されるようになる(局所的探索)。この

大局的探索から局所的探索にスムーズに移行できると

いう点がDEの強みである。 

DEにはいくつかの方式があり、DE / base / num / cross

の記述方式で表される。baseの部分はベースベクトル

の選択方法を表しており、numは差分ベクトル対の個

数を示している。また、crossの部分に関しては子を生

成する際の交叉を表す。bin (binominal crossover)という

一定の確率で遺伝子を交換する交叉と、 exp 

(exponential)という指数関数的に減少する確率により

遺伝子を交換する交叉がある。DE / rand / 1 / binのアル

ゴリズムは以下のように記述される。変数の数（次元）

を Dとすると個体は x =(x1, x2, …, xD) と表され、すべ

ての変数は上限値 xj_ max、下限値 xj_ minの制約条件を満

たしている。 

 

Step 1  N個の個体で構成される初期集団 P0を生成

する。集団内の i 番目の個体は x i= (xi, 1, xi ,2, … xi,D)で表

される。 

 

Step 2  (target vector) xiに対して重複しないように 3

個体 xa、xb、xcをランダムに選択する。xa、xb、xc、ス

ケーリングファクターF (0 < F < 2)からミュータントベ

クトルmi (mutant vector)を以下のように生成する。 

mi = xa + F (x b - xc)  

xaをベースベクトル(base vector)、 xb - xcを差分ベクト

ルと呼び、この Step 2のことを突然変異という。 

 

Step 3 ミュータントベクトルmiと親であるターゲ

ットベクトル xiを交叉することでトライアルベクト

ル xi 
child (trial vector)を生成する。交叉点 jを全ての要

素(1, 2, …, D)からランダムに選出し、トライアルベク

トル xi 
childの j 番目の要素をmiの j 番目の要素から継

承する。他の要素については交叉率 Cr (0 < Cr  ≤ 1) の

確率でmiの要素から継承し 1 - Crの確率で親の個体 xi

の要素を引き継ぐ。この Step 3のことを交叉とい

う。交叉率が大きいほどミュータントベクトルの影響

が大きくなる。 
 

Step 4 生成されたトライアルベクトルが、探索の範

囲外にある時には、探索範囲から超えた分を内側に反

転させることでトライアルベクトルを探索範囲領域に

収める。 

 

Step 5 トライアルベクトルを評価する。トライアル

ベクトル xi 
childがターゲットベクトル xiよりも優れて

いる場合にトライアルベクトルが次世代に残る生存者

となり、ターゲットベクトルをトライアルベクトルに

書き換える。 

 

 Step 6 全てのターゲットベクトルに対し Step 2 か

ら Step 5までを行う。 

 

Step 7 Step 6 をユーザが納得のいく解を得られる

まで繰り返し行う。この繰り返し回数のことを世代と

いう。シミュレーションではあらかじめ設定された最

大世代数までこの試行を繰り返す。 

 

以上がDE / rand / 1 / binのアルゴリズムの説明にな

る。DE / best / 1 / binのアルゴリズムは Step 2におい

てベースベクトル xaをランダムに選定するのではな

く、ベスト個体で固定する。 

 

2.2   DE / rand / 1 / bin , DE / best / 1 / binの特性 

以下 DE / rand / 1 / binをDE(rand)、DE / best / 1 / bin

を DE(best)と記述する。DE(rand)は差分ベクトルに加

え、ベースベクトルもランダムに選出され、交叉率 Cr

が大きいほどミュータントベクトルの個体情報を引き

継ぎやすくなるため、多様な子個体が生成され、探索

領域が広くなる。つまりDE(rand) には、大局的探索を

行うため解の正確性に優れているが、解の収束が遅い

という特徴がある。それに対しDE(best) はユーザが選

出したベスト個体でベースベクトルを固定するため、

ベースベクトルと似た性質を持つ個体が生成されやす

く、局所的探索になりやすい。このことから DE(best) 

は、探索範囲が狭くなり局所解にはまりやすくなるが、

解の収束は速いという特徴を持つ。 

 

3   提案手法 

3.1   概要 

本研究では、ユーザが一対比較に加えて全ての個体

に行う多段階評価により、個体の優劣情報を取得し活

用することで、解の収束を高速化することを目的とす

る。ユーザが個体に対して n段階評価を行うが、GA

のような 7から 10段階評価といった細かい評価を行

うことは、ユーザが評価に悩んだり、複数の個体に同

じ評価をしてしまうことに関する心理的ストレスを
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感じてしまったりといった懸念があるため n は小さ

ければ小さいほど好ましい。以上のことを踏まえ、n 

= 3の「良い」、「普通」、「悪い」のような 3段階評価

と n = 5の「とても良い」、「良い」、「普通」、「悪い」、

「とても悪い」といったような 5 段階評価をユーザ

が行う。 

 

3.2   n段階評価DE(手法 1) 

手法 1の手順は、ユーザが一対評価に加えて、全て

の個体に n段階の評価を行い、その評価が良い個体を

ベースベクトルとして固定し次世代の個体を生成する

というものである。これはベースベクトルにベスト個

体を使用する DE(best)と同様に解の収束の高速化を狙

いとしている。また DE(best)ではベスト個体選出の際

にユーザが全ての個体から最も良い個体を選ぶのに対

し、手法 1ではユーザの主観による絶対評価を行うの

で、一対比較での勝者とその時点での best個体の一対

比較を繰り返す DE(best)よりも評価回数が減り、ユー

ザ負担の軽減が可能である。そのほかの手順は、従来

のDEの手順と同じである。 

求める解が特に音や動画といった時系列データの場

合、DE(best)でのベスト個体の選出のためには今まで

に評価した個体情報をユーザが記憶する必要があり、

ユーザ負担が大きくなってしまうという欠点がある。

しかし手法 1はベスト個体の選出は行わずに個体の絶

対評価を活用するため、解が時系列データの時も実用

的である。 

 

3.3   n段階評価 change DE(手法 2) 

手法 2の従来手法と異なる点は、ユーザが一対比較

の際にどちらの個体にも多段階の評価を行うため、次

世代に残る勝ったグループに属する個体であっても、

淘汰される予定の負けたグループにある個体よりも評

価が悪かったという場合にその個体同士を交換するこ

とである。 

目的関数が連続変数で定義可能である場合に関して

は、評価値の悪い個体の近辺に次世代の個体を生成し

たとしても、それは評価値の悪い個体になる可能性が

高い。特にDE(rand)でベースベクトルに評価の悪い個

体が選択されると、生成される次世代の個体の評価は

悪くなってしまう可能性が高い。 

一対比較で負けた個体群には、勝った個体群よりも

優れた個体が存在することがある。n 段階評価を導入

することで評価を一対比較より細かく取得でき、勝ち

残った個体群に含まれている評価が悪い個体と、負け

てしまった個体群に含まれている評価が良い個体を交

換できる（解の交換）。この解の交換によって、個体群

の評価値を底上げすることが可能である。実際に解の

交換で性能が改善できるということは手法 2よりも解

の交換回数が多く性能に差が出た手法 3を用いて検証

している。 

 

3.4   worst to best change DE(手法 3) 

手法 3の目的は手法 2と同じで、評価値の悪い個体

をもとにトライアルベクトルが生成されても、このト

ライアルベクトルの評価値は悪くなりやすいため、評

価の悪い個体と良い個体の交換を行うことで、ターゲ

ットベクトルの更新回数を増やし探索の効率をよくす

ることを目的としている。また、結果的には手法 2よ

りも解の交換回数が多くなるため、解の交換がもたら

す探索への効果を検証することも目的とする。 

手法 3の手順を説明する。個体の一対比較を終えた

後に勝ったグループの中から最悪個体(worst個体)の選

出と、負けた個体グループの中から最良個体(best個体)

の選出をユーザが行う。これらの worst個体と best個

体を交換する。その他の手順は従来 DEと同じである。 

 

4   シミュレーション方法 

4.1   検証関数 

本研究のシミュレーションで扱う目的関数は疑似

IECユーザを想定して設計された(1)式で表される混合

ガウス関数[8]である。この 4 つのピークを持つ混合ガ

ウス関数を用いる理由は、ユーザが簡単には大域的最

適解を得られず、局所的最適解を取得してしまう可能

性があるからである。 

�����, …,  ���

=  −���exp�−� (�� − ���)�

2����
�

�	�

�           (1)




�	�

 

次元数D = 10 

 

ガウス関数の数 k = 4 

振幅 a =�3.13.4

4.1

3

� 

平均値

µ=� −1 1.5 −2 −2.5 −1 1.5 −2 −2.5 −1 1.5

0 −2 3 1 0 −2 3 1 0 −2

−2.5 −2 1.5 3.5 −2.5 −2 1.5 3.5 −2.5 −2

−2 1 −1 3 −2 1 −1 3 −2 1

� 
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標準偏差 

� � �1.5 1.5 1.5 1.5 1.5 1.5 1.5 1.5 1.5 1.52 2 2 2 2 2 2 2 2 21 1 1 1 1 1 1 1 1 12 2 2 2 2 2 2 2 2 2 � 

 

この検証関数の最適解の評価値は -3.400 となる。 

3 段階評価の場合、評価値域の上位 33.3％の個体を「良

い」、下位 33.3％の個体を「悪い」それ以外を「普通」

という評価を下すように設計した。5 段階評価は同様

に評価値域を 5 等分し、上位から順に「とても良い」、

「良い」、「普通」、「悪い」、「とても悪い」と判断する

よう設計した。 

 

4.2   シミュレーション条件 

本研究における IDEシミュレーションの条件を以下

に示す。 

・個体数 10 

・次元数 10 

・変数 xiの最大値 5 

・変数 xiの最小値 -5 

・F 0.8 

・Cr 0.8 

・最大世代数 50 

・試行回数 100 

 

4.3   比較方法 

疑似 IECユーザを想定した検証関数を用いて従来手

法である DE(rand)、DE(best)、提案手法の 3 つを比較

する。 

提案手法のうち手法 3 に関しては DE(rand)と

DE(best)のターゲットベクトル群（勝ち残っている個

体群）で評価が最も悪かった個体(worst 個体)が使用さ

れたトライアルベクトルの生成回数と、そのトライア

ルベクトルが一対比較で勝利した回数を記録する。ま

た手法 3 で解の交換をした個体が使用されたトライア

ルベクトルの生成回数と、そのトライアルベクトルが

一対比較で勝利した回数も同様に記録することで解の

交換が探索の向上につながるのかを検証する。 

対話型進化計算でユーザが厳密な最適解を得るのは

困難であるため、大域的最適解とシミュレーションで

得られた解のユークリッド距離が 1 より小さい場合に

は、大域的最適解付近の領域に到達し、ユーザが満足

できる解(満足解)を得られたと仮定する。ユークリッ

ド距離を 1 に設定した理由は大域的最適解と局所的最

適解が最も近い距離が 4 であることや、ガウス関数の

σの値から評価値を計算して、中心から距離が 1 離れ

た点では、評価値の上位 12％程度の値をとることであ

る。 

手法 2 と手法 3 は解の交換によって、解の収束が速

くなるという反面、局所的探索に陥りやすいことが予

想される。そこで 100 試行における満足解到達回数と

世代別の評価値の分散を記録してDE(rand)、DE(best)、

提案手法で比較し、解の交換による多様性の損失の検

証を行う。 

 

5   シミュレーション結果と考察 

5.1   手法１ 

手法 1 のシミュレーション結果を Fig. 1 に示す。Fig. 

1 は 100 試行における従来手法と手法 1 の 50 世代の

平均評価値を表している。 

 

Fig. 1: Comparison of the method 1 and the conventional 

methods 

 

Fig.1 から、50 世代までに解が収束しておらず、解の

収束の速さが DE(rand) < 3 段階評価 DE < 5 段階評価

DE < DE(best)の順であることが確認できる。手法 1 は

DE(best)の方法と似ているため、探索範囲も局所的探

索になりやすくユーザから細かい評価を得るほど、性

能が DE(best)に近づく。解の正確性を重視しない場合

にはユ、ベスト個体を全個体から選出するより、数段

階で個体の絶対評価を答える方が、ユーザ負担が軽い

こともあるので、この手法 1 に有用性がある。 

 

5.2   手法 2 

手法 2 のシミュレーション結果は Fig. 2, 3, 4, 5 に示

す。また Table 1 に解の交換回数を記録した。Fig.2, 3, 

4, 5 は 100 試行における従来手法と手法 2 の 50 世代

の平均評価値を表している。 
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Fig. 2: Comparison of the method 2 (three-stage evaluation) 

and the conventional method (rand) 

 

 

Fig. 3: Comparison of the method 2 (three-stage evaluation) 

and the conventional method (best) 

 

 

Fig. 4: Comparison of the method 2 (five-stage evaluation) 

and the conventional method (rand) 

 

Fig. 5: Comparison of the method 2 (three-stage evaluation) 

and the conventional method (best) 

 

Table 1  Exchanging solutions for the method 2 

Type of the method 2 The number of solution 

exchanges 
Three-stage (rand) 5.98 
Three-stage (best) 6.88 
Five-stage (rand) 12.16 
Five-stage (best) 12.97 

 

今回のシミュレーション結果から、3 段階評価

change DE(rand)、3 段階評価 change DE(best)の性能に

変化はほとんど見受けられなかった。5 段階評価

change DE(rand)に関しては 35 世代以降からわずかに

性能が良くなっているのが確認できた。5 段階評価

change DE(best)に関しては 23 から 35 世代までの間の

性能が向上している。しかし従来手法の DE(rand)、

DE(best)と比較した場合に、性能差が大きく出た箇所

に着目したとしても数世代分程度の向上しかないため、

ユーザ負担を考慮するとこの手法に有用性があるとは

言えない。 

Table 1 は手法 2 において 50 世代までに全個体で行

われた解の交換回数の 1 試行あたりの平均値を表して

いる。5 段階評価 change DE の解の交換回数は、3 段階

評価 change DE の 2 倍を記録した。解の交換により個

体の評価が 1 段階ずつ良くなるとすると、n 段階評価

では一番評価の悪い状態から n – 1 回評価が良くなる。

同様に 3 段階評価では 1 個体につき 2 段階、5 段階評

価では 4 段階も評価が良くなると期待できるため、こ

のような結果となった。探索性能が 3 段階評価 change 

DE よりも 5 段階評価 change DE の方がわずかに向上

しているのは、解の交換回数の増加による寄与だと考

察できる。5 段階評価でも解の収束の速さの向上が

微々たるものであった要因は、解の交換回数が 2 倍に

なったとはいえ、同じ評価の個体しか存在しない場合

に解の交換は行われないため絶対回数が少なかったこ

とである。 

解の交換回数を増加させるためにより細かい評価を
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得ることで性能の向上が期待できるが、7 段階や 10 段

階評価の導入することは、ユーザ負担が大きく好まし

くない。 

 

5.3   手法 3 

手法 3 のシミュレーション結果は Fig. 6、Fig. 7 に示

す。Fig. 6, 7 は 100 試行における従来手法と手法 3 の

50 世代の平均評価値を表している。 

 

 

Fig. 6: Comparison of the method 3 (rand) and the 

conventional method (rand) 

 

 

Fig. 7: Comparison of the method 3 (best) and the 

conventional method (best) 

 

(rand)方式での探索は最大 8 世代ほど収束が早く、

(best)方式の探索においても(rand)方式ほどではないが

4 から 6 世代ほど収束が早くなっていることが確認で

きる。 

DE(rand)の worst 個体がベースベクトルまたは差分

ベクトルに採用された場合、Table 2 に worst 個体選択

回数として記録した。また worst 個体の情報を使用し

たトライアルベクトルがターゲットベクトルとの比較

で勝利した回数をトライアルベクトル勝利数として記

録し、worst 個体選択回数とトライアルベクトル勝利数

をもとに勝率を算出した。DE(best)では、worst 個体が

差分ベクトルに使用された回数を worst 個体選択回数

とし、その他の項目については DE(rand)と同様である。

また手法 3 に関しては、worst 個体が負けた個体群の

best 個体と交換されるため、この交換された best 個体

が使用された回数を worst 個体選択回数としている。

今回のシミュレーション条件にて worst 個体の選択回

数の期待値は(rand)方式では 15000 回 、(best)方式では

11111 回である。 

 

Table 2  The trial vector win rate of the method 3 and the 

conventional methods 

The methods The 

number of 

worst 

individual 

selections 

The 

number of 

trial vector 

wins 

Trial 

vector 

win rate  

[%] 

DE(rand) 15169 2409 15.9 
DE(best) 10817 3098 28.6 

The method 

3(rand) 
15005 3083 20.5 

The method 

3(best) 
10775 4490 41.7 

 

Table 2 で従来手法と手法 3 を比較した結果、手法

3(rand)で 4.6%、手法 3(best)で 13.1%の勝率の向上を確

認し、解の交換によりターゲットベクトルの更新回数

を増やせることを検証できた。Fig. 6, 7 からも、このタ

ーゲットベクトルの更新回数の増加が探索の高速化に

つながったと結論付ける。 

この手法 3を IDEとして実用化する上での問題点は、

ユーザ負担が大きくなることである。ユーザが勝ち残

った個体群から worst 個体、負けた個体群から best 個

体を選択することは、明白に DE(best)よりも負担が大

きくなるからである。実用化する方策として、問題点

であるユーザ負担を軽くするために、個体の評価値を

推定し、ユーザが worst 個体や best 個体を選出する過

程を省略するといった改善が必要である。 

 

5.4   解の交換による多様性の損失 

従来手法と手法 2、手法 3 の各世代における評価値

の分散の比較を Fig. 8, 9 に示す。また Table 3 に各手法

のシミュレーションでの満足解到達回数を記録した。 
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Fig. 8: Variance comparison of the conventional method 

(rand), the method 2 (rand), and the method 3 (rand) 

 

Fig. 9: Variance comparison of the conventional method 

(best), method 2 (best), and method 3 (best) 

 

Table 3 The number of times the optimal solution is reached  

The methods The number of times 

the optimal solution is 

reached by method 
DE (rand) 17 

Five-stage method 2 (rand) 27 
Method 3 (rand) 36 

DE (best) 51 
Five-stage method 2 (best) 52 

Method 3 (best) 50 

 

シミュレーション結果から(rand)方式では分散の値

が 0 に収束していないため、試行によっては満足解に

未到達であるが、対照的に(best)方式では個体群が 1 か

所に収束していると判断できる。 

分散の値に着目すると従来手法と 5 段階評価 

change DE は同じように推移しているが、特に(rand)方

式の worst to best change DE では分散の減少が速いため

探索範囲が狭くなってしまっている。(best)方式は、

(rand)方式より各手法の分散の差は少なく、(best)方式

を用いた各手法の満足解到達回数は同じようになった。

このことから多様性の損失による満足解到達回数への

悪影響は微々たるものであると判断できるため、(best)

方式に解の交換を取り入れることに有用性がある。 

 

6   結論 

本論文では、ユーザが納得できる解をより少ない世

代で獲得するために解の収束の高速化を目的とし、DE

に多段階評価を組み込むことを提案した。 

手法 1 ではベースベクトルに評価の良い個体を使用

することを提案し従来手法と比較した。手法 2 はター

ゲットベクトルの評価の悪い個体を、一対比較で負け

てしまったが評価が良かった個体と交換することを提

案し、従来手法と比較した。手法 3 は一対比較で勝ち

残った個体群の最悪個体と、敗北した個体群の最良個

体の交換を提案し、解の交換の有用性を検証した。 

手法 1 の結果は多段階評価をすることで DE(best)に

近い性能を発揮することができ、ベスト個体を選出す

ることが煩わしくなってしまう音源や動画といった時

系列データを解とするときは手法 1 に有用性があると

示した。 

手法 2 の結果から探索の高速化はほとんど確認でき

なかった。手法 3 の結果により、解の交換がターゲッ

トベクトルの進化回数の増加をもたらし、解の収束の

高速化につながるということが検証できた。 

ユーザが最悪個体や負けた個体群の最良個体を選出

する過程を省略するために評価値の推測などを取り入

れられたら、手法 3 も IDE で実用可能である。 

今後の課題としては、一対比較に多段階評価を取り

入れることで発生するユーザ負担の大きさや、評価基

準の曖昧さがもたらす探索への悪影響を検証する必要

がある。 
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1 はじめに 
近年我が国では，少子高齢化が急速に進み介護現場
における人手不足が深刻な問題になっている 1-2)．その
ような課題に対し，中高年齢者・外国人などの多様な
人材の活用や，介護に関する教育など介護の魅力の普
及啓発といったアプローチの他に，働きやすい環境の
整備といったアプローチとして ICT活用による介護現
場の負担軽減が推進されている 3)． 
介護職員に対する職務時間の調査では，トイレ誘導・
介助，おむつ交換，見守り・コール対応，食事準備・
介助と言った業務に並び，記録関連の業務に時間が費
やされており，職員の記録作成業務に対する負担軽減
は解決すべき課題であると言える 4)． 
そこで本研究では，介護現場における負担軽減のた
めに，介護における記録業務の ICT化を行うことを目
的とする．その中でも本稿は特に，介護現場における
記録業務において作成された事例情報をデータ分析す
ることに着目する．介護事例を分析することにより，
現場間でのスムーズな情報共有や，分析結果を元にし
た介護職員や介護ロボットによる高齢者に対する注意
喚起や声かけなどへの活用が期待できる．介護現場に
おいて蓄積された事例を，現場の知識共有や，介護職
員・ロボットによる高齢者支援時の注意喚起の声かけ
などに生かすため，本研究では介護記録のテキストか
ら文書の特徴抽出を行う手法を提案する．具体的には，
各文書を構成する単語の TF-IDF 値を算出し，文書を
ベクトル表現したのち，クラスタリング手法の一つで
あるGrowing Neural Gas（以下，GNG）を適用した． 

 

2 先行研究 
介護事例の分析を行った研究として，峯崎らの研究
が挙げられる．峯崎らは，事故が起きやすい情報を取
得することを目的として介護施設で起きた事故・ヒヤ
リハットを記載した事故事例テキストを使用しテキス
トマイニングを行った5)．k-means法やランダムフォレ
スト，決定木学習といった手法を用いた分析を行うこ
とで，行動の目的と起きやすい事故の種類は関係が深
い，事故の重症度と介護士の自己処理能力は関係があ
るといった介護事故傾向を明らかにした． 
また，串間らは介護記録の語彙関係から介護に関す
る重要な語彙抽出を行い，さらにテキストデータマイ

ニング統合環境TETDM(Total Environment for Text Data 
Mining)で可視化を行うことにより介護士間で被介護
者の状態を共有できる介護記録内容を検討した6)．介
護記録は被介護者の介護状況を反映していると考えら
れる結果を得たことで，TETDMで介護記録を解析でき
る可能性を示した． 

3 GNGを用いた介護事例テキストの分析 

3.1 介護事例テキストの解析 

3.1.1 介護事例テキストの収集 

介護事例情報の収集には，北海道庁ホームページの
老人施設等における事故事例集 7)と介護事業サービス
を提供しているハートケアグループホームページの事
例集とヒヤリハット 8)から収集する．北海道庁ホーム
ページからは 70 事例，ハートケアグループホームペ
ージからは 85 事例を収集し，実験では計 155 事例を
分析した．また，いずれのホームページからも 1つの
事例に対し事故の概要情報を収集した． 

3.1.2 MeCabによる介護事例の形態素解析 

日本語を処理する場合は，ほとんどの場合において
文を単語に分割する必要がありこの処理のことを形態
素解析と呼ぶ．形態素解析器にはいくつか種類がある
が，本研究では実行速度が高速であることや，他の環
境で利用できるインターフェースが充実していること
を理由に，京都大学情報学研究科−日本電信電話株式会
社コミュニケーション科学基礎研究所共同研究ユニッ
トプロジェクトを通じて開発されたオープンソース形
態素解析エンジンであるMeCab10)を用いて形態素解析
を行った． 

3.1.3 TF-IDFによる介護事例のベクトル表現 

本研究では，介護事例中に出現する単語により，それ
ぞれの事例をベクトルで表現し，そのベクトルをGNG
により分析する．介護事例をベクトルで表現するため
には，TF-IDF手法を用いる． 

TF-IDF手法では，ある単語𝑡の文章𝑑における重要度
を TF-IDF 値により表現する．TF-IDF 値は，TF 値と
IDF 値の組み合わせで計算される．ここで，ある単語
𝑡の文章𝑑の TF値は，以下の式で表現される．ただし，

介護現場支援のための GNGによる介護事例テキストの分析 
○蕪木梨乃 土手口直毅 大保武慶 久保田直行（東京都立大学） 

Text Analysis of Incident Report in Nursing Facilities by using Growing Neural Gas 

* R. Kaburagi, N. Doteguchi, T. Obo, N. Kubota (University of Tokyo Metropolitan) 

 

 

* T. Shisutemu and H. Joho (University of XX) 

Abstract－   As the working population is decreasing in Japan, ICT applications are expected to reduce care-
givers' burden in nursing facilities. In this study, we focused on text analysis of incident report in care-giving in 
order to extract knowledge that can be applied to the sharing for incident prevention. This paper presents a method 
to extract text features on caregivers' reports in unsupervised manner. We use growing neural gas (GNG) to 
represent the feature vectors in the multidimensional space. 
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𝑓𝑟𝑒𝑞()は文章𝑑における単語𝑡の出現頻度を数える関
数である． 

𝑡𝑓(𝑡, 𝑑) = 𝑓𝑟𝑒𝑞(𝑡, 𝑑) (1) 

ある文章において，中心的な話題となる単語はその文
章中で繰り返し出現することが予想される．そのため，
TF 値は出現頻度の高い単語はより重要性が高いとい
う考えに基づいて計算される．  
また，単語𝑡の IDF値は，その単語が含まれる文章数
の割合(DF 値)の逆数で表現される．すなわち|𝐷|を文
章数，|{𝑑: 𝑑 ∋ 𝑡}|を単語𝑡を含む文章数とすると以下の
式で定義される． 

𝑑𝑓(𝑡) = |{𝑑: 𝑑 ∋ 𝑡}| (2) 

𝑖𝑑𝑓(𝑡) = 𝑙𝑜𝑔
|𝐷|
𝑑𝑓(𝑡)

(3) 
IDF 値は，特定の文書に偏って出現する単語ほど重要
であるという考えに基づいて計算される． 
ある単語𝑡の文章𝑑におけるTF-IDF値は，TF値と IDF
値の積によって導出される． 

𝑡𝑓𝑖𝑑𝑓(𝑡, 𝑑) = 𝑡𝑓(𝑡, 𝑑)𝑖𝑑𝑓(𝑡) (4) 

前述したように，TF値はある単語がどれだけ多く出現
したかを表し，IDF 値はその単語がどれだけ文書間に
偏って出現したかを表現する．TF-IDF値では，この両
者の積を取ることで，より多く出現し，かつ出現に偏
りのある単語をより重要であると判断する． 
本研究では，各介護事例を形態素解析エンジンであ
るMeCabにより形態素解析し，その際に得られた単語
の品詞情報から名詞と動詞に限定して TF-IDF による
文章のベクトル化を行なった． 

3.2 GNGを用いた特徴抽出 

Fritzkeは，ノードや結合関係の追加・削除を行うこ
とができるGNGを提案した 13-14)．一般には，GNGは
Growing Cell Structures (GCS)において必ずしも Delau-
nay 三角形分割を行わないモデルであるとともに，年
齢の概念などNeural Gas (NG)といくつかの特徴を共有
する．具体的には，GNGは，サンプルされた入力デー
タに対し，入力データとノードの参照ベクトルとの距
離に基づき，ノードや結合関係の追加・削除を逐次的
に行う手法であり，クラスタとして認識可能なかたま
りに境界を生成しながら，教師無し分類が行える手法
である．以下，GNGの手順を述べる． 
 
Step 0 初期化として，二つのノードの参照ベクトル𝑤!
と𝑤"をランダムに生成し，結合関係𝑐!," = 1，エッジの
年齢𝑎!," = 0とする． 
Step 1 入力データ𝑣を𝑝(𝑣)に従ってランダムに取得す
る．ここで𝑣は前節に記載した介護事例の素性ベクト
ルで構成されている． 
Step 2 入力データ𝑣に対する勝者ノード𝑠!と第２勝者
ノード𝑠"を選択する． 

𝑠! = 𝑎𝑟𝑔min
$∈&

‖𝑣 − 𝑤$‖ (5) 

𝑠" = 𝑎𝑟𝑔 min
$∈&∖{)!}

‖𝑣 − 𝑤$‖ (6) 

 

(a)ノードの発火 

 

(b)ノードの移動 

 

(c)ノードの削除 

 

(d)ノードの追加 

Fig. 1: GNGの学習方法 

Step 3 ノード𝑠!について入力データ𝑣との二乗誤差を
積算誤差𝐸)に加算する． 

𝐸)! ← 𝐸)! + J𝑣 − 𝑤)!J
" (7) 

Step 4 ノード𝑠!およびノード𝑠"と結合関係があるノー
ドの参照ベクトルを更新する．ただし，𝜂!と𝜂"を学習
係数とする(𝜂! > 𝜂")． 

𝑤)! ← 𝑤)! + 𝜂! ∙ O𝑣 − 𝑤)!P, (8) 
𝑤+ ← 𝑤+ + 𝜂" ∙ O𝑣 − 𝑤+P, 𝑖𝑓	𝑐)!,+ = 1 (9) 

Step 5 エッジの年齢を 0にリセットする(𝑎)!,)" = 0).ま
た，ノード𝑠!と𝑠"との間にエッジが存在しなければ，
新たにエッジを作成する(𝑐)!,)" = 1)． 
Step 6 ノード𝑠!と結合関係のあるすべてのエッジの年
齢をインクリメントする． 

𝑎)!,+ ← 𝑎)!,+ + 1, 𝑖𝑓	𝑐)!,+ = 1 (10) 
Step 7 事前に設定した閾値𝑎,-.を超える年齢のエッ
ジを削除する(𝑐)!,)" = 0)．その結果，他のノードと結合
関係をもたないノードが現れた場合は，当該ノードを

削除する． 
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Fig. 2: 各サンプルの分布とGNGの出力結果 
 
Step 8 GNGへのデータ入力が𝜆回ごとに，つぎの操作
を行う． 
  i. 積算誤差が最大のノード𝑞を選択する． 

𝑞 = 𝑎𝑟𝑔max
$∈&

𝐸$ (11) 

ii. ノード𝑞と結合関係のあるエッジの中で最も長い
エッジを選択し，このエッジに結合するノードを𝑓と
すると，このエッジを 2分するようにノード𝑟を挿入
する． 

𝑤/ = 0.5 ∙ O𝑤0 +𝑤1P (12) 
iii. つぎに，ノード𝑞，𝑓間のエッジを削除し(𝑐0,1 = 0), 
ノード𝑞，𝑟および𝑟，𝑓間にエッジを追加する(𝑐0,1 =
1，𝑐/,1 = 1)． 
iv. ノード𝑞，𝑓の積算誤差を以下の式により更新する． 

𝐸0 ← 𝐸0 − 𝛼𝐸0 (13) 
𝐸1 ← 𝐸1 − 𝛼𝐸1 (14) 

v. 最後に，ノード𝑞，𝑓の積算誤差の平均をノード𝑟の
積算誤差とする． 

𝐸/ = 0.5 ∙ O𝐸0 + 𝐸1P (15) 
Step 9 すべてのノードの誤差を減らす． 

𝐸$ ← 𝐸$ − 𝛽𝐸$(∀𝑖 ∈ 𝐴) (16) 
Step 10 終了条件が満たされない場合は，Step2に戻る． 

4 実験結果 
ここでは，GNGによる介護事例テキストの分析の実
験結果を示す．サンプル数は155事例，素性ベクトル
の次元は500次元，GNGの最大ノード数は10，学習回
数は155000回とした． 

Fig. 2は，各サンプルを提案手法により分析した結
果を，全データの平均ベクトルを基準としたコサイン
類似度を用いることで２次元平面上に表している．こ
こで，Fig. 2上部の点群は各サンプルの分布を表して
おり，中央近くのグラフはGNGの各ノードとエッジ
を表している．なお，各サンプルデータは最近傍の
GNGのノードと同じ色で表されている．実験では，
最終的なGNGのノード数は7つとなった． 

Table 1はGNGにおける各ノードの参照ベクトルの特
徴ラベルのうち，ベクトル値の大きいものから順に， 

Table 1: 各ノードの参照ベクトルの特徴ラベル 

Table 2: 介護事例の分類結果の例 

 
上位10個を記載したものである．また，Table 2はサ
ンプルデータである介護事例を分析した結果を一部抜
粋したものである． 

5 考察 
Table 2から，サンプルA〜Gはそれぞれ，「ご飯，
間違え，配膳」，「トイレ，骨折」，「居室，骨折，
ベッド」，「送迎，利用(者)」，「食事，(誤嚥を)起
こし」，「浴室，転倒」，「置き場，間違える」など
といった，各最近傍ノードのTable 1に示した代表的

ノード1 ノード2 ノード3 ノード4
1 する トイレ 居室 利⽤
2 利⽤ ため ところ サービス
3 配膳 転倒 ⾻折 しまう
4 間違い ⾻折 職員 不明
5 サービス 右⾜ ベッド ⾏⽅
6 ⾞椅⼦ ⼿すり ⾏っ 送迎
7 ご飯 便座 ⾞いす ⼣⾷
8 間違え 利⽤ 左⾜ 転倒
9 デイサービス あり 右⾜ 病院
10 訪問 ところ ため オーバー

ノード5 ノード6 ノード7
1 クレーム 転倒 ⼊所
2 起こし ⾻折 間違える
3 ⾷べ 家族 帰宅
4 ⼊り いす 電動
5 しまう 歩⾏ ベッド
6 ヘルパー 利⽤ 移乗
7 ⾷事 職員 不⾜
8 朝⾷ 浴室 忘れる
9 連絡 訓練 置き場
10 イベント ため かけ

特徴ラベル

特徴ラベル

サンプル 事故の概要 最近傍ノード

A お粥とご飯を間違えて配膳する 1

B
トイレよりコールがあり、職員がかけつけると
トイレ内で座り込んでいた。左⾜⾻折。

2

C
職員が居室を巡回中、ベッドから転落して床に
倒れているところを発⾒した。左⾜⾻折。

3

D

デイサービス送迎中の事故．送迎中、急ブレー
キをかけてしまった為、後部座席中央に座って
いた利⽤者が前のめりになり⾜を打撲させてし
まった。

4

E
⾷事介助中、味噌汁を飲んだ際、誤嚥を起こし
た。

5

F
浴室にて、排⽔溝部分で⾜を滑らせ転倒し、右
⼿を床についた。⼿⾸⾻折。

6

G 鍵の置き場所を間違える 7

H

事業所から⾃宅へ送る際、⽞関にて靴を履き替
えるまでは所在を確認できていたが、⾞両への
誘導時に⾏⽅不明が判明した。事業所内を捜し
たが⾒つからず、事業所の周囲を捜索し、発⾒
した。

1
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な特徴ラベルを含んでいるため，提案手法による分類
は正しく行えたと言える． 
一方で，各参照ラベルの代表的な特徴ラベルには，
「利用」がノード1と4に共通して含まれたり，「転
倒」がノード2・4・6に共通して含まれたりするな
ど，各ノード間で共通する特徴ラベルがつけられてい
るにも関わらず，Table 2のサンプルHのように必ずし
も最近傍ノードの代表的な特徴ラベルと内容が一致し
ない事例も存在した．このことから，今後各ノード間
で上位にくる特徴ラベルがある程度重複しないような
工夫が必要になると考えられる． 
またTable 1において，ノード1の「する」のよう
に，サ変動詞が単体で特徴ラベルとして抽出されてい
ることや，ノード4の「不明」と「行方」(元は「行方
不明」)のように，複合名詞が分割されて抽出されて
いることがわかる．加えて，ノード1の「間違え」と
ノード7の「間違える」のように，表記揺れが発生し
ていることがわかる．今回の研究では形態素解析器と
してMeCabを使用したが，上記の対策として今後
Sudachiなどの形態素解析器を用いることが挙げられ
る．Sudachiでは表記揺れの吸収機能や複数の分割単
位の併用機能を持っているため，今回よりも正確に単
語の重要度を取得することが期待できる．  

6 おわりに 
本稿では，介護事例中に出現する単語により，それ
ぞれの事例を GNG により分析する方法を提案した．
実験の結果，介護事例を GNG により分類することが
可能であることを示した．今回の実験では，事例の収
集を行う施設などを限定せずに分析を行ったため，
GNG の参照ベクトルにおける特徴ラベルが一般的な
単語に終始したが，今後施設ごとの事例を収集し，そ
れを分析することでその施設に特化した分析結果が得
られることが期待できる． 
また，今後の課題としてGNGの参照ラベルのうち，
各ノードの代表的な特徴ラベルの種類が重複しないよ
うにすること，介護事例の単語の分割単位や表記揺れ
に対応することが挙げられる． 
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Bilevel多目的進化計算を用いた感度分析の
サンプリング効率向上

箱石卓也，原田智広，三浦幸也 (東京都立大学)

Improving Sampling Efficiency of Bilevel Multi-objective Evolutionary
Computation for Sensitivity Analysis

Takuya Hakoishi, Tomohiro Harada and Yukiya Miura (Tokyo Metropolitan University)

Abstract– In constrained optimization problems, sensitivity analysis is essential to analyze the effect of
varying the constraints on the optimization results. In this study, we propose a method to improve the
sampling efficiency of Bilevel Innovization, a sensitivity analysis method using evolutionary computation.
Specifically, while the conventional method considers all the constraint ranges simultaneously, the proposed
method is improved to search a wider range while shifting the constraint ranges from small to large sequen-
tially. Experimental results show that the proposed method can obtain samples useful for analysis more
efficiently than the conventional method.

Key Words: 進化計算, 感度分析, Bilevel Innovization

1 はじめに
複数制約の下である目的関数を最大，もしくは最小に
する解を求める問題を最適化問題という．最適化問題の
解法として，遺伝的アルゴリズム（Genetic Algorithm:
GA）4)に代表される進化計算がある．進化計算は，生
物の進化の過程に着想を得た手法であり，適応度に基
づく個体選択，交叉や突然変異の遺伝的操作による新
規個体生成を繰り返すことで最適解を探索する．
最適化問題によって得られた解を実世界の製品やサー
ビスに利用することを考えた場合に，資金やサイズな
ど様々な制約を満たす必要がある．このような制約付
き最適化問題において，制約条件の変更が最適化結果
に与える影響を分析することは，問題の性質の理解や
制約条件の適切な設定のために重要になる. このよう
な分析は感度分析と呼ばれる 7)．感度分析は，制約条
件を変更した際の最適化結果を収集するデータ生成と，
得た結果の観察から制約条件変更による影響を理解す
るデータ分析の 2 つの過程からなり，本研究では前者
のデータ生成に着目する．
感度分析法のひとつに Bilevel最適化 3, 9) を用いる

Bilevel Innovization (BI)8) がある．Bilevel最適化は，
上位レベルと下位レベルの二層の最適化問題から成り，
上位レベルの個体は下位レベルで問題を解く際に用い
る制約値を最適化し，下位レベルではその上位レベル
の個体の制約値を用いて問題を解き，その結果が上位
レベルの個体の評価値になる．BIでは，感度分析にお
ける制約条件の変更を上位レベル，その制約条件下で
の最適化を下位レベルと捉えて制約値の最小化と下位
レベルの最適化結果の最大化のBilevel多目的最適化を
適用した方法である．しかし，BIでは上位レベルの 1
つの個体が表す制約値に対して GAを実行して最適解
を求めるため，計算コストが大きくなる問題点がある．
また，一度に制約条件範囲すべてを考慮するため，非
劣解集合から離れた，制約値に対して評価値が低い解
が多く生成される点も問題となる．
この問題点を解決するため，本研究では，BIを改良
し，従来手法よりも効率的なデータ生成を可能にする

手法を提案する．具体的には，一度にすべての制約範
囲を考慮するのではなく，制約範囲を制限しながら探
索し，前世代の解を利用しつつ徐々に広範囲を探索す
る改良手法を提案する．提案手法の有効性を検証する
ため，多次元ナップサック問題のベンチマーク 1)を用
い，従来手法と提案手法を比較する．評価方法として，
従来手法と提案手法を用いて多次元ナップザック問題
を解き，生成された解の個数を比較する．また，従来
手法と提案手法によって得た解の分布や非劣解集合の
網羅度を評価する．
本論文の構成は以下の通りである．第 2章では従来
手法について説明する．第 3章で提案手法の詳細を示
し，第 4章で実験方法を説明，第 5章で実験の結果を
述べ第 6章でその結果を考察する．最後に第 7章で本
研究のまとめと今後の課題を述べる．
2 従来研究
2.1 Bilevel最適化
Bilevel最適化は上位レベルと下位レベルの二層から
なる最適化問題である．上位レベルの設計変数値が下位
レベルの制約条件となり，下位レベルではその制約値を
用いて問題を解く．一方，上位レベルの個体の評価値は
下位レベルの最適化結果を用いて算出される．Bilevel
最適化は以下のように定式化できる．

min　 F (x, y) (1)

s.t.　 G(x, y) ≤ 0 (2)

y = arg min
y
｛f(x, y) : g(x, y) ≤ 0｝ (3)

F (x, y), G(x, y)はそれぞれ上位レベルの目的関数と制
約関数を表し，f(x, y), g(x, y)は下位レベルの目的関数
と制約関数を表す．ここでBilevel最適化の特徴的な点
として，下位レベルで得た最適解 (y)が上位レベルの
個体の目的関数の算出に用いられる点が挙げられる．
2.2 Bilevel Innovization

Bilevel Innovization (BI)8) は感度分析を Bilevel多
目的最適化とみなし，進化計算を用いて最適化問題を

　第 20 回コンピューテーショナル・インテリジェンス研究会 PG0003/22/0000-0047 © 2022 SICE
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解くことによって感度分析のためのデータを生成する
手法である．具体的に，対象とする最適化問題の制約
上限の最小化と目的関数値の最大化（あるいは最小化）
の 2目的最適化を上位レベルで行い，下位レベルでは，
上位レベルで定めた制約条件下で元の問題の最適解を
求める．以下では，BIの上位レベルと下位レベルの詳
細をそれぞれ説明する．

2.2.1 BIの上位レベル
BIの上位レベルでは多目的進化的アルゴリズムの代
表的な手法であるNSGA-II2)を用い，制約値の最小化
と利益の最大化の 2目的問題を解く．上位レベルの個
体は下位レベルの分析対象となる最適化問題の制約値
を持ち，その制約値を用いて下位レベルでの分析対象
の最適化問題を解き，得られた利益を上位レベルの目
的の一つとして扱う．分析対象となる最適化問題は一
般的に複数の制約関数を持つが，BIでは複数ある制約
値を一つに集約することで 2目的問題とする．具体的
には，制約値は以下の計算に基づいて集約される．

K =

L∑
i=1

mixi (4)

mi =
Cmaxi

R
(5)

R =

L∑
j=1

Cmaxj (6)

ここで，Lは制約の次元数を示し，xi は個体が示す i
番目の制約値，K は上位レベルで最適化を行う際の個
体の制約値を示す．Cmaxi は分析対象の最適化問題の i
番目の制約値の最大値を表す．
上位レベルの最適化に用いるNSGA-IIのアルゴリズ
ムをAlgorithm 1に示す．NSGA-IIではまず，N 個体
のランダムな個体からなる初期母集団 P0 を生成する．
その後，トーナメント選択によって選ばれた親集団 P ′

t

から交叉や突然変異を適用して子集団 Qt を生成する．
生存選択では，母集団と子集団を統合した新たな集団
Rt を生成し，Rt に対して高速非優劣ソートと混雑度
ソートを適用して次世代の母集団 Pt+1を選択する．終
了条件を満たしていなければ新たな子集団を生成し処
理を続ける．本研究では，終了条件として従来研究と
同様にMGBM停止基準 6)を使用する．BIでは，各個
体の評価時に 2.2.2節に示す下位レベルの最適化を実行
し，その値を元に評価値を決定する．

2.2.2 BIの下位レベル
下位レベルでは上位レベルで定められた制約上限値
のもとで分析対象の最適化問題を解き，その制約下で
の最適解を求める．本研究では，下位レベルの最適化
に遺伝的アルゴリズム 1)を用いる．遺伝的アルゴリズ
ムの手順を Algorithm 2に示す．まず，ランダムな個
体からなる母集団 P0を生成する．その後，母集団内の
評価値に基づいて親個体を選択し，交叉・突然変異を
適用して子集団を生成する．最後に，母集団を子集団
と入れ替え終了条件を満たしていなければ上記の操作
を繰り返す．

Algorithm 1 NSGA-IIのアルゴリズム
1: N 個のランダムな個体からなる初期母集団 P0を生
成し，全個体を評価する．

2: t = 0
3: while 終了条件 do
4: トーナメント選択によって親集団P ′

tを選択する．
5: P ′

t から子集団Qtを生成し，全個体を評価する．
6: Pt ∪Qt となる集団 Rt を生成する．
7: Rtに対し，高速非優劣ソートを実行し，各ラン
クの集合 F1, · · · , Frmax を得る．

8: Pt+1 = ∅, r = 1
9: while |Pt+1| < N do

10: if |Pt+1|+ |Fr| ≤ N then
11: Pt+1 = Pt+1 ∪ Fr
12: else
13: 混雑度ソートを実行し，混雑度の大きい
個体から順に |Pt+1| = N になるまで個体を Pt+1

に追加する．
14: end if
15: r = r + 1
16: end while
17: t = t+ 1
18: end while

Algorithm 2 遺伝的アルゴリズムの手順
1: N 個のランダムな個体からなる初期母集団 P0を生
成し，全個体を評価する．

2: t = 0
3: while 終了条件 do
4: 評価値に従い，母集団 Pt から親集団 P ′

t を N
個体選択する．

5: 選択された解に対して交叉と突然変異を適用し，
N 個の解からなる子集団 Qt を生成する．

6: 母集団を子集団で入れ替える（Pt+1 = Qt）．
7: t = t+ 1
8: end while

3 提案手法

3.1 設計思想

従来研究で提案された BIは上位レベルの 1つの個
体が持つ制約値に対して下位レベルで最適化問題を解
き，最適解を求める．そのため，計算コストが大きく
なる点や制約条件範囲すべてを考慮するため，非劣解
集合から離れた，制約値に対して評価値が低い解が多
く生成される点が問題点として挙げられる．そこで本
研究では，BIを改良し，従来手法よりも効率的なデー
タ生成を可能にする手法を提案する．具体的には，一
度に制約条件全体を考慮するのではなく，制約上限の
小さい領域から探索を開始する．そして，数世代を特
定の範囲の探索にあて，一定世代後に制約上限を拡張
する．制約上限の拡張後は，直前に得られた解を次世
代以降の探索に用いる．これにより，制約条件全体を
一度に探索するよりも効率的に感度分析に必要な解集
合を獲得することが可能になる．
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Algorithm 3 提案手法のアルゴリズム
1: 制約下限値 cli = Cmini ,制約上限値 cui = (Cmaxi −
Cmini )× 1/m (i = 1, . . . , L)

2: 初期母集団 P0 を生成する．
3: t = 0, j = 0
4: while 終了条件 do
5: if t == (m− 1)× n then
6: 制約下限値 cli = Cmini , 制約上限値 cui =
Cmaxi

7: これまで得られた全個体から非優劣ソート
によってN 個体を選択し，Pt とする．

8: else if t == (j + 1)× n then ▷ n世代ごと
9: j = j + 1

10: 制約下限値 cli = (Cmaxi − Cmini ) × j/m +
Cmini ,制約上限値：(Cmaxi −Cmini )× (j+2)/m+
Cmini

11: if 制約条件を満たさない個体が存在 then
12: 制約条件のうち下限制約を満たしていな
い制約の値をその世代における下限値と元の上限
値の 1/mの和に置き換え

13: end if
14: end if
15: 上位レベル個体の制約条件を用いて，下位レベ
ルの最適化問題を解く．

16: 下位レベルの結果を上位レベルの個体の評価値
に設定する．

17: NSGA-IIの処理
18: t = t+ 1
19: end while

3.2 提案手法の手順
提案手法の流れを Algorithm 3に示す．提案手法で
は，上位レベルのNSGA-IIの最適化において，探索初
期には制約値の上限と下限を全体よりも小さな範囲 (制
約上限の小さな範囲)に制限し，一定世代ごとに制約の
上限，下限を制約上限の最大値方向に変更する．具体
的に，提案手法では Table 1に示すように各世代にお
いて探索する制約値の上限と下限を変化させる．ここ
で，nは制約範囲を変更する世代間隔，mは制約範囲
の分割数を示す．Cmini と Cmaxi は元の最適化問題の i
番目の制約の上限，および下限を表す．
初期世代では，制約下限値は元の最適化問題の制約
下限（Cmini ），制約上限値は制約下限値に制約範囲の
1/m倍を加えた値（(Cmaxi −Cmini )× 2/m+Cmini )と
なる．以降，n世代ごとに制約下限値と制約上限値はそ
れぞれ制約範囲の 1/mずつ増加する．最終的に，制約
上限値が元の制約上限（Cmaxi ）に到達する n×(m−1)
世代後以降は，制約下限値，上限値は元の最適化問題
の制約下限値，上限値とする．
提案手法において，制約範囲の変更後に前世代で得
た個体のうち現世代の制約条件を満たしている個体は
そのまま母集団として引き継ぐ．一方，制約範囲の変
更後に前世代の個体のうち下限制約を満たさない個体
が存在する可能性がある．このような個体に対しては
下限制約を満たしていない制約の値を xi としたとき，
xi = xi + (Cmaxi −Cmini )/mと置き換え，評価値算出
のために下位レベルの探索を実行する．制約の変更が

完了し，制約範囲全体の探索に移行する際にはそれま
での世代で得られた個体から非優劣ソートに基づいて
個体を選択し，母集団として用いる．その後，上位レ
ベルの個体によって与えられる制約条件を下位レベル
の用いて最適化問題を解き，その結果を上位レベル個
体の評価値に反映する．上位レベルでは，下位レベル
の評価値と式 (4)で求まる制約値の 2目的の評価値に
対して NSGA-IIの処理を行い，世代を更新する．
4 実験
4.1 実験の目的
提案手法の有効性の検証のため，従来手法と提案手
法を用いて制約付き最適化問題のためのデータ生成実
験を行う．生成された解を比較し従来手法を用いた場
合より効率的に解を得ることを示す．具体的に，生成
された解分布を比較し，従来手法より優れた非劣解集
合が得られていることを確認する．
4.2 多次元ナップザック問題
従来研究では，BIの有効性の検証のため，多次元ナッ
プザック問題を用いた．本実験でも，従来研究と同様
に多次元ナップザック問題を用いる．
多次元ナップザック問題は，ナップザック問題にお
いて単一の重量制約だけではなく，複数の重量制約を
同時に満たす解を探索する問題である．多次元ナップ
ザック問題は以下のように表すことができる 5)．

max

d∑
j=1

pjyj (7)

s.t.

d∑
j=1

wijyj ≤ ci, 　 i = 1, . . . , L (8)

yj ∈｛0, 1｝ (9)

d個の荷物のうち j番目の荷物の価値は pj で表せれる．
制約の種類は L種類あり，j 番目の荷物の i種類目の
制約値をwij，ciは i種類目の制約の上限値を示す．こ
のとき，それぞれの制約を満たしつつ目的関数が最大
値を取る集合 yを得ることを目的とする．データ生成
の際には，制約上限 ci の範囲を最小値の Cmini = 0か
ら全荷物を選択した際の総重量（Cmaxi =

∑
j wij）と

する．各荷物の価値と重量の設定は，従来研究で用い
られた多次元ナップザック問題のベンチマークデータ
セット1と同様のものを使用した．制約数は L = 5，荷
物数は d = 100であり，各制約の上限（総重量Cmaxi ）
は Table 2 のとおりである．
4.3 パラメータ設定
パラメータ設定は従来研究と同様の値を使用する．上
位レベルにおいては，母集団サイズ 50とし，交叉には
一様交叉，一点交叉，中間交叉の中から ランダムに選
択して適用する．突然変異にはランダムウォーク変異
を使用する．また，上位レベルにおいて，十分な解の
数を得るため，探索開始から 10世代は停止条件を考慮
しない．下位レベルにおいては，母集団サイズ 100, 最
大世代数を 200 とした．下位レベルでは，終了条件と
して式 (10) を使用し，θ = 0.03とした．ここで，f(y)

1http://people.brunel.ac.uk/~mastjjb/jeb/orlib/
files/mknapcb1.txt （2022 年 5 月 25 日アクセス）
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Table 1: 提案手法における各世代における制約範囲
世代 下限値 上限値
初期世代 Cmini (Cmaxi − Cmini )× 2/m+ Cmini

n世代 (Cmaxi − Cmini )× 1/m+ Cmini (Cmaxi − Cmini )× 3/m+ Cmini
...
j × n世代 (Cmaxi − Cmini )× j/m+ Cmini (Cmaxi − Cmini )× (j + 2)/m+ Cmini
...
n× (m− 1)世代以降 Cmini Cmaxi

Table 2: 上位レベル個体の持つ制約上限値
制約 1 制約 2 制約 3 制約 4 制約 5

47707 54907 46203 52222 53840

は現在の目的関数値を，fLPR(y)は線形緩和によって
求められる最適値を示す．

θ =
fLPR(y)− f(y)

fLPR(y)
(10)

制約条件を満たさない実行不可能解に対しては 1)で使
用される修復法を適用し，実行可能解を生成する．具
体的には，選択されている荷物の中で制約値に対する
利益の割合（pj/wij）が低い荷物から制約条件を満た
すまで削除し，実行可能解に修復する．提案手法のパ
ラメータである制約範囲の変更世代間隔 nと，領域の
分割数mはそれぞれ以下の値を検討する．

• 変更世代間隔 n = {1, 2, 3}

• 領域分割数m = {4, 5, 6}

初期母集団を変えた 10試行を行い，すべての試行で得
られた解集合を統合して比較する．
4.4 評価基準
提案手法を用いて得た解集合を散布図として示し，解
の分布や非劣解集合の網羅度比較する．また，定量的
な評価として得られた非劣解集合が覆う割合を以下の
式 (11)で算出して比較する．

OSij =
maxyj∈Ai yj −minyj∈Ai yj

maxyj∈
∪
k Ak

yj −minyj∈
∪
k Ak

yj
(11)

ここで，yj は j番目の目的関数値，Aiは i試行目に得
られたすべての解の集合を表す．分母は提案手法と従
来手法で各 10試行実験した結果得られたすべての解集
合の中での最大目的関数値と最大目的関数値の差であ
り，分子は各試行の最大目的関数値と最大目的関数値
の差を表す．OSij の値が大きいほど広範囲のデータを
生成できていると評価する．
5 結果
5.1 提案手法における制約範囲の変更世代間隔と領

域分割数の影響
Fig. 1a～1cに制約範囲の変更世代間隔 nを 1から 3
世代に設定した結果を示す．図において，横軸は上位
レベル個体の制約値，縦軸は上位レベル個体の目的関
数値を表す．各点は領域の分割数mの違いを表し，青
色の点はm = 6の条件で生成された解，オレンジ色の
点はm = 5の条件で生成された解，灰色の点はm = 4
の条件で生成された解を示す．

Table 3: 各提案手法によって生成された解の数
m = 4 m = 5 m = 6

n = 1 6877 6939 9547
n = 2 7488 7170 7965
n = 3 7420 8530 10398

まず，1世代ごとに制約の上限値，下限値を変更し，
このときの実験結果を Fig.1a に示す．この結果から，
mの値が小さくなるほど非劣解集合から離れた場所に
解が生成されている．しかし，mの値が大きくなるほ
ど非劣解集合の分布が一部不連続になっている．
次に，2世代ごとに制約の上限値，下限値を変更した
結果を Fig.1bに示す．mの値の変化による影響は 1世
代ごとに制約を変化させた場合と同様に，mが小さい
ほど非劣解集合から離れた領域に解が生成され，大き
いほど分布が不連続になる特徴が確認差された．また，
1世代ごとに制約を変化させた場合の結果と比べると，
解全体が非劣解集合に近づいていることが確認できる．
最後に，3世代ごとに制約の上限値，下限値を変更
した結果を Fig.1cに示す．1, 2世代ごとに制約を変更
させた場合と比較すると，非劣解集合付近に解が集中
して生成されていることが確認できる．
Table 3に各提案手法を用いた際に生成された解の個
数を示す．Table 3より，n,mともに値が大きくなる
と，生成される解の個数が増加する傾向があることが
わかる．
これらの結果から，n,mともに値が大きくなると非
劣解集合に近い場所に解が生成されやすく，また，探
索終了時までに得られる解の個数が増加する傾向がみ
られる．また，mの値の増加によって非劣解集合の分
布が一部不連続になることがわかった．　
5.2 既存手法との比較
提案手法のそれぞれの結果を比較した際，非劣解集
合の網羅度，解の分布から，n = 2,m = 6の場合が最
も優れていると判断し，既存手法と比較する．Fig. 2は
既存手法と提案手法 (n = 2,m = 6)の実行結果を一つ
の図にまとめたものである．オレンジ色の点は提案手
法で生成された解，青色の点は既存手法で生成された
解を示す．
提案手法を用いた場合，既存手法を用いた場合より
も制約範囲が 0から約 4000，約 40000以上の範囲にお
いてより評価値の良い解，及び発見できていない範囲
の解を得ることができた．さらに，既存手法と提案手
法 (n = 2,m = 6) の結果得られた解集合を定量的に
評価するために，式 (11)を用いて制約，評価値の探索
できた範囲と各試行における探索範囲のばらつきを比
較する．Table 4は既存手法と提案手法における制約，
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(a) n = 1 (b) n = 2 (c) n = 3

Fig. 1: 制約範囲の変更世代数ごとに得られた解の分布

Fig. 2: 既存手法と提案手法 (n = 2,m = 6)の実行結
果
Table 4: 既存，提案手法における制約，評価値の探索
範囲の割合の平均と標準偏差

評価値 制約値
平均 標準偏差 平均 標準偏差

既存手法 0.7978 0.1007 0.7649 0.1002
提案手法 0.9271 0.0249 0.8789 0.0347

評価値の探索範囲の割合（OSij）の平均と標準偏差を
示す．
Table 4 より，提案手法の方が既存手法よりも評価
値，制約値ともに広範囲の解を網羅的に発見すること
ができている．また，標準偏差を比較すると，提案手
法の方が既存手法より発見できた解の範囲に試行ごと
のばらつきが少なかった．
以上の結果から，提案手法を用いた方が安定して広
範囲の解を網羅的に発見できると言える．
6 考察
提案手法では制約範囲を制限しながら探索するため，
既存手法を用いた場合では発見できなかった制約範囲
の両端の解を発見することができた．また，提案手法
同士を比較すると制約範囲の変更世代間隔 nの値が大
きくなると生成される下位レベルの解の目的関数値が
改善される．これは各制約範囲での探索回数が増える
ためである．また，領域分割数mの値が大きくなると
生成される下位レベルの解の目的関数値が大きくなる．
これはmの値が大きくなるほど探索範囲が狭くなるた
め，高い評価を持つ解が発見しやすくなるためである．

しかし，分割数mを増加させると，探索範囲を変更す
る回数が増加するため評価数の増加が問題となる．
7 おわりに
本研究では，進化計算を用いる感度分析法である

Bilevel Innovizationにおいて評価回数を削減し，効率
的な感度分析を可能にする手法を提案した．具体的に
は，探索時に制約上限の小さい範囲から探索し，数世代
ごとに制約上限を拡張する手法を提案した．また，制約
拡張後は直前に得られている解を次の探索の初期集団
に利用することで評価回数削減を目指した．提案手法
の有効性検証するため多次元ナップザック問題のベン
チマーク問題を用いて従来手法と比較する実験を行っ
た．実験では探索範囲 nを 1, 2, 3世代ごとに変更，制
約範囲の分割数mを 4, 5, 6の条件で実験した．
実験の結果，探索世代数の変更間隔 nと制約範囲の
分割数mの値を増加させるほどより制約値に対して目
的関数値が高い解を得やすくなることがわかった．ま
た，既存手法と比較すると提案手法は非劣解集合に近
い解を多く生成でき，より広い範囲で解を求めること
が可能であった．
今後は，制約範囲の分割数を増加させた際に非劣解
集合が一部不連続になってしまうことや，制約範囲の
変更回数が増えるため解の評価数が増加してしまう課
題を解決する改良手法を考案する．また，本研究では，
多次元ナップザック問題を 2目的問題として解いたが，
他の制約付き最適化問題や多目的問題に適用可能かに
ついても検証する予定である．
参考文献
1) P. C. Chu and J. E. Beasley. A genetic algorithm

for the multidimensional knapsack problem. Jour-
nal of heuristics, 4(1):63–86, 1998.

2) K. Deb, A. Pratap, S. Agarwal, and T. Meyarivan.
A fast and elitist multiobjective genetic algorithm:
Nsga-ii. IEEE transactions on evolutionary com-
putation, 6(2):182–197, 2002.

3) S. Dempe and A. Zemkoho. Bilevel optimization.
In Springer optimization and its applications. Vol.
161. Springer, 2020.

4) D. E. Goldberg. Genetic Algorithms in Search, Op-
timization and Machine Learning. Addison-Wesley
Longman Publishing Co., Inc., Boston, MA, USA,
1 edition, 1989.

51



5) H. Kellerer, U. Pferschy, and D. Pisinger. Some
selected applications. In Knapsack Problems, pp.
449–482. Springer, 2004.
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多変量大脳新皮質学習アルゴリズムのための適応的シナプス調整
○藤野和志 † 青木健 ‡ 高玉圭樹 † 佐藤寛之 † （†電気通信大学，‡東京理科大学）

A Study on Synapse Adaptation in Multivariate Cortical Learning Algorithm

∗K. Fujino†, T. Aoki‡, K. Takadama†, and H. Sato†

(†The University of Electro-Communications, ‡Tokyo University of Science)

Abstract– This paper proposes a synapse adaptation methodology in a multivariate cortical learning algo-
rithm (CLA) receiving and predicting multiple time-series data simultaneously. CLA is a time-series data
prediction algorithm. To predict multiple time-series data, we employ multiple CLA predictors. One CLA
predictor corresponds to one time-series data. Multiple CLA predictors are associated with each other by
synapses. However, the synapse relation between multiple CLA predictors harms the multivariate prediction
when the multiple time-series data are lowly related. The proposed method evaluates a partial prediction
accuracy for each synapse segment and adaptively adds and deletes synapses based on the partial prediction
accuracy. This works to suppress the synapses crossing multiple CLA predictors, which harms the simul-
taneous predictions of multiple time-series data. Experiments using artificial and real-world meteorological
data show that the proposed multivariate CLA achieves higher prediction accuracy than the conventional
CLA by suppressing the harmful effects caused by synapses crossing multiple predictors.

Key Words: Cortical learning algorithm, Multivariate time-series prediction, Adaptive synapse adjustment

1 はじめに
時系列予測は，適切な未来の意思決定に必要不可欠
な情報技術であり，計算知能の重要な研究課題の一つ
である．計算知能分野における時系列予測アルゴリズ
ムの一つに，大脳新皮質学習アルゴリズム (Cortical
Learning Algorithm，以下 CLA)1, 2, 3) がある．CLA
は，人間の大脳新皮質に基づいて考案された階層時間記
憶 (Hierarchical Temporal Memory，以下 HTM)4, 5)

を実装したアルゴリズムである．CLAの予測器は，2
種類の記憶素子であるカラムとセル，それらを関連付
ける結合素子であるシナプスで構成される．タクシー
の需要予測 6) や電力消費予測 7) において，CLAが代
表的なリカレントニューラルネットワークである長短
期記憶 (long short-term memory)8)よりも高い予測精
度を達成することが報告されている．そのため，CLA
は，近年有望視されている時系列予測アルゴリズムの
一つといえる．
気温や降水量，風速など，複数の時系列データを同
時に予測することを多変量予測と呼ぶ．多変量予測は，
複数の時系列データを同時に予測することで，単一時
系列データの時系列予測だけでは実現不可能な高い精
度の時系列予測を実現しようとするものである．従来
の CLAは，単一時系列データの時系列予測から多変
量予測に拡張できる 9, 10, 11)．その拡張方法の一つに，
入力する時系列データの数だけ複数の CLA予測器を
用いる方法がある 10, 11)．本稿では，この複数の予測
器を用いる CLAを複数領域 CLA(Multi-region CLA，
以下 MRCLA)と呼ぶ．従来のMRCLAは，複数の予
測器間にシナプスを追加し，複数の時系列データ間の
関連性を予測に利用する．しかし，複数の時系列デー
タ間の関連性が弱い場合，異なる予測器間のシナプス
は，予測の弊害になる．
本稿では，MRCLAの多変量予測精度を向上させる
ことを目的に，シナプスの集合であるシナプスセグメ
ントごとの部分予測精度に基づく適応的シナプス調整
法を提案する．提案法では，各シナプスセグメントに

着目し，予測への寄与度を評価する．予測への寄与度
は，各シナプスセグメントの部分予測精度で表現され
る．提案法は，各シナプスセグメントの部分予測精度
に基づき，そのセグメントにおける追加するシナプス
数と削除するシナプス数を決定し，シナプス数を適切
に調整する．これにより，関連性が弱い時系列データ
を扱う予測器間において，横切るシナプス数を抑制す
ることができる．提案法を用いたCLAを適応的シナプ
ス調整に基づく複数領域CLA(MRCLA using adaptive
synapse adjustment，以下 MRCLA-ASA)と呼ぶ．提
案法の効果を検証するため，人工的な複数の時系列デー
タと実世界における複数の気象データを用いて，提案
するMRCLA-ASAと従来のMRCLAを比較する．
2 大脳新皮質学習アルゴリズム (CLA)

2.1 予測器
Fig. 1に，単一の時系列データを予測する従来CLA
の予測器を示す．CLAの予測器をリージョンRと呼ぶ．
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Fig. 1: 単一時系列データのための CLA予測器
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(a) 時点 t (b) 時点 t+ 1Fig. 2: CLAの処理
各時点 tにおいて，リージョン Rは，入力 bit列 x =
(x1, x2, . . . , xnx) ∈ {0, 1}nx を受け取る．nxは，bit長
である．リージョンRは，nc本のカラム c1, c2, . . . , cnc
を持つ．各カラム ci には，通常と活性の 2 状態があ
る．各カラム ci は，nr 個のセル ri,1, ri,2, . . . , ri,nr を
持つ．各セル ri,j には，通常，活性，予測の 3状態が
ある．Fig. 1は，nx = 11の入力 bit列，nc = 5のカ
ラム，nr = 4のセルの例である．
シナプス yは，2つの素子を関連付ける役割を持つ．
各シナプス yは，シナプスの集合であるシナプスセグ
メント Y に所属する．シナプス yがシナプスセグメン
ト Y に所属することを y ∈ Y で表現する．各カラム
ciとセル ri,j は，シナプスセグメント Y を持つ．カラ
ムシナプス y ∈ Y は，入力 bit 列と関連付けられる．
y = xiは，カラムシナプス yが bit xiと関連付けられ
ていることを意味する．セルシナプス y ∈ Y は，ある
セル ri,j と関連付けられる．y = ri,j は，セルシナプ
ス yがセル ri,j と関連付けられていることを意味する．
各シナプスは，接続強度を表現する永続値 p = [0, 1]を
持つ．永続値 pには，接続閾値 θpがある．p ≥ θpであ
る場合，その永続値を持つシナプス yは，接続状態に
なる．p < θp である場合，その永続値を持つシナプス
yは，切断状態になる．Fig. 1では，接続状態のシナ
プスを実線で，切断状態のシナプスを破線で表現する．
2.2 アルゴリズム
CLA の処理を Fig. 2 に示す．各時点 t において，

CLAは，(i)二値化処理，(ii)空間プーリング，(iii)時
間プーリング，(iv)デコードを実行する．以下で各処理
について述べる．
(i)二値化処理:

CLA は，時点 t における実数値入力 X(t) =
[Xmin, Xmax]をbit列x = (x1, x2, . . . , xnx) ∈ {0, 1}nx
の表現に変換し，入力 bit列にする．本稿では，チャン
ク方式 7) を用いる．
(ii)空間プーリング:

CLAは，入力 bit列 xの値を活性状態のカラムの組
み合わせに変換することで，入力値を内部的に表現す
る．この処理を空間プーリングと呼ぶ．各カラム ciに
おいて，接続状態のシナプスに関連付けられた値が 1

である bit数を数える．その後，数えた bitの計数で降
順にカラムを選択し，上位 θc本のカラムを活性状態に
する．このようにして，空間プーリングでは，入力 bit
列 xの値を活性状態のカラムの組み合わせに変換する．
Fig. 2 (a)に例を示す．時点 tにおいて，入力 bit列
が x2 = x3 = x4 = 1であったとする．カラム c1には，
入力 bit x2 = 1と x3 = 1にそれぞれ関連付けられる
2つの接続状態のシナプスがあるため，bitの計数は 2
になる．カラム c2 にも，入力 bit x3 = 1と x4 = 1に
それぞれ関連付けられる 2つの接続状態のシナプスが
あるため，bitの計数は 2になる．カラム c3から c5の
bitの計数は，0になる．θc = 2の場合，カラム c1 と
c2 を活性状態にする．
次に，活性状態である全てのカラムにおいて，値が

1である bitに関連付けられるシナプスの永続値 pを
∆p+c 増加させる．また，値が 0である bitに関連付け
られるシナプスの永続値 pを∆p−c 減少させる．これに
より，入力 bit列と活性状態のカラムの対応関係を強
化する．
Fig. 2 (a)に，永続値 pを更新する例を示す．活性状
態であるカラム c1と c2において，bit x2 = x3 = x4 = 1
と関連付けられるシナプスの永続値は，∆p+c 増加させ
る．また，bit x1 = x5 = 0と関連付けられるシナプス
の永続値は，∆p−c 減少させる．
(iii)時間プーリング:

CLAは，時点 tの入力値 X(t)を時系列の文脈で表
現し，次時点 t+ 1の入力値X(t+ 1)を予測する．こ
の処理を時間プーリングと呼ぶ．
初めに，活性状態のカラム内のセルを活性状態にす
る．活性状態のセルの組み合わせは，時点 tの入力値
X(t)の時系列的文脈を表現する．Fig. 2 (a)では，セ
ル r1,4と r2,1を活性状態にする．接続状態のシナプス
で関連付けられた活性状態のセル数が θY 以上のセルシ
ナプスセグメント Y を活性状態にする．また，活性状
態のセルシナプスセグメント Y を持つセルを予測状態
にする．予測状態のセルの組み合わせは，次時点 t+1
に入力値X(t+1)の時系列的文脈を表現する．Fig. 2
(a)は，θY = 1にした場合，セル r1,4と r2,1が予測状
態になる例である．
次に，Algorithm 1で，活性状態のセルシナプスセ

54



Algorithm 1 従来 CLAのシナプス調整
Input: An active cell-synapse segment Y , which is a cell-synapse segment on a cell ri,j in column ci
1: procedure Cell-synapse Update(An active cell-synapse segment Y )
2: if column ci is active at time t+ 1 then
3: Process 1 :
4: for each cell-synapse y ∈ Y do

5: p←
{
p+∆p+r , if associated cell r (= y) is active at time t,

p−∆p−r , otherwise.
6: end for
7: ncur ← |{y ∈ Y | associated cell r (= y) is active at time t}|
8: ngen ← max{nmax − ncur, 0}
9: Generate new ngen cell-synapses to active cell-synapse segment Y
10: Associate the new cell-synapses with randomly selected ngen active cells at time t
11: else
12: Process 2 :
13: for each cell-synapse y ∈ Y do

14: p←
{
p−∆pp, if associated cell r(= y) is active at time t,
p, otherwise.

15: end for
16: end if
17: end procedure
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Fig. 3: 複数時系列データのための多変量 CLA予測器
グメント Y を更新する．次時点 t+1において，予測状
態のセル ri,j を含むカラム ciが活性状態になった場合，
Process 1を実行する．Fig. 2(b)では，セル r4,3のセ
ルシナプスセグメント Y が該当する．まず，セルシナ
プスセグメント Y において，時点 tの活性状態のセル
に関連付けられたシナプス yの永続値 pを∆p+r だけ増
加させる．それ以外のシナプス yの永続値 pは，∆p−r
だけ減少させる．その後，時点 tで活性状態であったセ
ルとの間にシナプスを追加する．まず，時点 tで活性状
態のセルに関連する接続状態のシナプス数 ncurを数え，
追加するシナプス数 ngen = max{nmax − ncur, 0}を算
出する (Algorithm 1の行 7，行 8)．ここでのnmaxは，
最大追加シナプス数である．行 9において，更新する
セルシナプスセグメント Y に，ngen本のシナプスを追
加する．Fig. 2(b)では，セル r4,3 のセルシナプスセ
グメント Y とセル r2,1の間にシナプスを追加する．ま
た，次時点 t+1において，予測状態のセル ri,j を含む
カラム ciが活性状態にならなかった場合，Process 2
を実行する．Fig. 2 (b)では，セル r5,1のセルシナプ
スセグメント Y が該当する．セルシナプスセグメント
Y において，時点 tの活性状態のセルに関連付けられ
たシナプス yの永続値 pを∆pp だけ減少させる．
(iv)デコード:

CLA は，予測状態のセルの組み合わせを予測値
X̂(t + 1) にデコードする．本稿では，Column-based
decoder12) を用いる．

3 複数領域CLA

3.1 手法
複数の入力値を同時に処理する多変量予測のため
に，様々な CLA が提案されている 9, 10, 11)．その手
法の内，複数空間プーリング階層時間記憶 (Multiple
Spatial poolers HTM)10) と多変量 CLA(Multivariate
CLA)11) は，複数のリージョンで構成される．本稿で
は，複数のリージョンで構成される CLA を複数領域
CLA(MRCLA) と呼ぶ．MRCLA の概念図を Fig. 3
に示す．時点 t において，n 次元の入力ベクトル
X(t) = (X1(t), X2(t), . . . , Xn(t)) ∈ Rn を扱うため
に，MRCLAは，n個のリージョン R1, R2, . . . , Rnを
用いる．Fig. 3 は，3 次元の入力ベクトル X(t) =
(X1(t), X2(t), X3(t))と 3個のリージョンR1，R2，R3

の例である．各リージョン Ri において，カラムとセ
ルは，入力ベクトル X(t) に基づき，活性状態にな
る．各リージョン Ri でセルシナプスセグメントを活
性状態にする際に，MRCLAは，全てのリージョンRi
(i = 1, 2, . . . , n)を参照する．
3.2 問題点
従来のMRCLAは，2節で説明した単一リージョン
のCLAと同様の基準で，セルシナプスを調整する．従
来のMRCLAが関連性が弱い複数の時系列データを受
け取る場合，異なる予測器間を関連付けるシナプスは，
多変量予測の弊害になる．この問題を解決するために
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Algorithm 2 提案する適応的シナプス調整
Input: An active cell-synapse segment Y , which is a cell-synapse segment on a cell ri,j in column ci
1: procedure Cell-synapse Update(An active cell-synapse segment Y )
2: τ ← τ + 1
3: if column ci is active at time t+ 1 then
4: Process 1 :
5: for each cell-synapse y ∈ Y do

6: p←
{
p+∆p+r , if associated cell r (= y) is active at time t,

p−∆p−r , otherwise.
7: end for
8: ncur ← |{y ∈ Y | associated cell r (= y) is active at time t}|

9: ρ←
{

(τ−1)·ρ+1
τ

, if τ ≤ θτ ,
(θτ−1)·ρ+1

θτ
, otherwise.

10: ngen ← ⌊(1− φ · ρw) ·max{nmax − ncur, 0}⌋
11: Generate new ngen cell-synapses to active cell-synapse segment Y
12: Associate the new cell-synapses with randomly selected ngen active cells at time t
13: else
14: Process 2 :
15: for each cell-synapse y ∈ Y do

16: p←
{
p−∆pp, if associated cell r(= y) is active at time t,
p, otherwise.

17: ρ←
{

(τ−1)·ρ+0
τ

, if τ ≤ θτ ,
(θτ−1)·ρ+0

θτ
, otherwise.

18: ndel ← ⌊(1− ρw) · |Y |⌋
19: Delete worst ndel cell-synapses on permanence values p in the segment Y
20: end for
21: end if
22: end procedure

は，正確な予測に関与しないセルシナプスの追加を抑
制する必要がある．さらに，正確な予測に関与しない
セルシナプスの削除も必要である．
4 提案: 適応的シナプス調整に基づく複数
領域CLA

4.1 概要
本稿では，MRCLAの多変量予測精度を向上させる
ことを目的に，セルシナプスの集合であるセルシナプ
スセグメントごとの部分予測精度に基づく適応的シナ
プス調整法を提案する．提案法は，各セルシナプスセ
グメントの部分予測精度を評価する．また，セルシナ
プスセグメントの部分予測精度に基づき，セグメント
のシナプス数を適応的に調整する．提案法は，セルシ
ナプスセグメントの部分予測精度が低い場合，シナプ
スの追加を抑制し，かつ，シナプスの削除を強化する
ように動作する．
Algorithm 2に，提案法の処理を示す．提案するAl-

gorithm 2は，従来のセルシナプスセグメントの更新処
理Algorithm 1を代替する．Algorithm 2において，
Algorithm 1との差異を青色で示す．Algorithm 1の
代わりにAlgorithm 2を用いるMRCLAをMRCLA-
ASAと呼ぶ．
4.2 セルシナプスセグメントの部分予測精度
全てのセルシナプスセグメント Y において，提案法
は，活性回数 τ と部分予測精度 ρを測定する．Fig. 4
は，セルシナプスセグメント Y に活性回数 τ と部分予
測精度 ρを関連付けている例である．
まず，セルシナプスセグメント Y が活性状態になり，
所属するセルを予測状態にした際に，そのセルシナプ
スセグメント Y の活性回数 τ を 1増やす (Algorithm
2の 5行目)．セルシナプスセグメント Y の部分予測精
度 ρは，活性回数 τ に対する予測の成功割合に基づい
て計算される．値域は，ρ = [0, 1]である．初期値は，
ρ = 1にする．セルシナプスセグメント Y の部分予測

精度 ρは，以下の式で算出する．

ρ′ =

{
(τ−1)·ρ+κ

τ , if τ ≤ θτ ,
(θτ−1)·ρ+κ

θτ
, otherwise,

(1)

ここで，ρが更新前の部分予測精度，ρ′ が更新後の部
分予測精度である．セルシナプスセグメント Y の予測
が正しい場合，κ = 1にする (Algorithm 2の 9行目)．
セルシナプスセグメント Y の予測が誤っている場合，
κ = 0にする (Algorithm 2の 17行目)．
部分予測精度 ρに対する直近の正誤 κの影響が極端
に減少することを避けるため，閾値パラメータ θτ を用
いる．
4.3 適応的シナプス調整
提案法は，セルシナプスセグメント Y の部分予測精
度 ρに基づき，そのセルシナプスセグメント Y におけ
るシナプスの追加と削除をする．
追加するシナプス数 ngen は，以下の式で算出する．

ngen = ⌊(1− φ · ρw) ·max{nmax − ncur, 0}⌋ , (2)

ここでは，φ = min (|Y |/nmax, 1)であり，セルシナ
プスセグメント Y におけるシナプスの占有率である．
|Y |を Y に所属するシナプスの数にする．nmaxを各セ
グメントにおける最大追加シナプス数にする．wを範
囲が [0, 1]の指数重みパラメータにする．
セルシナプスセグメント Y の部分予測精度 ρとシナ
プス占有率 φが高いほど，より少ない数 ngenのシナプ
スが追加される．セルシナプスセグメント Y の部分予
測精度 ρとシナプス占有率 φが低いほど，より多くの
数 ngenのシナプスが追加される．追加するシナプス数
ngen の度合は，指数重みパラメータ wで制御する．
削除するシナプス数 ndel は，以下の式で算出する．

ndel = ⌊(1− ρw) · |Y |⌋ . (3)
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Fig. 4: 時点 tにおける提案するMRCLA-ASA
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Fig. 5: 次時点 t+ 1における提案するMRCLA-ASA

部分予測精度 ρが高いほど，より少ない数 ndelのシ
ナプスが削除される．部分予測精度 ρが低いほど，よ
り多くの数 ndel のシナプスが削除される．
4.4 動作例
Fig. 4と Fig. 5に，X1とX2の関連性が強く，X2

とX3の関連性が弱い複数の時系列データの例を示す．
Fig. 4において，X1とX2は，協調的な予測ができる
ため，リージョン R1 の活性状態のセルと繋がるリー
ジョンR2のセルシナプスセグメントの部分予測精度 ρ
は，高くなる．一方で，X2とX3は，協調的な予測が
できないため，リージョン R3 の活性状態のセルと繋
がるリージョン R2 のセルシナプスセグメントの部分
予測精度 ρは，低くなる．
Fig. 5に，シナプスの追加と削除の例を示す．次時
点 t+1において，リージョンR2のカラム c1が活性状
態になった場合，セル r1,3の予測状態化は，正しかった
ことになる．この場合，セル r1,3 の二つのセルシナプ
スセグメント Y に，Algorithm 2のProcess 1を実行
し，活性状態化を促進する．永続値の更新後，ρ = 0.52
のように部分予測精度 ρが低い場合は，新しいシナプ
スを追加する．次時点 t+ 1において，リージョン R2

のカラム c4が活性状態にならなかった場合，セル r4,1
の予測状態化は，誤っていたことになる．この場合，セ
ル r4,1のセルシナプスセグメント Y に，Algorithm 2
のProcess 2を実行し，活性状態化を抑制する．永続
値の更新後，ρ = 0.16のように部分予測精度 ρが低い

場合は，永続値 pが小さい順にシナプスを削除する．

4.5 期待される効果

提案法は，適応的シナプス調整によって，各セルシ
ナプスセグメントにおける部分予測精度を高めること
で，各リージョンの予測精度を向上させる．複数の入
力時系列データの関連性が弱い場合，提案法は，その
時系列データに対応するリージョン間を横切るシナプ
スを削除する．これにより，提案法は，多変量予測に
対する悪影響を抑制できる．一方で，複数の入力時系
列データの関連性が強い場合，提案法は，その時系列
データに対応するリージョン間を横切るシナプスを追
加し，維持する．これにより，提案法は，複数の時系列
データの関連性を利用した協調的な予測を実現できる．

5 実験設定
5.1 アルゴリズム

Algorithm 2を適応した提案するMRCLA-ASAと
Algorithm 1を適応した従来のMRCLAを比較する．

5.2 時系列データ

人工的な時系列データと実世界における東京の気象
データの 2種類を用いる．
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Table 1: 人工的な時系列データの組み合わせ
入力X1 入力X2 入力X3

ケース 1 Xsin Xsaw Xconst

ケース 2 Xsin Xsaw Xlog

ケース 3 Xsin Xsaw Xtri

人工的な時系列データを以下の式で定義する．

Xsin(t) = sin

(
2πt

100

)
, (4)

Xsaw(t) =
2(t mod 100)

100
− 2

⌊
2(t mod 100)

100

⌋
, (5)

Xtri(t) =

∣∣∣∣ (t mod 100)

25
− 4

⌊∣∣∣∣ (t mod 100)

50
−

1

2

∣∣∣∣⌋ − 1

∣∣∣∣ − 1, (6)

Xconst(t) = 0.5, (7)

Xlog(t) = 3.875 ·Xlog(t− 1) · {1 −Xlog(t− 1)}. (8)

ここで，Xlog(0) = 0.4である．多変量予測のため，従
来のMRCLAと提案するMRCLA-ASAに，それぞれ
の単一時系列データを組み合わせて入力する．Table
1に，3つの実験ケースにおける人工的な時系列デー
タの組合せを示す．合計の時点数は，100,000にする．
この人工的な時系列データを用いた実験では，波形の
周波数によって，複数の時系列データの関連性が決ま
る．Xsin とXsawには，関連性がある. Xsin とXtriに
は，関連性がある. XsinとXconstには，関連性がない.
Xsin とXlog には，関連性がない.

東京の気象データは，1 日の平均気温 [◦C]，1 日の
合計降水量 [mm]，1日の平均風速 [m/s]の 3つの時系
列データで構成される．この気象データは，気象庁の
ホームページ 13) で提供されている．データの期間は，
1982年 2月 10日から 2009年 6月 28日までである．1
日のデータを 1時点分のデータにする．また，合計の
時点数は，10,000にする．1日の平均風速のデータに
は，欠損が含まれているため，その月の平均風速で補
完する．
5.3 パラメータ
n = 3の時系列データの入力し，同時に予測するた
めに，従来のMRCLAと提案するMRCLA-ASAでは，
n = 3のリージョンを用いる．各リージョンのカラム
数を nc = 1, 024にする．また，活性状態になるカラム
数を θc = 20にする．セル数は，nr = 4にする．入力
ビット列の長さを nx = 190，値が 1になるビット数を
ω = 10にする．また，カラムシナプスの接続閾値 θpを
0.1にする．永続値の増加量は，∆p+c = 0.1にし，減少
量を ∆p−c = 0.00025225にする．セルシナプスセグメ
ント Y の活性閾値 θY を 15にする．また，セルシナプ
スの接続閾値 θpを 0.3にする．永続値の増加量と減少
量は，∆p+p = ∆p−p = 0.1にする．永続値の違反減少量
は，∆pp = 0.005にする．
提案するMRCLA-ASAでは，活性回数の閾値 θτ を

1,000にする．
5.4 評価指標
二乗平均平方根誤差 (root mean squared error，以下

RMSE)14)を用いる．各時系列データにおいて，RMSE
を以下の式で算出する．

RMSE =

√√√√ 1

N

N∑
t=1

(X(t)− X̂(t))2 (9)

ここでは，X(t)が時点 tにおける真の入力値，X̂(t)
が X(t) の予測値である．本稿では，N = 100 にし，
N = 100時点毎に二つのMRCLAの RMSEを算出す
る．また，比較には，各MRCLAを 31回試行し，得
られた RMSEの平均値を用いる．
6 実験結果と考察
6.1 人工的な時系列データ
Figs. 6–8に，従来のMRCLAと，事前実験によって
見出した適切なwに設定したMRCLA-ASAの各時点に
おけるRMSEの推移を示す．Fig. 6 (a)のXsin(t)の結
果から，提案するMRCLA-ASAは，学習初期にRMSE
が小さな値に収束する．それに対し，従来のMRCLA
は，学習初期に RMSEが一時的に減少した後，0.6程
度まで悪化していることがわかる．従来のMRCLAで
は，Xconst(t)のリージョンと Xsin(t)のリージョンを
横切るセルシナプスが徐々に増加する．これらのセル
シナプスは，正しい予測に寄与せず，Xsin(t)の予測の
弊害になる．一方で，提案する MRCLA-ASAは，各
時点において，収束後の低いRMSEを維持する．この
ことから，提案する適応的シナプス調整法が正しく機
能していることがわかる．似た状況を Fig. 7 (c)でも
確認できる．Fig. 7 (c)において，5,000時点付近か
ら従来のMRCLAの RMSEが悪化している．一方で，
提案するMRCLA-ASAは，各時点において，収束後
の低いRMSEを維持する．これらの結果は，提案する
MRCLA-ASAが，リージョン間を横切るセルシナプス
を適切に調整できることを示す．
6.2 実世界の気象データ
Fig. 9に，提案するMRCAL-ASAの指数重みパラ
メータwを変化させた場合の平均RMSEの結果を示す．
各図では，参考として従来のMRCLAの平均RMSEを
水平線で示している．また，エラーバーは，標準偏差
を示している．
Fig. 9 (a), (b)と (c)から，特定のwの範囲で，提
案するMRCLA-ASAは，すべての気象データにおい
て，従来のMRCLAよりも低い平均 RMSEを達成し
ていることがわかる．また，指数重みパラメータ wを
調整することで，提案するMRCLA-ASAの予測精度
が向上することがわかる．実世界の気象データ予測で
は，w = 0.05が提案するMRCLA-ASAに適切である
ことがわかる．
Fig. 10に，従来のMRCLAと w = 0.05に設定し
たMRCLA-ASAの各時点におけるRMSEの推移を示
す．Fig. 10 (a)の平均気温において，従来のMRCLA
ではRMSEを減少させることが困難であることがわか
る．一方で，提案するMRCAL-ASAでは，RMSEが
徐々に減少し，小さい値に収束していることがわかる．
この結果から，提案するMRCAL-ASAが安定した予
測を実現できることがわかる．また，Fig. 10 (b)と
(c) から，従来の MRCLA と提案する MRCLA-ASA
のRMSEの推移は，ほぼ同じであることがわかる．一
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Fig. 6: ケース 1における時点毎の RMSEの推移
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Fig. 7: ケース 2における時点毎の RMSEの推移
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Fig. 8: ケース 3における時点毎の RMSEの推移
方で，提案するMRCAL-ASAは，従来のMRCLAよ
りも RMSEの変化の幅が小さくなる傾向が見られる．
これらの気象データを用いた実験の結果から，提案
するMRCAL-ASAの有効性が確認された．
7 まとめ
本稿では，MRCLAの多変量予測精度を向上させる
ことを目的に，適応的シナプス調整法を提案した．提
案法は，各セルシナプスセグメントの部分予測精度を
推定する．その部分予測精度を用いて，セルシナプス
セグメントへのシナプスの追加と削除をする．人工的

な時系列データと実世界の気象時系列データを用いた
実験の結果，提案法は，多変量予測によって引き起こ
される弊害を抑制し，予測精度の向上に寄与すること
を明らかにした．
今後は，指数重みパラメータ wの自動決定機構を設
計する予定である．
参考文献
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逐次変分自己符号化器の効率的な学習アルゴリズム
○石曽根毅 （明治大学） 樋口知之 （中央大学） 中村和幸 （明治大学）

An Efficient Algorithm for Learning Sequential Variational AutoEncoders

∗T. Ishizone (Meiji University), T. Higuchi (Chuo University),
and K. Nakamura (Meiji University)

Abstract– Sequential variational variational autoencoders (SVAEs) have attracted attention in a wide
range of fields such as time series data prediction and feature extraction. SVAEs is a framework that extends
variational autoencoders (VAEs) to time series and can infer latent variables and transition structures behind
the data. In this study, we propose a method to learn SVAEs more efficiently using sequential Bayesian
filtering, and show its effectiveness on multiple synthetic and real data.

Key Words: generative model, time-series, sequential Bayes filtering

1 緒言
ビッグデータ社会と称される現代において，画像処
理や自然言語処理など幅広い分野において，人工知能
（AI）が重要や役割を果たしている．画像処理の分野で
は，深層学習が画像分類の精度を競う ImageNet com-
petition 1)で圧倒的な精度を達成した 2012年以降，画
像生成や高解像度化，深度予測，セマンティックセグ
メンテーションなどのタスクで数多のブレイクスルー
を生み出した 2, 3, 4, 5)．先日発表された Imagen 6) は
キャプションに合致する画像を高精度で生成すること
ができ，社会に衝撃を与えた．自然言語処理の分野で
は，Transformer 7)の発表以来，対話や感情分析，機械
翻訳などの分野で深層学習は著しい成功を収めた 8, 9)．
これらのように，深層学習はデータから帰納的に情報
を抽出し，広範なタスクを解くことができる手法とし
て社会を席巻している．
人工知能による情報抽出のプロセスは，しばしば大
規模なデータセットを必要とする．例えば，画像分類に
おけるベンチマークデータセットである ImageNet は
1400万枚以上の画像とラベルが収められている．自然
言語処理における標準的ベンチマークである GLUE 10)

の QQP タスク（質問ペアの等価性を判断するタスク）
は 75万個のデータから構成されている．しかし，現実
的には大規模なデータセットが得られない場合の方が
多く，深層学習は容易に過学習に陥る．
過学習に対する処方箋として，転移学習や fine-tuning
が知られている 11)．これらの手法では，大規模事前学
習済みモデルの重みを固定したり初期値として用いる
ことで，少量のデータ数でも新規のドメインやタスク
の問題を解くことが可能になる．しかし，大規模事前
学習済みモデルが使えるのは，画像や自然言語を対象
とする場合に限られる．例えば，心電図や電力使用量
など一般の時系列データを対象とする場合には適切な
事前学習済みモデルは存在しない．
このようなデータ数が限られた時系列の学習におい
ては，ヒューリスティクスや帰納的バイアスを活用す
る計算知能が重要な役割を果たす．一般の時系列デー
タに対して，予測や異常検知の深層学習モデルは，モ
デル構造に専門知や時系列特有の性質を導入すること
が多い．

各目標時系列に応じて，多種多様な深層学習モデル
が提案される中，それらの学習を効果的に促進できる
手法も提案されてきた．本発表では，時系列データに
対する深層学習モデルのうち，逐次変分自己符号化器
（SVAEs; sequential variational autoencoders）と呼ば
れるモデルクラスに焦点を当てる．SVAEs の学習を促
進する手法として，IWAE 12, 13) や FIVO 14) が提案
されてきたが，これらは粒子効率が悪いという問題を
抱えていた．本発表で示す手法は，粒子効率の面でこ
れら 2つの手法を凌駕し，複数の合成・実データセッ
トに対して優れた予測精度を示した．
本稿は以下の流れで構成されている．2 章では，

SVAEs について具体的なモデルを示す．3章では，提
案手法で活用する ensemble Kalman filter (EnKF) に
ついて概説する．4章では，提案手法について紹介す
る．5章では，複数の実・合成データセットに対する実
験結果を示す．最後に，6章で結論を述べる．
2 逐次変分自己符号化器
SVAEsは，変分自己符号化器（VAE; variational au-

toencoder）を時系列に拡張したモデルとして表現され
る．VAE は，符号化器と呼ばれる推論分布 qφ(z|x)と
復号化器と呼ばれる観測分布 gθ(x|z)によって構成さ
れる．VAE は深層生成モデルの一種であり，生成過程
gθ(x|z)を得ることが一つの目的である．生成過程が得
られることで，未知の観測生成や異常データの判別が
可能になる．
VAEでは，周辺対数尤度 log pθ(X)の下界として定
義される変分下界（ELBO; evidence lower bound）

log pθ(X) ≥ Eqφ(Z|X)

[
log

pθ(X,Z)

qφ(Z|X)

]
(1)

=: LELBO(θ,φ, X), (2)

を最大化することによってパラメータ θ, φ を学習す
る．ELBO の最大化は，周辺事後分布 pθ(Z|X)と推論
分布 qφ(Z|X) の擬距離である Kullback-Leibler ダイ
バージェンスの最小化と等価であるため，推論分布は
周辺事後分布を変分近似した変分事後分布とみなすこ
とができる．
SVAEs は VAE の生成過程と推論過程に時間構造を
取り入れたモデルの総称であり，推論分布 qφ(zt|X)，
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Table 1: SVAEs の例

Network VRNN 15) SRNN 16) SVO 17)

推論分布 qφ(zt|z1:t−1,x1:t) qφ(zt|zt−1,x1:T ) qφ(zt|zt−1,x1:T )
観測分布 gθ(xt|z1:t,x1:t−1) gθ(xt|zt,x1:t−1) gθ(xt|zt)
状態遷移分布 fθ(zt|z1:t−1,x1:t−1) fθ(zt|zt−1,x1:t−1) fθ(zt|zt−1)

グラフ

xt

zt

ht

xt−1

zt−1

ht−1

xt

zt

ht

xt−1

zt−1

ht−1

btbt−1

xt

zt

ht

xt−1

zt−1

ht−1

btbt−1

観測分布 gθ(xt|z1:t) と状態遷移分布 fθ(zt|z1:t−1) に
よって構成される．生成過程は，観測分布と状態遷移
分布によって

pθ(X,Z) = fθ(z1)

T∏
t=2

fθ(zt|z1:t−1)

T∏
t=1

gθ(xt|z1:t)

(3)
と表現される．ここで，z1:t = {zs}ts=1，Z = {zt}Tt=1

のように時系列を束ねた表現をしていることに留意さ
れたい．SVAEs によって時系列の生成過程が得られれ
ば，未知の時系列データの生成や予測，モデルの乖離
を元とした異常検知などが可能となる．
代表的な SVAEsを Table 1に挙げる．図中のグラフ
における実線は推論過程，点線は生成過程，丸囲みは
確率的変数，四角囲みは決定的変数を表している．各モ
デルの違いは，前述した 3つの確率分布の構成方法に
ある．VRNN 15) では時間前進方向のみの観測を用い
て潜在状態を推論している一方，SRNN 16)や SVO 17)

では時間後進方向も利用している．SVO では状態遷移
分布の構成がマルコフ性を満たすのに対し，VRNN や
SRNN は非マルコフな状態遷移を仮定している．

3 Ensemble Kalman Filter

EnKF は，式 (3) で表される確率的時系列モデル
（PTSM; probabilistic time-series model）において，新
しい観測 xt に応じて状態 zt を逐次的に更新する逐次
ベイズフィルタの一種である．EnKFでは，各状態分
布 pθ(zt|x1:s)を粒子のアンサンブルによって

pθ(zt|x1:s) ≃
1

N

N∑
i=1

δ
z
(i)

t|s
(zt) (4)

と表現する．ここで，z
(i)
t|sは観測 x1:s条件付きでの第

i粒子の状態，δ(·)はデルタ関数を表す．
オリジナルの EnKF 18) は，線形な観測モデルと加
法的なノイズ

xt = Htzt +wt, wt ∼ pθ,w(wt). (5)

を仮定し，新しい観測に対して
z
(i)
t|t−1 ∼ fθ(zt|z(i)

1:t−1|t−1), ∀i ∈ NN (6a)

z̄t|t−1 =
1

N

N∑
i=1

z
(i)
t|t−1, (6b)

Σzt|t−1 =
1

N − 1

N∑
i=1

(z
(i)
t|t−1 − z̄t|t−1)(z

(i)
t|t−1 − z̄t|t−1)

T ,

(6c)

w
(i)
t ∼ pθ,w(wt), ∀i ∈ NN , (6d)

w̄t =
1

N

N∑
i=1

w
(i)
t , (6e)

Σwt =
1

N − 1

N∑
i=1

(w
(i)
t − w̄t)(w

(i)
t − w̄t)

T , (6f)

Kt = Σzt|t−1H
T
t (HtΣ

z
t|t−1H

T
t +Σwt )

−1, (6g)

z
(i)
t|t = z

(i)
t|t−1 +Kt(xt −Htz

(i)
t|t−1 −w

(i)
t ), ∀i ∈ NN ,

(6h)

と粒子を更新する 19)．ここで，NN = {1, · · · , N}は
N 以下の自然数の集合を表す．
オリジナルの手法を非線形観測モデル

xt = hθ(zt) +wt, wt ∼ pθ,w(wt) (7)

へと拡張するには，拡張 PTSM

z̃t =

(
zt

hθ(zt)

)
∼ f̃θ(z̃t|z̃1:t−1)

= fθ
((
Idz Odx

)
z̃t|
(
Idz Odx

)
z̃1:t−1

)
, (8a)

xt =
(
Odz Idx

)
z̃t +wt = H̃tz̃t +wt

∼ g̃θ(xt|z̃t) = gθ
(
xt|
(
Idz Odx

)
z̃t
)

(8b)

に対して EnKF を適用すれば良い．
直感的には，EnKF は状態の精度と新しい観測の精
度を用いて最適な状態推定値を計算していることに相
当する．一方，別の逐次ベイズフィルタである粒子フィ
ルタ（PF; particle filter）では，各粒子の尤度比に応じ
て状態粒子をリサンプリング（多項分布からサンプリ
ング）する（Fig. 1）．これらの相違点は，EnKF ベー
スの提案法の PF ベースの先行研究に対する優位性に
直結する．
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Fig. 1: PF (左) と EnKF (右) のフィルタリングの概念図

Algorithm 1 Ensemble Kalman Variational Objec-
tives
1: EnKO(x1:T , pθ, qφ, N):
2: for t ∈ {1, · · · , T} do
3: for i ∈ {1, · · · , N} do
4: if t = 1 then
5: z

(i)
1 ∼ qφ(z1|x1:T )

6: else
7: z

(i)
t|t−1 ∼ qφ(zt|x1:T , z

(i)
1:t−1|t−1)

8: z
(i)
1:t|t−1 =CONCAT(z

(i)
1:t−1|t−1, z

(i)
t|t−1)

9: end if

10: w
(i)
t =

pθ(xt,z
(i)

t|t−1
|z(i)

1:t−1|t−1
)

qφ(z
(i)

t|t−1
|x1:T ,z

f,(i)

1:t−1|t−1
)

11: end for
12: {z(i)

t|t}
N
i=1 =EnKF({z(i)

t|t−1}
N
i=1,xt)

13: end for
14: return p̂N (x1:T ) =

1
N

∑N
i=1

∏T
t=1 w

(i)
t

15: EnKF({z(i)
t|t−1}

N
i=1,xt):

16: for i ∈ {1, · · · , N} do

17: x
(i)
t ∼ gθ(xt|z(i)

t|t−1)

18: µ
x,(i)
t = Eg[x(i)

t ] = hθ(z
(i)
t|t−1)

19: end for
20: x̄t =

1
N

∑N
i=1 x

(i)
t

21: µ̄xt = 1
N

∑N
i=1 µ

x,(i)
t

22: z̄t|t−1 = 1
N

∑N
i=1 z

(i)
t|t−1

23: Σxt = 1
N−1

∑N
i=1(x

(i)
t − x̄t)(x

(i)
t − x̄t)

T

24: Σzµ
x

t = 1
N−1

∑N
i=1(z

(i)
t|t−1 − z̄t|t−1)(µ

x,(i)
t − µ̄xt )

T

25: Kt = Σzµ
x

t (Σxt )
−1

26: for i ∈ {1, · · · , N} do

27: z
(i)
t|t = z

(i)
t|t−1 +Kt(xt − x

(i)
t )

28: end for
29: return {z(i)

t|t}
N
i=1

4 提案手法
SVAEsの学習に EnKFを取り入れることで，より観
測に適合した生成モデルの学習を可能とする手法 EnKO
(ensemble Kalman variational objective) を提案する．
EnKO は PF ベースの従来法 14, 20, 21, 22, 23)に比べて
3つの優位性を有している．

1. 粒子効率：PF ベースの手法はリサンプリング時
に少数の粒子しか複製されなくなる粒子の退化が

生じることにより，多くの粒子を必要とする．一
方，EnKF ベースの提案法では退化が生じないた
め，少量の粒子数で効率的に学習が行える．

2. 勾配推定量の不偏性：PF ベースの手法では，多
項分布からのサンプリング計算による微分不可能
性への対処として，近似的な連続緩和した分布 24)

で計算を行う．これにより，勾配推定量にバイア
スが生じてしまうが，提案法では勾配推定量にバ
イアスは生じない．

3. 勾配推定量の低分散性：実験的に提案法の勾配推
定量は低分散であることを示すことができ，安定
的な学習を可能とする．

提案法は，目的関数
LNEnKO(θ,φ, X) := E

QE(z
(1:N)
1:T ,x

(1:N)
1:T |X)

[log p̂N (x1:T )],

(9)

p̂N (x1:T ) =
1

N

N∑
i=1

T∏
t=1

fθ(z
(i)
t |z(i)

1:t−1)gθ(xt|z
(i)
t )

qφ(z
(i)
t |x1:T , z

f,(i)
1:t−1)

,

(10)

QE(z
(1:N)
1:T ,x

(1:N)
1:T |X) =

T∏
t=1

N∏
i=1

{qφ(z(i)
t |x1:T , z

f,(i)
1:t−1)

·gθ(x(i)
t |z(i)

t )}, (11)

を最大化することでパラメータを学習する．ここ
で，fθ(z1|z1:0) = fθ(z1), qφ(z

(i)
1 |x1:T , z

f,(i)
1:0 ) =

qφ(z
(i)
1 |x1:T )であり， p̂N (x1:T )は Algorithm 1の出

力に相当する．
5 実験
2 つのデータセットに対し，EnKO, IWAE 12),

FIVO 14) を適用した実験を行った．SVAE としては
SVO 17) を用い，学習率 0.001 とした Adam opti-
mizer 25)によって学習を行った．また，レイヤー数な
どのハイパーパラメータはグリッドサーチで選択し，定
量的な結果は 3回の実行の平均値である．
5.1 歩行データ
CMU motion capture library から subject 35 のう
ち，歩行運動を行っている時系列長 300の 23個のデー
タを取得した．先行研究 26, 27) に従い，速度 3 次元，
関節角 47次元のデータを中心化し，16個の学習用，3
個の検証用，4個のテスト用データに分割して，粒子
数 128として学習を行った．
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Fig. 2: 歩行データに対する平均予測 MSE
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Fig. 3: 回転手書き文字データに対する平均予測 MSE

Fig. 2は平均予測 MSEを示した結果である．EnKO
は，特に長期予測に関して FIVO, IWAE を凌駕して
いることが分かる．
5.2 回転手書き文字データ
手書き文字データセット MNISTの「3」の数字を 16
種類の等間隔な角度で回転させたデータセット 28) を
取得した．1042データのうち，360を学習用，40を検
証用，642をテスト用に分割した．また，SVO の符号
化器・復号化器の外側にそれぞれ CNN，Transposed
CNN を追加し，粒子数 32で学習を行った．
平均予測 MSE を Fig. 3に示す．提案法は，一貫し
て FIVO と IWAE を凌駕していることが分かる．こ
れらの結果から，提案法は SVAE の学習能力を向上さ
せていると言える．
6 結言
本稿では，時系列データに対する深層生成モデルと
して逐次変分自己符号化器のクラス（SVAEs）を紹介
し，SVAEs の学習能力を向上させるための枠組みを提
案した．提案法は，既存手法に対して 3つの優位性（粒
子効率，勾配推定量の不偏性・低分散性）を有してお
り，実験的にも予測精度の面で優れていた．
しかし，提案法は，目的関数が理論的に厳密な下界で
あることを示せない問題を抱えている．これは，EnKF
と PF の目的意識の差異にも依拠している．EnKF は
地球物理学などの分野でよく用いられる手法であり，計
算コストの観点から粒子数をなるべく節約した近似的
な性能の良さが求められる．一方，PF は粒子数極限
での振る舞いなど推定量の理論的厳密性が担保されて
いるため，両者は適切に使い分ける必要がある．今回
の実験では，EnKF ベースの提案法の方が優れていた
が，粒子数を十分大きくできる場合や強非線形な系に

対しては PF ベースの既存法の方が優れている場合も
あるだろう．
今後の展望として，両者を融合していくことが考えら
れる．逐次ベイズフィルタの文脈では，EnKFと PFを
融合した adaptive Gaussian mixture filterや ensemble
Kalman particle filter などが提案されている 29)．これ
らを SVAEs に適した形に改良して導入していく予定
である．
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おもちゃのバギーで量子ビットを作る
Toy buggy as a quantum bit

○伊丹哲郎 a 松井伸之 a 礒川悌次郎 a 幸田憲明 b 橋本尚典 a

a兵庫県立大学，b松江工業高等専門学校
概要 DCモータの駆動により直線運動をする２輪バギー車を、量子コンピュータにおける「量子ビット」として
作動させる．我々はこれまで、古典物理に従う装置を使った量子計算システムを提案してきた．その中で、初期に
考えていた、質点を模擬するロボットとしてバギー車を位置づける．性能と予想してきた問題点の明確化を図る．

キーワード: artificial intelligence, quamtum computing, Bohmian dynamics, square well potential, two-level
system as a qubit

1 はじめに
これまで我々は，製造・運用が容易な量子コンピュー
タ 7, 4, 16, 17, 6, 14) のシステムを提案してきた．これは
エッジ 9)搭載を念頭においたものであるとともに，「シ
ステムの動作をプロジェクト従事者が理解できる」こ
とを強調されるべき点としてきた．この目的のために，
古典物理法則あるいは古典物理的な現象論に従う工学
システムが，通常の量子コンピュータで使用される磁
気スピンや光のかわりに使われた．それは，磁気スピ
ンや光が量子力学という日常論理とはかけ離れた論理
8) で動くシステムを，日常生活の論理によって動くシ
ステムに引き戻す方がよいのではないか，と考えたか
らであった．最も分かりやすい動きをするのは石ころ
のような「質点」である．それは投げる力と方向さえ
制御すれば目的の場所に当たってくれる．我々はこの
石ころに位置センサと駆動機構をつけて適当なフィー
ドバックができるようにした．するとシミュレーショ
ン上ではこの質点は量子コンピュータのビット qubitの
役割を果たすことが分かった 18, 10, 11)．なお，位置セ
ンサにしても駆動機構にしてもその制御は古典計算機
が担う．一方，量子計算の利点はきわめて多くの状態
を同時処理できる事である 5)．そこで古典計算機によ
る制御がシステム速度の律速にならないように工夫す
ることは必須である．ちなみに従来の量子コンピュー
タであっても量子ビットを巨視的世界から介入して制
御するのだから，古典計算機は，そこは強調されない
が，図面を見るかぎり 2) 当然ながら必要とされている．
さて，しかし質点を実装することは，モータの極小化
とより本質的には後述のように「まさつ」という壁が
立ちはだかり，実は困難である．そこで，より扱いや
すい普通の工学システムを適用することにした 12)．た
だ，容易に入手できるモータを使い摩擦を単純に無視
するならば，「質点」は平面上あるいは直線上を動くお
もちゃのバギー車として電子工作によって具体的にデ
スクトップで作ることができる．つまりおもちゃのバ
ギー車は量子コンピュータのひとつのデモンストレー
ションとして活用できる．なお量子力学が分かりにく
いという問題意識は量子コンピュータ業界の間にも当
然あって，「量子を可視化」する電子工作という発想が
ある 15, 20)．しかしこれらは複素数値の座標をとる量
子ビット qubitの座標を単に可視化するだけである．量
子計算の過程で具体的にビットがどのように推移し計
算が実行されるか，を見せるものではない．普通の量

子コンピュータ業界の立場であれば，計算を実行する
ためには電子工作では作れない磁気スピンや光といっ
た対象や工作室をほぼ絶対零度に冷却する巨大な冷凍
機が必要だ！なおこのような周辺設備を極限まで小型
化してデスクトップ 21, 1)にまとめる例もあるが，たか
だか５個程度の量子ビットを扱えるだけである．
本報告では直線上を動くバギー車とその位置フィー
ドバック制御器を電子工作で自作する．そこには先述
のまさつや必ずしも直進しない，位置センシングの不
確かさ，フィードバックの遅れという問題が出てくる．
これらの問題は qubitの理想的な動作との誤差を生み出
す．すなわち本報告の目的は，動作誤差の大きい qubit
を実際に作りその誤差が量子計算の Fault tolerenceに
どのように影響するか，を調べることである．ここで
改めて何度でも強調しておくが，我々の「量子バギー」
は「おもちゃ」を使うとはいえただの「おもちゃ」では
ないことである．量子バギーは単体では 1-qubitであっ
て，本論文を発展させれば 1-qubitの汎用ゲートを作る
事ができる．さらにバギーを互いに衝突しないように
二つ並べれば 2-qubits が構成でき，フィードバックを
工夫することで 13) CNOTゲートになる．つまり二つ
のバギーで任意の量子ゲートを作ることができる．将
来的には二つ以上のバギー集団で算術演算 5) にトライ
する予定である．もちろん精度は非常に悪い事が予想
され，実用化あるいは精度アップのためにはおそらく
バギーではなく，より扱いやすい工学システムの適用
を考えることになるであろう．
はじめに Sec.2で量子計算に古典装置を使うという
我々の方法を確認する．ここでは，古典装置として最も
簡単にみえる質点を使えればよいが「まさつ」の存在
が障害になる，という事を明示する．そのような問題
がある事を念頭においた上で，あえて Sec.3 では，質
点のバギー車による模擬を試みる．すなわち「量子バ
ギー」により量子計算を行う．ここでの量子計算とは
量子ビットの遷移の計算である．まさつを無視した計
算になるのだが，計算精度においてどのような問題が
あるか，を確認する．議論を Sec.4でまとめる．
2 古典装置を使った量子コンピューティング
量子コンピュータの作動は「重ね合わせ原理」に基
礎づけられる 16)．しかし重ね合わせ状態は雑音に弱い．
特に熱雑音を遮蔽するためにはシステムを冷却する必
要があり，このため冷凍機のような大規模な周辺設備
を要する．
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この周辺設備の不可避性を嫌い，我々は古典装置だ
けを使った量子コンピューティングのシステムを提案
してきた．これはアフィン形式の状態方程式

ẋ = g(x)u+ F (x) (1)

で記述され制御仕様を評価指標∫
dtL(x, u) ≡

∫
dt
(m
2
u2 − V (x)

)
(2)

の最小化で与えるシステムである．状態変数も入力も
多次元と設定する必要がないので，以上の (1)，(2)で
も以下の (3)でも xは 1次元である．ここで設計者が
適切に定数HRを指定し，略記 h ∂

∂xψ =
h ∂ψ∂x+

∂(hψ)
∂x

2 に
より波動方程式

iHR
∂ψ

∂t
= −HR

2

2m

(
g
∂

∂x

)2

ψ + V ψ − iHRF
∂

∂x
ψ (3)

を設定する．この (3)を満たす波動関数 ψ(x; t)を使っ
た特別なフィードバック

u =
g2HR

2im

ψ∗ ∂ψ
∂x − ψ ∂ψ

∗

∂x

|ψ|2
. (4)

によりシステムの状態量 xは量子力学的に動く．フィー
ドバック則 (4)の分母がゼロにならない事は保証され
ている 3)．直観的に説明すると次のようになる．もし
(4)が発散する点 x∞(t)を持つなら，その点を運悪く
通った粒子は無限大の速度を得て物理系の外に出てし
まう．しかしその場合，確率が時間の経過により保存
しない事になり，量子力学の基本法則である確率保存
法則に反する．つまり，結論としてこのような無限大
速度は起こり得ない．さて従ってできるだけ扱いやす
い制御システムを採用してこれを量子力学的にフィー
ドバック制御し，状態量をモニタすれば，モニタ結果
がビット演算になっている．我々にとってシステムの
選定基準は「扱いやすさ」だけだから xも uも共に 1
次元でもよい事は大変に都合が良い．波動関数 ψ(x; t)
は，初期時刻の ψ(x; 0)と任意時刻での空間境界条件を
決めれば (3)から確定する．この初期条件は量子ビッ
ト qubitを初期にどう設定するか，の条件に他ならな
い ( たとえば |U⟩からの出発なら ψ(x; 0) = ϕU (x)で
あって図 5がその場合である)．
状態方程式 (1)でもっとも簡単なものは質点力学を
表現する．従って量子計算を古典装置を使って実行し
ようとするとき，その古典装置として先ず思いつくの
は質点である．質点に働く力を操作して質点の運動を
制御することは簡単である．これは石を投げて標的に
当てる日常茶飯の状況である．しかし ẋを位置 xの時
間変化率と考える限りそれは速度なのだから，我々の
「もっとも単純な状態方程式」は，質点の速度を操作せ
よと言うのである．そのためには質点に駆動装置をつ
けてその速度が所望の値になるような制御をするしか
ない．我々の量子コンピュータはエッジに入れること
を想定するのだから，それは「小さな」ものでなければ
ならない．つまり本報告のおもちゃバギー車はデモン
ストレーションのためなのだが，実用化のためにはそ
の駆動装置つまりモータを非常に小型化せねばならな

いであろう．非常に小さなモータを作るのは，従来の
量子コンピュータで周辺設備を小さくすることに比べ
れば大した要求ではないかもしれないが，大変だ．し
かしこのような実用的な問題の他に，駆動装置のつい
た質点のように振舞うバギー車やロボットを使うとす
れば，さらにより本質的な問題がある．それはまさつ
の作用である．まさつ下では，単純な近似として，

mẍ = −∂V
∂x

− γ(x)ẋ (5)

が現象論的な運動方程式として利用されることが多い．
しかし最も一般的な (1)，(2)から出発しても (3)のよ
うな波動方程式を設定できない．その意味は，質点つ
まりバギー車を qubitとして振舞わせるための (4)のよ
うなフィードバックを，単純化した (5)のような系に
対してさえ，入力できない，という事である．特に γ
が定数であるときに限り，(2)に替えて∫

dtL(x, u; t) ≡
∫
dte−

γt
m

(m
2
u2 − V (x)

)
, (6)

を取れば，正準運動方程式が (5)を再現する．
このような問題があるのだが，あえてまさつを無視
することでバギーを「古典装置による量子計算」の原
型モデルあるいはデモンストレーションとして使える
ものか，次に確認する．
3 量子バギー
3.1 バギーの製作
我々のバギーは図 1の構成である．おもちゃ用途の
モータ１個をタイヤ２本に結びダイレクトドライブす
る．モータはタミヤ楽しい工作シリーズNo.167でトル
ク最大の D型とする．モータドライバは TA7291Pを

Fig. 1: 量子バギー
使い PWM入力を可能とする．壁に向けて超音波距離
センサ HC-SR04を搭載し，壁を x軸原点，壁から離
れる方向に x軸の正方向を取る．バギーの後ろずさり
が前進モードになる．シミュレーションで確認してお
いた初期位置からバギーを出発し壁衝突を避ける．ド
ライバ制御と超音波距離センサの入力処理は汎用マイ
コンの Arduino-unoで行う．バギーはワイヤドであっ
て PCからマイコンに給電し，得られた距離は PC上
で Processingが後処理をする．バギーを直線運動する
質点と位置づける．質点の質量は前記の搭載物の総和
でm = 0.32[kg]と計測される．この重量をモータで動
かすためには (1.5[V]×4)×2 = 12[V]程度が妥当であっ
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た．状態方程式 (1)で g(x) = 1，F (x) = 0であって
フィードバック (4)を考慮してバギーは

ẋ = u =
HR

2im

ψ∗ψ′ − ψψ∗′

|ψ|2
(7)

で駆動される．分母がゼロを回避していることは (4)
直下に確認した通りである．さて，実際にモータを所
定回転数で回すのは PWM信号なので，事前テストで
PWM一定値による速度値を計測した．バギーが壁に
近づく後進の条件で図 2を得た．すなわち縦軸は負速
度の絶対値である．前進条件ではバギーが壁から離れ
超音波距離センサの計測値が不安定であり，速度値も
確定的な結果を得られなかった．この散布図と正速度
を含めた速度と pwmの関係は非線形であり，本来は非
線形関数での補正を要する．しかし本報告では，まず
バギーを動かしてみることを優先する．そこで，散布
図を図中の原点を通る直線で近似し，この直線は正速
度 (前進)にも適用されるとする．この結果，制御ダイ

Fig. 2: バギーの速度と要求される pwm値の関係
アグラムは図 3となる．先述の直線関数近似をするの

Fig. 3: 制御ダイアグラム
で，フィードバックで作る入力 uから非線形要素を経
由する点で定数 rを乗じて PWM信号を作る．この r
値は，

r =
200[pwm]

0.04[m/s]
= 5000 (8)

と計算される．なお入力 uの正・負は，バギーの前進
(壁から離れる)・後退 (壁に近づく)をモータドライバ
で制御することで与える．
3.2 量子フィードバックの作り方
次に量子力学の条件を決める．これは，質量mと (2)
のポテンシャル V (x)および定数HRのパラメータ設定
に他ならない．定数HRは (3)から分かるようにプラン
ク定数に相当するが，ここではエネルギー固有値が二
つ (二準位)の条件から決める．先の図 2 で見たとおり,
我々の重量m = 320[g]のバギーは電池 12[V ]弱の条件
で高々0.05[m/s]程度の速さでしか走れない．これ以上
の速度は PWMでは作れないのである．そこで評価指
標 (2)において相対的に速度に係るコスト m

2 u
2 が大き

くなるようにして速度 uを抑制せねばならない．シミュ
レーションで予め確認しておくと，V = 0.001[J ]の井

戸型ポテンシャルを採用すればよい事が分かった．逆に
言うと，V = 0.001程度以外を採用することは，ポテン
シャル幅 S において後述の実験室広さ条件に限りがあ
るため，できない．これを固有関数とともに図 4 にプ
ロファイルを示した．繰り返しになるが，ポテンシャル

Fig. 4: ポテンシャル，固有関数と固有エネルギー
は左黒線のように幅 2× S = 2[m]，高さ V = 0.001[J ]
の井戸型である．井戸型とする理由は，このとき二準
位条件を

π

2
≤ S

√
2mV

HR
< π (9)

と簡易な不等式で表現できるからである．この (9) を
満たすようにHR = 0.01と決めた．ポテンシャル V (x)
を井戸型にすると (7)に寄与する波動関数を与える固有
関数が解析関数で表現できる，という利点もある．な
お我々の最適性条件が (2)であって V (x)の前が通常の
制御理論と逆符号ととっている．これは保存力ポテン
シャル V (x)の下の質点力学を表現していて，バギーが
ある点 (たとえば x = 0(ゼロ)) に漸近することは保証
しない．しかし V (x)の存在は，バギーがどこかに飛び
出していくことは防いでくれる．じっさい，我々の井
戸型ポテンシャルの幅を 2× S = 2[m]としたのは実験
室の広さを考慮し，またバギーがケーブルで PCと結
び付けられ，ケーブルの長さ (3[m]程度)以上にバギー
が動こうとすると引き戻す力が作用する．この引き戻
し力は量子フィードバック (7)に反映されていないの
で，このような力が作用しているバギーの動きをモニ
タしても，それは量子計算をした事にならない．また
図 4左の赤線が量子ビット 0，青線がビット 1を表現
し，スピンになぞらえて 0を上向き u(upの”u”)，1を
下向き d(downの”d”)と呼ぶことが多いのでここでは
赤線に u，青線に dを添えた．なお記号 0，1では，0(ゼ
ロ)が奇関数 (odd) である青線と混同することもある
ので使わないものとする．さてこれら”u”，”d”いずれ
も図示のとおり固有関数は無限遠点 (計算上は x = ±4)
でゼロになり，量子力学的な波が井戸内部に納まって
いる．一方で”3”と添えた緑線は波が無限に拡がってい
る．これは図 4右のエネルギー値のスペクトルが理由
づけていて，赤の”u”，青の”d”がそれぞれ V = 1より
下の 0.1946/1000，0.7142/1000であるのに対して，第
３準位の緑は E3 = 1.03/1000と V = 0.001を超えて
いることによる．ただ現状のポテンシャルでは E3 が
V = 0.001に非常に近いため，波を加振したときにポ
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テンシャルを飛び越えて無限遠に流れてしまう危険が
ある．実際，量子計算は uと dの遷移を繰り返すこと
で実行され，この遷移は波の加振 19)でなされる．した
がって，E3 を出来る限りポテンシャル高さ V から離
すようなシステム設計が要求される．
3.3 量子ビット回転の推定：1-qubti

さて直前に述べた波の加振は (3)への振動数 ωR に
よる強制振動項の追加

iHR
∂ψ

∂t
= −HR

2

2m

∂2ψ

∂x2
+ V (x)

+aC · cosωRt
(
−iHR

∂ψ

∂x

)
(10)

でなされる．初期に”u”(上向き”スピン”) である量子
ビット

ψ(x; 0) = ϕu(x) (11)

を (10)の加振によって”d”（下向き”スピン”）ϕd(x)に，
あるいは dから uに，遷移させることを考える．この
遷移は ωR を共鳴周波数

ωR =
Ed − Eu
HR

(12)

に取ることで達成される．その共鳴の度合いは aC が
小さいほど強い．量子計算とは，さまざまな固有状態
が重ね合わされた状態をキープしつつその中身，つま
り重ね合わせ係数を測定することに帰着する 16)．qubit
が一つであれば，その「さまざま」とは要するに”u”
と”d”であり

ψ(x; t) = cU (t)ϕu(x) + cD(t)ϕd(x) (13)

のような重ね合わせが我々の前にある．ゆえに冷凍機
のような大規模周辺設備に頼らずに重ね合わせが保持
されていて，かつ，時間発展している波動関数，つま
り (13)の ψ，から何らかの兆候を読み取って cU，cD
値が分かればよいわけである．我々はバギーを (13)の
作用下で (7) のフィードバック則で走らせた．条件は
aC = 0.1である．この aC 値はかなり大きい．かなり
大きく取ったのはバギーがじっさいに前進後進する様
子を，バギーを動かす電池があまり消費されない間に，
見やすくするためである．計測された量子バギーの運
動トレンドをシミュレーション結果と比較して図 5に
示す．トレンドとシミュレーション結果の偏差はかな
り大きい．ただ，最初のうち t ∼ 0 ∼ 150[s]程度の初
期はバギーはシミュレーションをトレースする．また
時間全体にわたってシミュレーションがトレンドの包
絡線のような形になる．偏差 (誤差)が大きいことへの
対処は二つあって，
1. フィードバックによって量子的運動をさせる，と
いうそもそもの考え方が間違っている，

2. バギー製作が未熟なためであって，装置の完成度
を上げれば結果の偏差は小さくなっていく，

である．我々は後者，2，を採る．それは，初期条件を
後述のように変えたときの結果はいずれも，バギーの

Fig. 5: 運動トレンド：量子バギー vs シミュレーショ
ン (cU = 1，cD = 0)

トレンドは初期条件に依存して異なるからである．た
だ単にトレンドが違うということではなく，初期の一
致，また全体にわたる包絡性，が見られる．この図 5
のトレンドを分析して３つの時点で二つの複素数 cU，
cDを推定したものが図 6の３つのガウス平面に示され

Fig. 6: トレンドによる重ね合わせ状態の推定 (cU = 1，
cD = 0)

ている．真値を記号 cU，cD で，推定値を fU，fD で
表している．「推定」にしてはかなり誤差が大きい．そ
の理由は，主要度の順番に二つあって，

• 先に (13)の７行下で記したように，バギーをとに
かく走らせるために加振を強くした (aC が大きい)
こと，

• これも先述のとおり，装置の未完成であること，
である．さて各時点での推定の作業とは，特定の時点
tと，その直前 t−∆t あるいは直後 t+∆tの位置をモ
ニタし，モニタ結果を使って 3元連立線形方程式の係
数を決め，その連立方程式 12)を計算すること，に過ぎ
ない．通常の量子コンピュータでは，大規模設備によ
る冷凍といった反 SDG’s的なエネルギー浪費までして
重ね合わせを保持し，その上で計測行程を経ることで
cU，cD 値を得るのである．
図 5と比較するために，初期条件が
1. ψ(0;x) = ϕd(x)，
2. ψ(0;x) = ϕu(x)+ϕd(x)√

2
，

3. ψ(0;x) = ψu(x)−ϕd(x)√
2

，

4. ψ(0;x) = ψu(x)+iϕd(x)√
2

から出発するシステムのフィードバックを受ける量子
バギーの運動も実験した．特徴は以下のとおりである．
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• 図 5の結果と同様に，いずれも，t ∼ 0 ∼ 150[s]程
度ではトレンドがシミュレーションをトレースす
る．またシミュレーション結果が実機の運動軌道
を包絡する形になる．

• 2(図 8)と 3(図 9)は，バギー運動軌道の差によっ
て明確に区別される．つまり量子コンピューティ
ングの威力を最初に示したとされる「偽コイン判
定問題」4) は，バギーの運動軌道モニタリングに
よって遂行する事が可能である．

• 2(図 8)と 4(図 10)は似ているようだが ϕdの係数
が 1と iのように違う．つまり両者における ϕdの
重みは絶対値でみると同じだが複素数として見る
とまったく違う．この違いは量子力学で複素数が
本質的に利用される事を意味する．そして両者の
下でのフィードバックによるバギー運動はまった
く違うという妥当な実験結果になる．

• 1(図 7)と 4(図 10)では，はじめのうちはシミュ
レーションと実験結果はよく合うが，ある時点か
らバギーは停止したままになった．これは図 2 の
pwm最小値 (∼ 30)から回復できないまま運動が
終わってしまった事が理由と予想される．

• バギーは直進性が非常に悪いため，ときどき本来
の道に手で軽く押すことで元の道に戻す事があっ
た．この点がシミュレータとの違いにどの程度の
寄与をしているか，確認必要である．また図 2に
関しても記したが超音波距離センサの出力が不安
定に見える．この点も改修必要である．

Fig. 7: 運動トレンド：量子バギー vs シミュレーショ
ン (cU = 0，cD = 1)

4 まとめと議論
我々が提案してきている「古典装置を使った量子計
算」のデモンストレーションとして，DCモータの駆動
により直線運動をする２輪バギー車を，量子コンピュー
タにおける「量子ビット」として作動させた．バギー
車を 1次元直線上の模擬質点と位置づけ，フィードバッ
クにより量子的な運動をさせた．その上でバギー車に
よる量子ビットをどの程度までデモンストレーション
できるか，を確認した．

Fig. 8: 運動トレンド：量子バギー vs シミュレーショ
ン (cU = cD = 1√

2
)

Fig. 9: 運動トレンド：量子バギー vs シミュレーショ
ン (cU = −cD = 1√

2
)
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複素数を用いたモジュラーファジィ推論モデルの構築と
医療診断への応用

○荒井裕也 関宏理 (大阪大学)

Construction of modular fuzzy model using complex
numbers and its application to a medical diagnosis

∗Y. Arai and H. Seki (Osaka University)

Abstract– Researches on the interpretability of fuzzy sets using complex numbers have been actively
conducted in recent years. Some fuzzy inference models using complex numbers have been proposed, but
due to the difficulty of linguistic interpretation of complex numbers, there is a problem concerning the
interpretability of their fuzzy rules and input-output relations．In this paper, we propose two complex rule
modules-type fuzzy inference models that take into account the interpretability of complex numbers. We also
apply the proposed models to a medical diagnosis, one of the problems in which interpretability is important,
and compare them with conventional models.

Key Words: Fuzzy Inference Model, Complex Neuro-Fuzzy System, Medical Diagnosis

1 はじめに
ニューラルネットワークに複素数を用いた学習アル
ゴリズムは，学習停滞が起こりにくく高速に収束するこ
とで知られており 1)2)3)，画像認識やレーダー検知，波
動など周期的な特徴をもつ近似に対しては，実数ニュー
ラルネットワークよりも高い精度であることが知られ
ている 4)5)．また，入出力を複素数にしたニューロファ
ジィ推論システムも提案されており，非線形関数近似
や天気予報問題で有効な成果が得られている 6)7)．一
方で，複素数を用いたファジィ集合と解釈性について
の研究も近年盛んに行われている．Ramotら 8) 9)は複
素ファジィ集合 (CFS, Complex Fuzzy Sets)を提案し，
振幅項を対応するメンバーシップに対する適合度，位
相を相対的なパラメータとして定義した．複素ファジィ
集合は風力発電に用いる風向き予想などの分野におい
て成功を収めている．また，Dickら 10) は直感主義的
ファジィ集合 (IFS, Intuitionistic Fuzzy Sets)11) を拡
張したピタゴリアンファジィ集合 (PFS, Pythagorrean
Fuzzy Sets)を複素領域に拡張している．文献 10)では，
複素単位円上のメンバーシップと非メンバーシップ，反
メンバーシップなどの論理についても議論し，複素数を
用いた言語表現の可能性に言及している．ファジィ推論
におけるファジィルールの後件部を実数から複素数に
拡張した複素ファジィ推論モデルも同様に提案されてい
る 12)13)14)が，複素数の言語的解釈の難しさから，ファ
ジィ推論モデルに導入するときにその入出力関係の解
釈可能性に関する問題が存在する．HataとMurase12)

は RNF(Real-valued Neuro Fuzzy)を複素領域に拡張
した CVNF(Complex-Valued Neuro Fuzzy)を提案し，
RNFに比べパラメータ数を低減し高速な推論を行うこ
とに成功しているが，実数出力を得るために活性化関
数を用いることで，ルール部の解釈が難しい側面もあ
る．一方，モジュラーファジィモデル 15) が提案され，
その有効性が示されている 16)17)18)．ファジィ推論は
If-Thenファジィルールで表現され，人間が直感的に理
解しやすいものの，入力数が多ければ多いほどその解
釈は難しくなる．このことから，少数入力で構成され

る If-Thenファジィルールは理解しやすく，有用であ
ることが示唆されている 19)．
本稿ではモジュラーファジィモデルのうち，偶数の
少数入力ルール群と後件部に複素数をもつ複素モジュ
ラーファジィモデルを提案し，その If-Then ファジィ
ルールの解釈性について議論する．また，医療診断に
応用し，従来モデルとの比較・検討を行う．
2 ファジィ推論モデル
本章ではファジィ推論モデルとして，簡略化ファジィ
推論モデルおよびルール群型ファジィ推論モデルにつ
いて説明する．
2.1 簡略化ファジィ推論モデル
簡略化ファジィ推論モデルとは 20)21)，後件部に実数
シングルトンを用いたモデルである．簡略化ファジィ
推論モデルは，入力が与えられたとき，ファジィ推論
ルール Rules-j は次のように記述される．

Rules- j : if x1 isA1,j andx2 isA2,j and

· · · andxn isAn,j then y∗ is yj

ここで，Ai,j(xi)は i番目の入力に対応する j 番目の
ルールに対応するファジィメンバーシップ関数，yj は
ルール後件部の実数シングルトンである．本稿では，メ
ンバーシップ関数 Ai,j(xi)は，次のガウス関数で与え
ることとする．

Ai,j(xi) = exp{−(xi − ai,j)
2/bi,j} (1)

ここで，ai,j , bi,j はそれぞれ対応するメンバーシッ
プ関数 Ai,j の平均と分散である．まず，入力 x0 =
(x1, x2, . . . , xn)が与えられたとき，j 番目のルールの
適合度 hj(j = 1, 2, ...,m) は，次のように各メンバー
シップ関数の積で与えられる．

hj =

n∏
i=1

Ai,j (2)

　第 20 回コンピューテーショナル・インテリジェンス研究会 PG0003/22/0000-0072 © 2022 SICE
（2022 年 6 月 3 日–4 日・淡路夢舞台国際会議場 (兵庫県淡路市)）
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そして，ルール適合度と後件部 yi の加重平均により，
出力 y∗は以下のように計算できる．

y∗ =
Σmj=1hjyj

Σmj=1hj
(3)

次に，学習方法について述べる．一般的に，簡略化ファ
ジィ推論モデルのファジィルールの学習には最急降下
法 22) が用いられる学習中に最小化される誤差関数は
次の式 (4)で与えられる．

E =
1

2
(y∗ − T )2 (4)

ここで，T は理想値である．学習中，各パラメータ
yj , ai,j , bi,j は，次のようにして更新される．

∆yj = −α ∂E
∂yj

(5)

∆ai,j = −β ∂E

∂ai,j
(6)

∆bi,j = −γ ∂E

∂bi,j
(7)

α, β, γはそれぞれの学習係数である．各パラメータに
初期値を与え，式 (5)～ (7)を繰り返すことで学習を行
うことができる．簡略化ファジィ推論モデルでは，ファ
ジィルールごとに前件部メンバーシップ関数を独立に
設定し，メンバーシップ関数の平均と分散を独立に調
整する．
2.2 ルール群型ファジィ推論モデル
前節で説明した従来の簡略化ファジィ推論モデルで
は，システムのすべての入力変数がルール前件部で考
慮されるため，入力変数の増加に伴って指数関数的に
ルールが増加してしまう．そこで本節では各入力組み
に対するルール群を用意して推論を行うルール群型ファ
ジィ推論モデル 16)17)18) について説明する．
2.2.1 SIRMsモデル
単一入力ルール群 (Single Input Rule Modules，

SIRMs) 結合型ファジィ推論モデル (以後，SIRMs モ
デルと呼ぶ)17)では，各入力に対しルール群を用意し，
ルール群には対応する入力だけを前件部に考慮する 1
入力の If-Thenルールを定義して，ルール群の推論結
果の重み付き総和を最終出力とする．これにより，ルー
ル数が大幅に削減され，学習パラメータ数が低減され
ることで容易に学習を行うことが可能となる．n入力 1
出力に対して，i番目のルール群を次のように定義する．

Rules- i : {if xi isAi,j then y∗ is yi,j}mij=1

ここで，mi は i番目のルール群内のルール数を表す．
入力 xi が入力されたとき，i番目の入力に対するルー
ル群 Rules-iの j 番目のルール適合度 hi,j は，対応す
るメンバーシップ関数のグレードであり式 (8)で与え
られ，ルール群の推論結果 y0i は加重平均より式 (9)で
求められる．

hi,j = Ai,j(xi) (8)

y0i =

∑m
j=1 hi,jyi,j∑m
j=1 hi,j

(9)

簡略化ファジィ推論モデルではすべての入力が同等に取
り扱われるが，SIRMsモデルでは各入力の重要度を設
定することでシステムのパフォーマンスを向上させる．
SIRMsモデルの最終出力 y∗ は式 (10)で与えられる．

y∗ =

n∑
i=1

wiy
0
i (10)

ここで，wiは i番目のルール群に対する重視度を意味
する．SIRMsモデルも簡略化ファジィ推論モデルと同
様に，式 (5)～(7)の最急降下法により，各パラメータ
を更新することができる．
2.2.2 モジュラーファジィモデル
SIRMsモデルは簡略化ファジィ推論モデルよりもルー
ル数が少なく，高速に学習させることができるが一般
的にはその推論結果は単調になりやすい 26)．いくつか
の入力の組み合わせルール群を準備することで推論を
行うモジュラーファジィモデルが提案されている 18)．
モジュラーファジィモデルの例として，3入力 1出力の
問題に対して，ファジィルールを次のように定義する．

Rules-1 : {if x1 isA1,j andx2 isA2,j

then y∗ is y1,j}m1
j=1

Rules-2 : {if x2 isA2,j andx3 isA3,j

then y∗ is y2,j}m2
j=1

Rules-3 : {if x3 isA3,j andx1 isA1,j

then y∗ is y3,j}m3
j=1

一般に，n入力 1出力の場合のルール群の数は nC2と
なる．i番目のルール群における j番目のルールの適合
度は式 (11)で与えられ，その後の出力過程は SIRMs
モデルと同様に，式 (8)～(10)で求められる．

µi = Au,j(xu) ⋆ Av,j(xv) (11)

ここで，u, v(u, v = 1, . . . , n;u ̸= v)は i番目ルール群
で選択された入力の組み合わせであり，⋆ は t-normで
ある．簡略化ファジィ推論はモデルとしての近似精度
は高いが，変数の数の増加に伴いルール数は指数関数
的に増加する．一方，SIRMsモデルのルール数は入力
変数の数を nとすると∑n

j=1mjで求められ，変数の数
が増加してもルール数は線形的にしか増加しない．た
だし，モデルの近似精度は必ずしも十分ではない．そ
の上で，モジュラーファジィモデルはルール数の増加を
抑え，近似精度も SIRMsより高いモデルである．また，
人間が解釈可能なファジィルールを考える上で，前件
部変数は高々2,3個程度が理想であるとされている 19)．
このことから，解釈可能なファジィ推論モデルという
点においてモジュラーファジィモデルのような少数入
力により構成されるモデルは有用であると考えられる．
4章では，モジュラーファジィモデルを基盤とした複素
ファジィ推論を構築し，ファジィ推論における解釈可
能な複素数のアプローチとその有用性ついて触れる．
3 複素入力ルール群ファジィ推論モデル
本章では，上記のモジュラーファジィモデルに対し
て，ルール適合度および後件部の計算過程に複素数を
用いたモデルを構築する．複素数を用いた複素ファジィ
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推論モデル 12)13)14)が提案されているが，ファジィルー
ルに複素数が用いられており，解釈が難しいという問
題がある．このことから本章では，ルールがすべて実
数値およびファジィ集合で記述され，従来のファジィ
ルールと同様に解釈できる複素モジュラーファジィモ
デルを提案する．また，提案モデルの学習の一つとし
て，複素誤差逆伝播法については本章後半に説明する．
3.1 複素モジュラーファジィ推論モデル
従来のモジュラーファジィモデルと同様に，前件部
変数に入力の組み合わせに対応するルール群を用意す
ることで推論を行う．入力数を nとすると総ルール群
数は nC2 となり，p(= 1, 2, ...,n C2)番目の入力に対す
る q(= 1, 2, ...,m)番目のファジィルールを次のように
定義する．

C-Module- p : {if xu isAu,q andxv isAv,q
then y∗ is yp,q}m1

q=1

ここで，u, v(u, v = 1, 2, . . . , n;u ̸= v) は p 番目の
ルール群に選ばれた入力の組み合わせの番号である．
Au,q, Av,qはファジィ集合であり，すべての変数は実数
である．各ルール群の適合度は，複素数の演算及び誤差
逆伝播法を導入するために，式 (12)を用いて，各ルー
ル適合度でそれぞれ組み合わせを作り，統合して複素
適合度とする．

µcp,q = Au,q(xu) + iAv,q(xv)

= ARp,q(xu) + iAIp,q(xv)

= µRp,q + iµIp,q

= rp,q exp(iθp,q) (12)

後件部は式 (25)のように実数振幅に位相項を加えるこ
とで複素後件部とする．

ycp,q = yRp,q + iyIp,q

= yp,q exp(iθyp,q ) (13)

上付き添え字R，Iはそれぞれ複素数の実部，虚部を表
す. 適合度のペアを実軸，虚軸にプロットした複素適
合度 µcp,q は，Fig. 1のように複素平面上で振幅 rp,q と
位相項 θp,q を持つ．複素数を用いた場合，ファジィ推
論モデルの推論過程で用いられる加重平均計算の解釈
が難しい．そのため，複素領域における振幅をルール
の重要度と仮定し計算を行う．たとえば，エアコンの
制御では「気温が高い」かつ「湿度が高い」という前
件部ルールにおいて，対応する前件部ファジィ集合を
それぞれ Atemp,high, Ahum,high とし，適合度をそれぞ
れ µtemp,high, µhum,high とする．数値として高気温か
つ高湿度のような入力が与えられた時，µtemp,highは 1
に近くなり，µhum,highも 1に近くなる．このような場
合，推論におけるこのルールの出力に与える影響は大
きくなるはずであり，同時に振幅 rtemp−high,hum−high
は 1を超えて大きくなる．一方，入力が低気温かつ低
湿度の場合，µtemp,high 及び µhum,high は 0に近づき，
振幅 rtemp−high,hum−highの振幅は 0に近くなり，同時
に推論におけるルールの出力に与える影響は小さくな
る．このように，複素適合度において，ルールの複素

Fig. 1: 振幅項と位相項の側面から見た複素適合度の例
適合度の振幅は推論に対するルールの重要度という意
味合いを持ち，位相は入力の情報を表す．
適合度及び後件部の複素数に対して，各ルール群の
推論結果 ycp を式 (14)～(16)に定義する．

ycp =

m∏
q=1

µcp,qrp,qy
c
p,q (14)

= rycp(cos θycp + i sin θycp) (15)

= rycp exp(iθycp) (16)

ここで，学習に用いる後件部は回転と拡大の情報を保
持するため，推論に影響しやすい重要な後件部，及び
推論に影響しにくい後件部をうまく反映する必要があ
る．そのために，ファジィシングルトン型推論モデル
29)のように，この言及の強さを表す振幅項をルールの
重みとして後件部に作用させる．ycpは複素数であるが，
最終出力を実数で得るために，振幅項及び位相項それ
ぞれについて独立に計算する．これは各ルール群の出
力が複素ファジィ集合で表されており，Ramotら 9)の
複素ファジィ集合の演算方法に基づいている．本項で
は実数値を得るため，式 (17)の振幅項を出力とする．
ルール群ごとのルール重要度複素数 hp = rhp exp(iθhp)
を作用させ，出力を得る．複素数は順序関係がないた
め，重要度の定義には議論の可能性があるが，ここで
は振幅の大きさを重要度の大きさと考える．これは，最
終出力を振幅としていることに起因する．一方で重要
度複素数の位相項は相対的なものとなり，複素計算及
び CBPの利点を活かすパラメータとして推論に影響
する．最終的な出力を式 (17)に定義する．

y∗ =

∣∣∣∣∣
n∑
p=1

rycprhp exp

(
i

n∑
p=1

(θycp + θhp)

)∣∣∣∣∣ (17)

ファジィルールの前件部 aR,Ip,q , b
R,I
p,q (実部: 中心 aRp,q，

幅 bRp,q，虚部: 中心 aIp,q，虚部 bIp,q)と後件部 yR,Ip,q (実部：
yRp,q，虚部：yIp,q)，およびルール重視度hR,Ip (実部：hRp，虚
部：hIp)のパラメータに対して，評価関数E = 1

2 (y
∗−T )2

が最小になるように学習を行う．ここで T は理想出力
値である. 式 (18)～(21)に従って，各パラメータは最
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急降下法に基づき更新される.

aR,Ip,q (t+ 1) = aR,Ip,q (t)− α
∂E

∂aR,Ip,q

(18)

bR,Ip,q (t+ 1) = bR,Ip,q (t)− β
∂E

∂bR,Ip,q

(19)

yR,Ip,q (t+ 1) = yR,Ip,q (t)− γ
∂E

∂yR,Ip,q

(20)

hR,Ip (t+ 1) = hR,Ip (t)− δ
∂E

∂hR,Ip

(21)

3.2 C-SIRMsファジィ推論モデル
複素モジュラーファジィモデルでは少数入力である
ものの，組み合わせのためルール数が増加する．この
ことから本節では複素平面を用いた単一入力ルール群
結合型ファジィ推論モデル (以後，C-SIRMsモデルと
呼ぶ)を作成する．実数値入力 x(x1, x2, . . . , x2n)が与
えられたとき，i(= 1, 2, . . . , 2n)番目のルール群は次の
ように与えられる．

C-SIRM- i : {if xi isAi,j then yc is yi,j}mij=1 (22)

Ai,j はファジィ集合であり，また各変数は実数である．
前節の複素モジュラーファジィ推論モデルと異なる点
は，すべての入力の組み合わせがそれぞれ一つの複素
平面で考慮されることに対して，複素数の実部と虚部
のペアとなる入力が一つしかないという点である．た
とえば，4入力 (x1, x2, x3, x4)の問題を考えるとき，複
素モジュラーファジィモデルの推論の際に考慮される
複素適合度の実部と虚部のペアは 4C2 = 6組であるが，
C-SIRMsモデルでは実部と虚部のペアは「x1と x3」，
「x2と x4」の 2組のみが複素適合度として考慮される．
複素適合度および複素後件部は式 (23)を用いて式 (24)，
(25)によって与えられる．

µi,j = Ai,j(xi) (23)

µcp,q = µ2p−1,q + iµ2p,q

= µRp,q + iµIp,q (24)

ycp,q = y2p−1,q + iy2p,q

= yRp,q + iyIp,q (25)

各ルール群の推論結果は式 (14)によって与えられる．
また，複素モジュラーファジィ推論モデルと同様に最
終推論結果は式 (17)で，式 (18)～(21)に従って，最急
降下法に基づき更新される.

3.3 複素誤差逆伝播法
複素パターンを学習するために複素領域に誤差逆伝播
法を拡張した複素誤差逆伝播法 (CBP, Complex Back-
propagation)について説明する．先行研究 1)2)3)では，
CBPには以下のような特徴があることが示されている．
1. CBPは 2次元運動に基づく構造を持つ
2. CBPはネットワークを介して複素信号を一つのユ
ニットとして学習を促進する．

3. ネットワークを介した信号の実部と虚部の両方に
基づく学習パラメータの実部と虚部の修正を相互
依存的に行う (Fig. 2)．

Fig. 2: 複素ニューラルネットワークにおける誤差信号
の伝播
この相補的な構造により，学習停滞を防ぐことがで
きる．誤差逆伝播法では，一般的に局所的な最小問題
が発生する．一方，CBPでは，この問題は発生しにく
い．その結果，複素パターンに対するCBPの学習速度
は，誤差逆伝播法に比べて数倍速くなる可能性がある．
このように，CBPアルゴリズムは複素パターンの学習
に適している．複素数 z = u + iv は，2つの実数 u, v
の順序付きペア (u, v)で決まる (定義上，uと vが異な
ると (u, v)と (v, u)は異なる)．このように，複素数を
2次元の面上の点と考え，複素数を横軸に実部，縦軸
に虚数部を持つ長方形の座標として表現することがで
きる．本章ではこの学習法を用いて，後件部を複素数
とする複素モジュラーファジィモデルおよび C-SIRMs
モデルを構築した．

4 数値実験
本章では，数値実験として提案モデルと従来モデル
の比較を行う．まず，各モデルの計算量の比較のため,
提案モデルと従来モデルとのファジィルール数とパラ
メータ数で比較を行う．次に実際に医師が診断した医
療データ 30) を用いて各モデルの評価を行う.

4.1 ルール数およびパラメータ数の比較
従来モデルと比較した場合のファジィルール数につ
いて，n入力，mi個ファジィ分割の各モデルのルール
数を Table 1 に，パラメータ数を Table 2に示す．
Table 1: 各ファジィ推論モデルのファジィルール数

簡略化ファジィ推論モデル ∏n
i=1mi

SIRMsモデル, C-SIRMsモデル ∑n
i=1mi

モジュラーファジィモデル ∑n
i=1mi

複素モジュラーファジィモデル ∑
nC2

i=1 mi

Table 2: 各ファジィ推論モデルのパラメータ数
簡略化ファジィ推論モデル ∏n

i=1mi × 3

SIRMsモデル ∑n
i=1mi × 3 + n

モジュラーファジィモデル ∑
nC2

i=1 mi × 3 + nC2

C-SIRMsモデル ∑n
i=1mi × 4 + 2× n

複素モジュラーファジィモデル ∑
nC2

i=1 mi × 4 + 2× nC2

以上より，提案モデルのファジィルール数は，後件部
及びルール重要度に複素数を用いることで SIRMsモデ
ル及びモジュラーファジィモデルよりもパラメータ数
が増加しているが線形的な増加であり，簡略化ファジィ
推論モデルのような入力数とファジィ分割数の増加に
伴う指数関数的なルール数の増加は抑えられている．
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4.2 医療診断データへの応用
本節では, 実際に医師が診断した医療データ 30)を用
いて各モデルの評価を行う. このデータは 145個の数
値データであり, それぞれ 5つの説明変数と 1つの目的
変数から成る正規化データである. この 145個のデー
タのうち, 73個を教師データ, 72個をテストデータと
して, 教師データを用いて学習させ, 各モデルでの学習
結果の出力とテストデータとの比較から正答率を出力
する. 5つのの説明変数はそれぞれ次の意味を持つ.

Input 1) 相対体重．
Input 2) 血糖値の減少度
Input 3) グルコース値
Input 4) インスリン値
Input 5) SSPG

今回，上記の 5入力であり，C-SIRMsの複素適合度及
び後件部のペアを作成する際，今回は「x1と x2」，「x3
と x4」，及び「x5」とする．このように入力が奇数の
場合，x5が含まれるペアの複素適合度及び後件部の虚
部を 0とすることで，通常の推論モデルと同様に学習
及び出力を算出することができる．学習回数が 10 回,
100 回, 1000 回のときの正答率, 平均二乗誤差, パラ
メータ数，平均計算時間をそれぞれ Table3～6に示す．
なお，表内の簡略化ファジィ推論モデル，モジュラー
ファジィモデル及び複素モジュラーファジィモデルを
それぞれ簡略化モデル，MFモデル，複素MFモデル
と表記する．
Table 3 から，提案のモデルである複素モジュラー
ファジィモデルとC-SIRMsモデルは，従来のモデルに
対して学習が停滞しにくく高速に計算できていること
がわかる．また正答率も高かった．さらに，Table 4か
ら，提案モデルの 2つのモデルは順調に収束しており，
他のモデルに対して優位な精度をもっていることがわ
かる．C-SIRMsは SIRMsよりも，複素モジュラーファ
ジィモデルはモジュラーファジィモデルよりも平均二
乗誤差は小さくなっていることがわかった．Table 5，6
の結果から，各モデル間ではパラメータ数が大きくな
るにつれて平均計算時間は大きくなっていることがわ
かる．一方で，2つの提案モデルは計算量が従来のモ
デルよりも多くなってしまうため，平均計算時間では
従来モデルに及ばない結果となった．

Table 3: 平均正答率 (%)
学習回数 10 100 1000
簡略化モデル 44.8275 95.1724 95.1724
SIRMsモデル 72.4137 90.8620 92.6206
MFモデル 22.7586 94.1234 93.1034

C-SIRMsモデル 73.7931 87.6206 95.8620
複素MFモデル 60.4329 94.6551 97.9310

Table 4: 平均二乗誤差
学習回数 10 100 1000
簡略化モデル 0.60787 0.04473 0.03420
SIRMsモデル 0.31593 0.07019 0.01455
MFモデル 1.10533 0.04241 0.00837

C-SIRMsモデル 0.52468 0.46113 0.01035
複素MFモデル 0.17280 0.03425 0.00816

Table 5: 各モデルのパラメータ数
簡略化モデル 729
SIRMsモデル 50
MFモデル 100

C-SIRMsモデル 70
複素MFモデル 140

Table 6: 平均計算時間 (s)
学習回数 1000
簡略化モデル 412.112004
SIRMsモデル 179.315453
MFモデル 259.971386

C-SIRMsモデル 302.321783
複素MFモデル 308.850729

5 結論
ルール群型ファジィ推論モデルのうち，1入力 1出
力のルールを持つ SIRMsモデルと，少数入力 1出力の
ルールを持つモジュラーファジィモデルの後件部にお
ける複素数の解釈性を考慮した複素入力ルール群ファ
ジィ推論モデルを 2つを提案した．次に, 実際に医師
が診断した 5入力 1出力の糖尿病医療診断データを用
いて, 提案モデルによる医療診断システムの構築を行っ
た. 学習後の正答率, 平均二乗誤差から, 提案モデルは,
比較したすべての従来モデルと比較して, 良好な結果を
得ることができた. また, 提案モデルの入力数に対して
は, ファジィルール数が指数関数的に増加しないことか
ら, 簡略化ファジィ推論モデルに比べ計算時間の観点か
らも, 優れたモデルであることが明らかになった.

複素数を用いたファジィルールの解釈は，従来より
難しい問題であった．本研究では，すべて実数で表せ
られるルール内で，適合度計算や後件部を複素数の形
にしたことで，従来の解釈ができる複素数を用いたファ
ジィ推論を構築することができた．特に，振幅を一般
的な適合度と考え，位相を計算における相対的なパラ
メータとすることで，解釈性を保ちつつ複素の回転・拡
大演算やCBPを導入することができた．また，こうし
た振幅や位相に対するアプローチは，先行研究で提案
された複素ファジィ集合の考え方に由来するものであ
り，これを用いた推論を定義することは有意義である
と考えられる．本稿ではC-SIRMsモデルを複素モジュ
ラーファジィモデルの計算量の削減のために提案した
が，数値実験でも良好な結果が得られた．しかしなが
ら，C-SIRMsの複素適合度及び後件部のペアを作成す
る際，今回は「x1 と x2」，「x3 と x4」，及び「x5」と
したが，入力順で組み合わせを作るような選択の方法
は精度にばらつきが生じる可能性がある．
今後の課題は, 医療診断以外に，様々な入力数をもつ
データセットに対して実験し, 精度や計算時間の推移を
確認することが挙げられる. 特に，2つの提案モデルの
出力は実数であったが，複素数を出力するようにする
ことで更なる他問題への応用が期待される．たとえば，
教師データを複素信号にすることなどが挙げられる．
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